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Uvod

Matematika je veda, ktora je aplikovana v tolkych oblastiach fudského Zivota, Ze si to
Clovek ani neuvedomuje. V tejto praci sa budem zaoberat’ jednou z nich, s ktorou sa takmer
kazdy z nas stretava dennodenne a tou je internet, respektive vyhladavanie informacii na
internete. Zada sa informacia do internetového prehliadaCa, ktory nam zobrazi mnozstvo
stranok, ktoré by nam mali poméct pri ziskani informacie. Ale stranky nie su zoradené len tak
nahodne, ale tak, aby Clovek ziskal danu informaciu, o najrychlejSie a najefektivnejSie. Na to
sluzi algoritmus, ktory sa nazyva Google PageRank a vyuzivaju sa tu poznatky aj
z matematiky. Ato konkrétne Markovské retazce a Skryty Markovsky model z oblasti
stochastiky. Google tak kalkuluje skére jednotlivych stranok a zoradi ich do poradia, ktoré sa
zobrazi pri vyhlfadavani. Nazaciatok si zadefinujeme jednotlivé pojmy, uvediem nejaké priklady
pre lepSie pochopenie a nakoniec popiSeme dany proces.

Markovskeé ret'azce

Stochastické procesy

Predtym ako sa zacnem venovat konkrétne Markovskym retazcom vam pribliZim trosku teoriu
stochastickych procesov pomocou definicie a nejakych prikladov, pretoZze Markovské retazce
su $pecialnym typom stochastickych procesov.

Definicia:[1] Nech (Q, A) je meratelny priestor, R mnozina realnych ¢isel, T= @ neprazdna
mnozina (najCastejSie jej budeme prisudzovat vyznam &asu). Nech zobrazenie X: QxT -— R
ma tieto dve vlastnosti:

= ViteTje X(., t) nahodna veliina vzhlfadom k javovému polu A . Znaci sa X; .
= Vw € Qje X(w, .) prvkom mnoziny vSetkych realnych funkcii definovanych na T.

Zobrazenie X s tymito dvoma vlastnostami nazyvame stochastickym procesom definovanym
naT.Znalisa{X:;t eT}.

Typy: [2] Nech {X: ; teT} je stochasticky proces,

= Ak je mnozina T spoCetna a linearne usporiadana, tj. to <t: < ..., ide o stochasticky
proces s diskrétnym ¢asom (tj. o Casovou radu).

= Ak je mnozina T interval, ide o stochasticky proces so spojitym ¢asom (tj. o
nahodnou funkcii).

= AkpreVvteT jenahodna veli€ina X; diskrétna, ide o SP s diskrétnymi stavy.

= Ak pre VtE€ET je nahodna veliina X: spojita, ide o SP so spojitymi stavy.

Priklady:

1. (Stochasticky proces s diskrétnym ¢asom a spojitymi stavmi )\ prevadzke pouZzivaju obrabacie noze
a po kazdej vyrobnej operacii kontroluju stav opotrebenia. VZdy po n operaciach néz vymenia.
Madame teda stochasticky proces {X: ; t € T}, kde t je poradové Cislo vyrobnej operacie, T={1, 2,
..., N} je mnoZina vyrobnych operacii a mnozina stavov J = {x € R; 0 < x < a} nadobuda hodnoty,
ktoré ukazuju ako je ndi opotrebeny pricom a je maximalne opotrebenie noza. — Cas t je
diskrétny, pretoZe opotrebenie sa kontroluje po kaZdej operdcii.



2. (Stochasticky proces s diskrétnym ¢asom a stavmi ) Dvaja hraci P a M vloZia do hry spolu 10€, z toho
hrac¢ P vlozil 7€ a hra¢ M 3€. Hrac¢ P hadze opakovane mincou. Ak padne hlava, vyhrava 1€,
ked padne znak, prehra 1€. Hrac¢ P hadZe mincou, kym jeden z hracov neprehral vietky peniaze.
Zavedieme si stochasticky proces {X;;t € T}, kde t =1, 2, ...je poradové cislo hodu mincou
a X¢=j, ked hra¢ P méa po t-tom hode j €, teda J=1{0, 1, ..., 9, 10}. — Cas je diskrétny z dévodu,
Ze pocet €, ktoré md hrdc P k dispozicii sa kontroluje vZdy po hode kockou.

Markovovské retazce

Markovské retazce su pomenované po ruskom matematikovi Andrejovi Markovi, celym
menom Andrej Andrejevi¢ Markov. Pracoval v tedrii Cisel, pravdepodobnosti a matematickej
analyze a dodnes je znamy vdaka svojim tedriam stochastickych ( nahodnych ) procesov.

Definicia: [3] Markovov retazec sa nazyva nahodny proces s diskrétnym ¢asom pre ktory plati:

a) S={0,1,2,..}

b) T={0,1,2,..}

C) Markovska viastnost = pravdepodobnost dosiahnutia vysledku j v budicom ¢ase n+1
Jje ovplyvnena iba vysledkom pritomnym v ¢ase n ,vysledky z minulosti nemaju na
pravdepodobnost’ vplyv.

\v io, il,...in.l,i,j ESneT: P(Xn+1=j | X1=i1 ,X2:i2 yeeny Xn-1= in.l, Xn:i) = P(Xn+1=j | Xn=i).

Definicia: [4] Nech {x;, t € T} je Markovov retazec,

" PXe=j|Xxs=0)=pij(s, t), 0ss<ts teT;i | €ES, nazyvame podmienené
pravdepodobnosti prechodu Markovovho retazca zo stavu i v Ease s do stavu |
v Case t.

= Nepodmienené pravdepodobnosti P(x; = ) = pj(t), t € T, j € S, nazyvame
absolutne pravdepodobnosti stavov Markovovho retazca.

Definicia: [5] Matica P(s,t) = (pij(s, 1))ijes Sa nazyva matica pravdepodobnosti prechodu
Markovovho retazca. Ak tato matica spina:

= pij(S, t) 2 0 (vSetky prvky matice st nezaporné),
. Z pij (s,8) = 1 (sucet prvkov v riadku je 1),
JES

sa nazyva stochasticka matica a ak navySe aj plati:

. Z pij(s;t) =1
IES

sa nazyva dvojne stochasticka.

Veta: Matica pravdepodobnosti prechodov ma nasledujuce vlastnosti:
= Vi,j ES: Pij =0
= VIES: Z p;; = 1 tj. sucet pravdepodobnosti v riadku je 1
J
Definicia: [6] Diagram (graf) prechodu Markovovho retazca je orientovany graf, kde vrcholy

reprezentuju stavy Markovovho retazca a hrany znazornené Sipkami oznacuju mozné
prechody medzi stavmi.

Zhrnutie: Markovov retazec znazorfiuje nahodny proces, kedy pravdepodobnost z jedného
bodu do druhého, kedy zavisi len na su¢asnom stave a nie na predchadzajiucich. MéZeme si
to znazornit na jednoduchom obrazku. Na obrazku (orientovanom grafe) mame dva body



oznacené pismenami a Sipky, ktoré vedu z jedného bodu do druhého
alebo do toho istého bodu. Ked sa nachadzame v bode A tak
pravdepodobnost zostatia vtom bode je 0,6 a pravdepodobnost 0.7
prechodu do bodu E je 0,4. Tieto pravdepodobnosti vobec nezavisia na \

tom ako sme sa dostali do bodu A . To isté plati aj pre bod E. Teda tento 4 @

0.3

0
graf zavisi len na aktualnom stave anie na predchadzajucom.
Markovské retazce maju vela vyuziti v realnom Zivote ako napriklad 0.6
v chémii, ekondmii, informatike a aj pri vyhladavani stranok, ktoré
ovplyvriuje algoritmus PageRank. [7]

Skryty Markovov model (HMM)

Informacie: Ide o Markovov proces so skrytymi (nepozorovanymi) stavmi. Tento model
vyvinul Leonard E. Baum spolu so svojim timom. Rozdiel od jednoduchSich Markovovych
modelov ( ako su napr. Markovovské retazce ) je ten, ze pri skrytych modeloch je viditelny iba
vystup a nie stav, od ktorého je vystup zavisly. Model sa nazyva skryty aj napriek tomu, ze su
parametre zname a presne zadané.

Formalne: [8] HMM je 5-tica (K,0,,A,B), kde:

= K je kone€na mnozina stavov

= Ojevystup

= 77 je vektor poCiatocnych pravdepodobnosti jednotlivych stavov
= A je matica prechodov jednotlivych stavov

= B je matica vystupnych pravdepodobnosti

= nastroj, ktory najde skryté procesy danej postupnosti

Tento model poskytuje tri typy pravdepodobnostnych informacii:

1. Pravdepodobnost systému na zaciatku

2. Ak p je jeden stav aq druhy tak prechod zo stavu p do stavu q je oznaceny
pravdepodobnostnou hodnotou. Ak je tato hodnota rovna nule tak neexistuje prechod
Zo stavu p do stavu q

3. Kazdy vystup zo stavu q je taktiez oznaCeny pravdepodobnostnou hodnotu,
pravdepodobnostou dosiahnutia finalneho stavu ( vystupu )

Tri problémy, pre ktoré ponuka rieSenie: [9]

» Stanovenie pravdepodobnosti pozorovania — zistit aka je pravdepodobnost, Ze dany
model generoval dany vystup

= Ur&enie postupnosti stavov — zistit aka je najpravdepodobnejSia ,,cesta,, cez model,
ktora produkuje danu postupnost

= Trénovanie modelu — aké by mali byt parametre model, aby bola vysoka
pravdepodobnost’ vytvarania postupnosti

Na rieSenie prvého problému sa vyuziva Forward algorithm, na rieSenie druhého Viterbi
algorithm a nakoniec Baum — Welch algorithm.

Priklad: [10] Pred miestnostou, v ktorej je Zena sa nachadza muz. Muz do danej miestnosti
nevidi. Miestnost’ obsahuje priehradky xi, X2, X3, ... . V kazdej priehradke sa nachadza znamy
podet hodiniek. Hodinky st oznagené yi, ya, Vs, ... . Zena nahodne vyberie jednu z priehradiek
a vytiahne z nich hodinky a odovzda ich muZovi za dverami. Tento proces sa opakuje. Muz vie
v akom poradi sa k nemu dostali hodinky, ale nevie, z ktorych priehradok ich Zena vytiahla.



Vyber priehradok pre vybratie n-tych hodiniek zavisi na nahodnom cisle ana vybrati
priehradky pre vytiahnutie n-1ych hodiniek. Tento proces, ktory sa tykal zeny bol Markovov
proces. Proces, ktory sa tykal uz iba muza, ktory mal iba informacie iba o vystupe.

PageRank

Informacie: [11] PageRank ma dva vyznamy. Prvym je Ciselné ohodnotenie nejakej stranky
a druhym je algoritmus, ktory priradi dané Cislo tejto stranke. Nas bude samozrejme zaujimat
ten algoritmus. Vznikol na Stanfordovej univerzite Larrym Pagom, po ktorom je aj pomenovany
dodnes. Samozrejme nepracoval na tom sam, preto je délezité spomenut aj dalSich jeho
kolegov, ktori sa podielali na tomto projekte. Sergey Mikhaylovich Brin, Rajeev Motwani a
Terry Allen Winograd.

Princip: Predpokladajme, Ze web obsahuje n stranok a kazda stranka je oznacena &islom k,
1 < k < n. A Sipky znazornuju, ze napr. stranka D obsahuje hypertextovy odkaz na stranku E.
Ideou algoritmu je priradit skore (vyznamnost) na zaklade liniek, ktoré smeruju na tato stranku.
Predstavme si, ze spojenie dvoch stranok ako odporuéanie ( samozrejme &im vacsi pocet
odporucani tym je stranka délezitejSia ). Zaroven je doblezity aj odporucatel. Je rozdiel, ked
odporuéi stranku Mark Zuckerberg ako nejaky predavac, ale zaroven to zavisi aj od poctu
odporucenych stranok. Je rozdiel ked je odporué¢enych 30 000 stranok alebo 10. Teda
dolezitost danej stranky ziskame sc&itanim doleZitosti stranok, ktoré odkazuju na danu stranku
a vydelime ich poc¢tom liniek, €o z nich vychadzaju. DolezZitost stranky znazorfiuje &islo, ktoré
je nezaporne, ale mdze byt aj nula. Vtedy ma dana stranka najmensie mozné ohodnotenie.

(napr., https://youtube.com)

Priklad: Web obsahuje 5 stranok a pre kazdu stranku dokazeme vypocitat doleZitost
pomocou rovnic.

X1 = X2/3 + X3/2 00110 0 6

X2 = Xa l: 00 1; 1& o
A=l1gg i1y

X3 = X1/2 (‘)10(“)0 |\I

Xa=X1/2 + X213+ X3/2 00000 0 e °

X5=X2/3

Mame 5 rovnic kde nezname tvoria popularitu (délezitost) danej stranky. Predpokladajme, ze
na zaciatku kazda stranka ma popularitu 1/5, kde 5 znazorfiuje pocet vietkych stranok. Teda
pre web s 5 strankami mame:xo =(1/5, 1/5, . ., 1/5).Po vynasobeni xo maticou liniek dostavame
X1 = XoA, X2 = X1A = X0A2 ) e ereeerereeeeeeeereenrnnnnannnan , X5 = X4A = X()A5



Vzorec: [12]

= poévodny: PR(P) = (1-d) +d.> (PR(P)/C(Py))
=  novy: PR(P) = (1-d)/N + d.> (PR(P)IC(P;)
o PR(Pi) — PageRank i-tej stranky
o d = damping faktor mensi ako 1 a vacsi ako nula, cca 0,8-0,9
o P, Pa2,..., Pnsu vSetky stranky v indexe a teda N je poCet stranok
o Y =suma pre vSetky P; z M(Pi), kde M(Pi) je mnozina vSetkych stranok odkazujucich
na danu stranku i
o C(Pj) = poCet odkazov na j-tej stranke

Google:

Ked ¢Elovek zada nejaky klfu¢ovy pojem do vyhlfadavaCa zobrazia sa mu stranky
zoradené podla délezZitosti jednotlivych stranok. DolezZitost stranky uréuje dané skére, ktoré je
urCené podla PageRankingu, Markovskych retazcov a Skrytych Markovovych modelov.
Jednotlivé pojmy boli popisané uz vy3Sie, ale bolo by fajn ich dat dokopy ako funguju.
PageRanking je algoritmus, ktory priraduje skére jednotlivym strankam. Jeho ulohou je teda
zabezpedit to, Zze ked hladame nejaky pojem na internete najdeme ich na prvych desiatich
strankach, ktoré nam Google zobrazi. Uznajte, kto z vas niekedy vyhladaval informacie na
druhej strane. Tento systém musi brat aj do Uvahy spravanie nas fudi. Ana to vyuziva
Markovov model, konkrétne Markovské retazce. Ide tu o predvidanie nasho spravania, kedy
sa chceme dostat z jednej stranky na druhd. Nachadzame sa na nejakej stranke a chceme
kliknut na ind. Atento pohyb zavisi na aktualnom stave, &iZe na stranke, na ktorej sa
nachadzame a nie na minulosti, teda udalostiach, ktoré nastali predtym. A nakoniec Skryty
Markove model (HMM), ktory na zaklade $tadii méze mat’ aj dany internetovy vyhladavac pre
MapReduce funkciu alebo pre triedenie distribuovanych dat. Funkcia map sa stara o to, ze na
zaklade vstupu vygeneruje medzivysledok. Vstup funkcie map je kl'd¢ a hodnota na vystupe
mé&ze byt niekolko takychto dvojic. Medzivysledok, ktory vyprodukuje funkcia Map, je vstupom
pre funkciu Reduce. Tato funkcia na zaklade klu€ov z medzivysledku spracuje prislusné
hodnoty a vypocita vysledok.

Zaver:

Matematika ma velmi Siroké pole pdsobnosti v beznych veciach, s ktorymi sa
dennodenne stretavame ako napriklad aj Google vyhlfadavanie. Kazdy z nas, ked potrebuje
najst nejaké informacie, adresy alebo recepty na pripravu obyC€ajného sladkého kolaéa si
okamzite zapne svoje mobilné zariadenie alebo pocitaC a zada do Googlu dany klucovy
pojem, ktory nam zobrazi x — straniek , ktoré nam danu informaciu poskytna behom par
desiatok sekund. Ale malo kto sa niekedy zamyslel nad tym, v akom poradi sa tie stranky
zobrazia a ako efektivne toto zoradenie je. Toto funguje na zaklade Google PageRanking,
Markovho retazca a Skrytého Markovho modelu , z ktorych posledné dva su neodmyslitelnou
su€astou matematiky. S matematikou sa nestretdvame iba na zakladnej Skole, ked sa u€ime
pocitat alebo na strednej Skole, ked rieSime rovnice, ale kazdy den poc€as celého nasho zZivota
preto je taka dolezita.
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