Prostorové modelovani, prostorova statistika (STP005)
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1. Uvod

V klasické statistice je zédkladnim pojmem nahodny vybér (posloupnost nezévislych ndhodnych veliéin
se stejnym rozdélenim). V praxi se ovSem Casto stdvd, Ze data netvoii ndhodny vybér. To je ptiklad
nehomogennich dat (nelze je povaZovat za realizaci stejné rozdélenych ndhodnych veli¢in) nebo zavislych
dat. Rada modeli asovych fad je zaloZena na zavislych stejné rozdélengch pozorovanich. Jinym moznym
zobecnénim ndhodného vybéru je situace, kdy v daném c¢ase pozorujeme vice nez jednu ndhodnou veli¢inu.
Dostavame se tak do oblasti mnohorozmérné statistiky, kde pracujeme s posloupnosti ndhodnych vektorii.
Oproti tomu v prostorové statistice jsou analyzovana data, na ktera lze pohlizet jako na méfeni urcité
veli¢iny v rtiznych mistech prostoru. Data tohoto typu se vyskytuji v celé fadé oborti, naptiklad v geologii,
epidemiologii, lesnictvi, ekologii, sociologii, zpracovani obrazu, astronomii nebo meteorologii. Prostorova
data obvykle nejsou nezavisld (podobné jako u ¢asovych fad). Je typické, ze pozorovani, kterd pochazeji
z dvou blizkych poloh, jsou korelovana. Proto je tfeba, aby prostorové modely zahrnovaly prostorovou
zéavislost. Hlavnim problémem pii zobecnéni ¢asovych modelt je, Ze v prostoru neni zadnd analogie
minulosti a budoucnosti, a rovnéz prostorova data se obvykle nevyskytuji pravidelné, na rozdil od vétsiny
casovych tad, kde jsou pozorovani v pravidelnych ¢asovych intervalech.

Budeme uvazovat data jako realizaci ndhodného procesu {Z(z) : x € D C R4}. Vzhledem k tomu,
Ze parametr x je prostorovy, mluvime o ndhodném poli. Pokud je Z(x) ndhodny vektor, jedna se o vice-
rozmérné ndhodné pole. Rozlisujeme tfi zakladni typy prostorovych dat:

1. bodové vzorky: D je ndhodné lokalné koneénd mnozina, kterou mutzeme interpretovat jako mista
vyskytu néjaké udalosti. Pfikladem mohou byt epicentra zemétieseni, hnizda ptaka v krajiné, po-
loha stromti v lese nebo mista vyskytu nakazenych kligfat. Kromé samotného mista 2 mtzou data
obsahovat dalsi informaci Z(z) (tzv. kétu), napt. sila zemétfeseni nebo vyska stromu. Prvni otdzkou
pfi analyze téchto dat byva, zda body vzorku jsou pravidelné, ndhodné nebo shlukové usporadany,
pripadné jak prostorové usporadani bodu ovliviiuje velikosti két.

2. geostatisticka data: D C R? je pevna (nendhodna) spojitd mnozina (obsahuje d-rozmérnou kouli).
Néhodné pole {Z(x) : z € D} jsme schopni teoreticky pozorovat viude na D. V praxi oviem méme
k dispozici hodnoty v koneé¢né mnoha mistech. Piikladem je méreni teploty, kvality vzduchu nebo
koncentrace mineraltt v pudé. Cilem muZe byt rekonstrukce povrchu sledované velic¢iny (vektoru),
odhad prostorové zavislosti (odhad tzv. variogramu) nebo prostorova predikce (tzv. krigovani).

3. regionalni data: D C R? je pevna (nendhodna) diskrétni (sjednoceni koneéné nebo spoéetné mnoha
bod) mnozina. Obvykle se o mnoziné D mluvi jako o m#izi (at uz pravidelné nebo nepravidelné
uspofddané). Body miiZze ¢asto pfedstavuji jisty region. Nahodné veli¢ina (nebo ndhodny vektor)
Z(z) pak udava agregovanou hodnotu pres cely region. Pfikladem téchto dat jsou vynosy za dané
pole, pozorovani spojené s pixely nebo mira kriminality ¢i nezaméstnanosti v daném okrese (pii-
padné mésté). Typickym cilem je vyhlazeni pozorovanych hodnot (volba vhodného modelu a odhad
parametrii) a vyhodnoceni vazeb na dalsich veli¢indch.

2. Bodové procesy

Bodové procesy se daji definovat obecné na uplnych separabilnich lokalné kompaktnich metrickych pro-
storech. Pro ucely této prednasky si vystac¢ime s bodovymi procesy na d-rozmérném euklidovském pro-
storu. Obecnym bodovym procestim se vice vénuje specidlni vybérova prednaska doc. Rataje, ke které
jsou k dispozici skripta [11].

2.1 Zakladni definice a tvrzeni

Ozna¢me B? systém borelovskych podmnozin R? a B¢ C B? systém omezenjch borelovskych mnozin.
Definujme prostor lokdlné kone¢nych podmnozin R? jako N = {p C R? : p(B) < oo VB € B¢}, kde p(B)
ozna¢uje poCet bodi mnoziny ¢ N B. Na N lze zavést o-algebru nésledovné: M = o{{p € N : ¢(B) =
m},m € No, B € Bg}.

Bodovy proces mtizeme definovat jako ndhodnou lokalné kone¢nou bodovou konfiguraci (prvek N).

Definice 1. Bodovy proces (point process) ® je méfitelné zobrazeni @ : (2, 4,P) — (N,M), kde
(Q, A, P) je pravdépodobnostni prostor. Rozdéleni (distribution) bodového procesu je mira II na (A, M)
definovana vztahem II(U) = P(® € U), U € M. Rekneme, ze bodovy proces je konecny (finite), jestlize
®(RY) < 00 s8.j.



Pozn.: V této definici pfipoustime pouze tzv. jednoduché (simple) bodové procesy, tj. & ma navzijem
riizné body. Obecnéji lze bodovy proces definovat jako ndhodnou celoéiselnou lokéalné konec¢nou (tj. ko-
neénou na omezenych mnozinach) miru. Potom pfipoustime, Ze nékteré body se mohou zapocitivat
s vétsi nasobnosti. Realizace bodového procesu je lokdlné kone¢nd mnozina, a proto mize mit nejvyse
spo¢etné mnoho bodid. Mnoziné ¢ = {x1,2,...} odpovidd atomickd mira ), d,,, kde J, je Diracova
mira v bodé x. Nékdy je vyhodnéjsi pohlizet na realizaci bodového procesu jako na lokalné konecnou
mnozinu, jindy zase jako na lokélné kone¢nou miru.

Véta 1. @ je bodovy proces pravé tehdy, kdyz ®(B) je ndhodn4 veli¢ina pro kazdé B € Bg.
Diikaz: Viz cviceni.
O

Definice 2. Necht ® je bodovy proces. Prizdngmi pravdépodobnostmi (void probabilities) rozumime
pravdépodobnosti P(®(B) = 0), B € BS.

Tvrzeni 2. Rozdéleni bodového procesu ® je urceno prazdnymi pravdépodobnostmi.

Diikaz: [11], Dusledek 4.2 nebo [9], Theorem B.1.
U

Definice 3. Bodovy proces ® je staciondrni (stationary), jestlize jeho rozdéleni je invariantni viéi
posunutim, tj. rozdéleni ® +y = {x +y : x € ®} je stejné jako rozdéleni ® pro libovolné y € R%. Bodovy
proces ® je izotropni (isotropic), jestlize jeho rozdéleni je invariantni vii¢i rotacim kolem poéatku v R

Definice 4. Pro bodovy proces ® definujeme miru intenzity (intensity measure) predpisem
A(B) =E®(B), B e B

Existuje-li hustota A\ miry A vzhledem k Lebesgueové mite (A(B) = [, A(z)dz, B € B?), potom X se
nazyva funkce intenzity (intensity function).
Pozn.: Mira intenzity je borelovska mira, o-aditivita plyne z Leviho véty o monoténni konvergenci.

Lemma 3. Je-li ® stacionarni bodovy proces s lokalné kone¢nou mirou intenzity A, pak A je ndsobkem
Lebesgueovy miry.

Diikaz: Pro stacionarni bodové procesy plati A(B + y) = A(B) pro kazdé y € R%. Tvrzeni plyne z toho,
7e Lebesgueova mira je a7 na nasobek jedina lokalné kone¢na transla¢né invariantni mira na (R9, B9).

O

Definice 5. Z predchoziho lemmatu vime, Ze pro stacionarni bodovy proces je mira intenzity nasobkem
Lebesgueovy miry. Funkce intenzity je konstantni a rovna tomuto nasobku, kterému se rika intenzita
(intensity) staciondrniho bodového procesu.

2.2 Poissonuv bodovy proces
Jesté nez se dostaneme k Poissonovu bodovému procesu, definujeme pfibuzny proces.

Definice 6. Necht v je diftizni mira (tedy v({z}) = 0 pro kazdé x € R%). M&me B € B? takovou,
7e 0 < v(B) < co. Necht n € N a Xq,...,X,, jsou nezavislé stejné rozdélené (v-rovnomérné) nahodné
vektory:
A
P(XieA):M, ACB, Ac B

v(B)
Potom ®™ = {X1,...,X,.} je binomicky (binomial) bodovy proces o n bodech v B.
Pozn.: Mé&fitelnost &) plyne z véty 1, protoze ®((A) = S 1;x,c4) je ndhodn4 veli¢ina.
Pozn.: Knihovna spatstat [2] v R [12] umoziuje generovani realizaci binomického bodového procesu
pomoci funkci runifpoint, runifdisc a rpoint.

Poissontv proces predstavuje zakladni model bodovych procest. Jde o model uplné nezavislosti
bodu.

Definice 7. Necht A je diftizni lokalné kone¢na mira na R¢. Bodovy proces ® takovy, ze
(i) ®(B) m4 Poissonovo rozdéleni s parametrem A(B) pro kazdé B € Bg,
(ii) ®(B1),...,®(B,) jsou nezavislé pro kazdé n € N a By, ..., B, € B po dvou disjunktni,
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nazveme Poissontiv bodovy proces (Poisson point process; rpoispp) s mirou intenzity A. Pokud existuje
funkce intenzity A a je konstantni, pak ® je homogenni (homogeneous) Poissoniv proces s intenzitou .
Pozn.: Homogenni Poissontiv proces je staciondrni a izotropni (viz cviceni). Intenzita homogenniho Po-
issonova procesu splyva s intenzitou z definice 5.

Véta 4. Poissontiv bodovy proces existuje a jednoznac¢né urc¢en mirou intenzity.

Diikaz: 7 definice Poissonova bodového procesu plyne, ze prazdné pravdépodobnosti jsou e =25 Jedno-
znacnost tak plyne z tvrzeni 2. Na cviceni jsme si ukazali konstrukéni dtikaz existence.

O

Véta 5. Necht ® je Poissontiv bodovy proces s mirou intenzity A. Zvolme pevné B € B? takovou, Ze
A(B) < oo. Potom podminéné pti ®(B) = n je restrikce ® na B binomicky bodovy proces na B s mirou
A an body.

Diikaz: Oznacme &g = & N B restrikci ¢ na mnozinu B. Pro libovolnou borelovskou A C B je

POy () — 0| B(B) — ) IP’((I)(A)P((DO(, ;(lj }1;4) =n) _ P(®(A) P(gggbi\) A) =n)
e A ABN AP\ (B 4)\"
AB)" o-A(B) N ( A(B) > ’

coz jsou presné prazdné pravdépodobnosti binomického procesu. Staci tak vyuzit tvrzeni 2.

2.3 Momentové miry

Definice 8. Pro bodovy proces ® je momentovd mira n-tého fdadu (n-th order moment measure) dana
vztahem

M(”)(A) =F Z L(x,,...x)ea, A€ (Bd)n
X1, Xn €D

a faktoridlni momentovd mira n-tého ¥ddu (n-th order factorial moment measure) vztahem

n # n
al )(A) =K Z 1(x,,...x)ea, A€ (Bd) 5
X1, Xn€D

kde Z;é znamenad, ze se s¢itd pouze pres n-tice navzdjem riznych bodt Xy, ..., X,.
X1, Xn €D

Pozn.: Momentové miry prvniho fadu spljvaji s mirou intenzity M) = a(!) = A. Vztah mezi momen-
tovou mirou n-tého fadu a momenty poc¢td bodu je nasledujici:

M (B x --- x B,) =E[®(B,)---®B,)], Bu,...B,c B
Podobné faktoridlni momentova mira souvisi s faktoridlnim momentem poctu bodt v dané oblasti (viz
cviceni).
Definice 9. Necht existuje hustota A\(") faktoridlni momentové miry a(™ vzhledem k (nd)-rozmérné

Lebesgueové mife. Hustota A" se nazjva soucinovd hustota n-tého vddu (n-th order product density).
Pozn.: Sou¢inové hustota prvniho fadu je funkce intenzity. Budeme psat AV = .

Véta 6. (Campbellova véta) Pro bodovy proces ® a libovolnou nezapornou méfitelnou funkci h plati:

E Z h(Xl,...,Xn):/---/h(ml,...,xn)M(")(dxl,...,dxn)

X1,...,Xn€®P

E Z’é h(Xl,...,Xn):/---/h(xl,...,xn)a(”)(dml,...,dxn).
X

1., Xn€P

Diikaz: Pro indikatory plynou vztahy z definice 8. Zbytek diikazu probiha standardnim postupem teorie
miry.

O



2.4 Palmovo rozdéleni

Definice 10. Necht @ je bodovy proces s mirou intenzity A. Definujeme Campbellovu miru (Campbell
measure) jako

C(A):EZ 1[(X,<I>)EA]a AGde‘)‘(.
Xed

Redukovana Campbellova mira (reduced Campbell measure) je potom déna vztahem

C'(A) =E Z 1[(X,<I>\{X})€A]a Ae Bd x MN.
Xed

Pozn.: Campbellova mira je téz urcena vztahem

C(B xU) =E1y(®)®(B), BeB Uecn

Povsimnéme si, ze A(-) = C(- x N). Pro kazdé B € B¢ a U € M plati, ze pokud A(B) = 0,
pak C(- x U) = 0. To znamend, ze mira C(- x U) je absolutné spojitd vzhledem k mife A. Budeme
predpokladat, Ze mira intenzity A je o-kone¢nd (to plati napiiklad, kdyZ je lokélné kone¢nd). Potom
existuje (A-s.j. jednozna¢na) Radonova-Nikodymova hustota P, (U), neboli plati

C(BxU):/ P, (U) A(dz

D4 se ukézat, ze existuje regularni verze P, (U). Tedy je to markovské (pravdépodobnostni) jadro:
(i) pro kazdé U € M je P.(U) nezaporna méfitelna funkce na RY,

(ii) pro kazdé x € R je P,(-) pravdépodobnostni mira.

Detaily lze nalézt v [11], kap. 7 nebo [6], kap. 12.

Definice 11. Rozdéleni P, se nazyva Palmovo rozdéleni (Palm distribution) bodového procesu ® v bodé
x. Analogicky lze definovat rozdéleni P., kterému se Fika redukované Palmovo rozdéleni (reduced Palm

distribution). To splituje vztah
CY(B x U) :/ PL(U) A(dx
B

Pozn.: Palmovo rozdéleni P, 1ze interpretovat jako podminéné rozdéleni bodového procesu za podminky,
7e x je bod procesu. Pro € > 0 malé totiz méme:

_P(@ U 2(b(z,¢) >0)  Eljgey®(b(z,e))  C(b(z,
P eU[2b@e) >0 = —FG0m e >0 E(I)léb(x@)) = T A,

e)xU)
€))

kde b(x,e) znaéi kouli o stfedu x a poloméru . Lemma 7.2 v [11] nabizi matematicky pfesné odvozeni.
Podobné P; Ize interpretovat jako podminéné rozdéleni bodového procesu za podminky, Ze x je bod
procesu a ten nezapocitavame.

Véta 7. (Campbellova-Meckeho véta) Pro bodovy proces ® a libovolnou nezapornou méfitelnou funkci

h plati:
E > h(X,®) //}R (z,¢) C(dz,dyp) = /R/ dy) A(dz)
" E> WX, 2\ {X})= // C'(dz, dy) = /R/ (z, ) P\ (dg) A(dz).

Diikaz: Pomoci standardnich argumentt teorie miry (standard measure theory argument).

O

V piipadé stacionarnich bodovych procest je cely soubor Palmovych rozdéleni (P,,r € R?) uréen
Palmovym rozdélenim P, v poéatku: P,(-) = P,(- — z). Campbellova-Meckeho véta mé pak nésledujici
tvar.



Véta 8. Pro stacionarni bodovy proces ® s intenzitou \ a libovolnou nezapornou méritelnou funkci h

plati:
EZhX(I) // (z,¢) Pp(dp)dz = A // x,p + x) Py(dp) dz
Xea Re R¢
a
E> WX ®\{X}) = // P! (dgp)dz = X // (z, ¢ + ) P)(dyp) dz,
Xeo Re

kdep+ax={y+z:y€p}

2.5 Charakteristiky bodovych procesu

Definice 12. Necht @ je staciondrni bodovy proces s intenzitou A. Redukovand momentovd mira druhého
fddu (second order reduced moment measure) K je definovidna pomoci vztahu

AC(B) = / o(B\ {0}) Po(dg) = / o(B) P(dy), BeB

Déle definujeme redukovanou momentovou funkci druhého fidu (second order reduced moment function)
nebo zkracend K -funkci (K -function) jako

K(r)=K(@(o,7)), r>0.

Pozn.: Mzeme tedy AK (r) interpretovat jako stfedni pocet bodii riiznych od po¢atku v kruhu o poloméru
r se stfedem v pocatku za podminky, Ze v po¢atku je bod procesu. Alternativné lze K-funkci definovat
predpisem

_E Z bX, )\ XY _ g 27& Lixes | X-v<r] (1)

AlB| AlB| 7
XednB X, Yeod

kde B € B¢ je libovolna s kladnou Lebesgueovou mirou (|B| > 0). Diikaz (1) byl na cviéeni. Obecnéji
plati
# lixeB,y-xe4] d
=E —_— A
. —m o AeB
X,Yed

pro libovolnou B € Bd s |B| > 0.

Definice K-funkce lze zobecnit na obecné (ne nutné stacionarni) bodové procesy pomoci zobecnéni
vztahu (1).

Definice 13. Necht @ je bodovy proces s funkci intenzity A. Definujeme

# 1X B|X-Y||<
znhom =E § < H )|E|T] T207
X,Yed

pokud pravé strana nezavisi na volbé B € B¢ s |B| > 0.

Definice 14. Za piedpokladu, Ze existuje soucinova hustota druhého ¥adu A? bodového procesu @,
definujeme pdrovou korelacni funkei (pair correlation function) pfedpisem

g(z,y) = m, z,y € R%: A(z) > 0,A(y) >0

Je-li ® stacionarni, jsou A (z,y) = A®(z—y,0) = \®(z—y) a g(z,y) = w

= g(z —y) funkcemi
rozdilu & — y. Je-li ® navic izotropni, jsou A (z,y) = A (|2 — y|) a g(z,y) = g(]|z — y||) funkcemi
vzdalenosti x a y.

Pozn.: Parova korela¢ni funkce miize nabyvat hodnot v intervalu [0,00). Oznaceni ,korelacni funkce“
je proto ponékud zavadéjici. Pro Poissoniiv bodovy proces je g(z,y) = 1 (viz cviceni) a K(r) = wqr?,

kde wg = je objem d-rozmérné jednotkové koule. Pro stacionarni a izotropni procesy odpovidaji

ﬂ,d 2
T(1+d/2)
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hodnoty parové korela¢ni funkce g(r) vétsi nez 1 tomu, Ze vzdalenosti r mezi body jsou typic¢t&jsi nez
u modelu s plnou prostorovou nezavislosti mezi body.

Véta 9. Pro stacionarni a izotropni proces plati

K'(r)

g(r) = W,

kde K'(r) je derivace K-funkce a 04 = dwg = ( - /2) je povrch jednotkové sféry S*—1 v R9.
Diikaz: RozepiSeme-li definici K-funkce pfipadné vztah (1) podle véty 8 a definice 9, dostaneme

1[zeB nz vi<r] @) //1[weB Jz—yll<r)
A2 drd
// DBl d(z,y)) 1B (v,y)dzdy
LweB, jo—yl<r]
z,9) dz dy.
/ / |B]

S vyuzitim stacionarity a izotropie tak mame

]-ac B,|lz—yl||<r 1
0= [ [otta =y = er=hazay = o [ [ 1cag(ial) duda

:/ g(||u||)du:/ Udsdflg(s)ds.
b(o,r) 0

Pouzili jsme substituci w = z — y a polarni dekompozici Lebesgueovy miry (sférické soutfadnice).
Pozn.: Podobné jako jsme ukéazali, ze
Ko)= [ gtudu
b(o,r)

Ize odvodit vztah

Jestlize existuje souc¢inova hustota druhého fadu stacionarniho bodového procesu, pak redukovand mo-
mentova mira druhého fadu K je absolutné spojita vzhledem k Lebesgueové mife a jeji hustota je rovna
parové korela¢ni funkci g.

Parova korela¢ni funkce a K-funkce patii mezi charakteristiky druhého fadu. Popisuji jisty druh
zavislosti mezi body procesu. Existuji vSak procesy, které maji stejné charakteristiky prvniho a druhého
tfadu, ale maji vizualné velmi rozdilné realizace. Piikladem je homogenni Poissontiv proces a proces
z ¢lanku [1]. V balicku spatstat jeho realizace generuje funkce rcell. Proto se uvazuji i dalsi charakteristiky.
Mezi nejdulezitéjsi patii funkce zalozené na vzajemnych vzdalenostech mezi body.

Definice 15. Necht ® je staciondrni bodovy proces. Kontaktni distribucni funkce (spherical contact
distribution function, empty space function, point-to-nearest-event distribution function) je ddna pred-
pisem

F(r) = P(®(b(o,7)) > 0), r>0.

Distribucni funkce vzddlenosti nejblizstho souseda (nearest neighbour distribution function, event-to-event
distribution function) je definovana jako

G(r) = P)({p € N : p(b(o,7)) > 0}), 7 >0.
Déle jesté zavedeme J-funkei (J-function):

1-G(r)

J(T)Zm,

r>0:F(r)<1



Pozn.: Tyto funkce lze definovat i pro nestacionarni bodové procesy. Potom ovSem zavisi na poloze, do
které umistime poc¢atek. RovnéZz misto kouli b(o,r) v definici F' a G lze uvaZovat obecnéjsi mnoziny.

U funkce G nas zajima vzdalenost od bodu procesu k nejbliz§imu bodu procesu, zatimco u funkce F'
se divame na vzdalenost od daného bodu v prostoru k nejblizsimu bodu procesu. V pfipadé homogenniho
Poissonova procesu si jsou obé funkce rovny (plyne z nésledujictho tvrzeni) a plati G(r) = F(r) =
1— e war’ | tudiz je J(r) = 1. Hodnoty funkce J mensi nez 1 indikuji shlukovani bodd, zatimco funkce
J vétsi nez 1 indikuji odpuzovani bod.

Tvrzeni 10. (Slivnyakova véta) Pro Poissontiv proces s rozdélenim II plati P. = II pro kazdé x € R<.

Diikaz: [11], véta 7.3.
U

2.6 Kotované bodové procesy

Kdétovany bodovy proces dostaneme z bodového procesu, pokud kazdému bodu pfifadime urcitou veli¢inu
(k6tu).

Definice 16. Uvazujme separabilni iplny metricky prostor M, kterému budeme fikat prostor kot (mark
space). Kdtovany bodovy proces (marked point process) je ndhodnd posloupnost @, = {(X,, M,)} ta-
kova, ze ® = U, X,, tvoii bodovy proces na R¢ a M,, jsou ndhodné elementy s hodnotami v M. Specialnim

pfipadem je M konecnd (bez ijmy na obecnosti M = {1,...,k}), pak dostdvame vicerozmérny bodovy
proces (multitype point process, multivariate point process) ® = (®1,..., Py), ktery je ekvivalentni k-tici
bodovych procesu @1, ..., P, odpovidajicim k riznym druhtim bodi.

Stacionarni kétované bodové procesy jsou takové, jejichz rozdéleni je invariantni vici transformacim,
které posunou body procesu, ale zanechaji kéty nezménény. Tedy ®.,,, + v = {(X,, + y, M,,)} m4 stejné
rozdéleni jako ®,, pro kazdé y € R?. Podobné jako pro nekétované bodové procesy lze pro kétované
bodové procesy zavést miru intenzity, momentové miry vyssich fa4di nebo Palmovo rozdéleni. Analogicky
plati Campbellova a Campbellova-Meckeho véta. Zajemce o podrobnosti mize nahlédnout napf. do [15].

Pro vicerozmérné bodové procesy se definuji tzv. kiizové momentové miry a kiizové sumarni statis-
tiky. Napiiklad kiizova K-funkce K;;(r) pro stacionarni vicerozmérny bodovy proces ® = (®1,...,Py)
s intenzitami (A1, ..., Ag) je definovéna tak, ze A\; K;;(r) vyjadiuje stfedni pocet bodt procesu @; v kouli
b(o,r) za predpokladu, Ze v o je bod procesu ®;. Podobné lze zavést kiizovou parovou korela¢ni funkei
nebo kiizovou G-funkci, viz napt. [9], kap. 4.4.

2.7 Modely bodovych procest

Coxovy procesy

Definice 17. Necht A je ndhodna o-koneéna diftizni mira na B¢ Bodovy proces ® takovy, ze podminéné
pfi A = p je @ Poissontiv bodovy proces s mirou intenzity p, se nazyva Coziv bodovy proces (Cox point
process) s fidici mirou (driving measure) A. Nékdy se také pouziva oznaceni dvojné stochasticky (doubly
stochastic) Poissoniv proces.

Mira intenzity Coxova procesu je E®(B) = E[E(®(B) | A)] = EA(B). Podobné se ukaze, ze pro
faktorialni momentovou miru druhého Fadu plati a(2)(31 x By) = EA(B1)A(Bsg). Vyuzivame toho, ze
pro Poissontiv bodovy proces je a?(B; x By) = A(B;)A(By), viz cviceni. Pokud existuje ndhodné
pole A, které je hustotou miry A vzhledem k Lebesgueové mife, tak sou¢inové hustota (pokud existuje)
Coxova procesu ma tvar A" (xy,...,x,) = EX(z1)--- A(z,). Plyne to z vlastnosti Poissonova procesu
a z Fubiniho véty pro nezdporné funkce (viz cviceni). Prézdné pravdépodobnosti Coxova procesu jsou

P(®(B) = 0) = Eljg(5)=0] = E[E(L[s(5)=0 | A)] = E[P(®(B) =0 | A)] =Ee ), Be By,

Definice 18. Coxtiv proces s Fidici mirou tvaru A(B) = |B| - Y, kde Y je ndhodn4 veli¢ina, se nazyva
smiseny (mized) Poissontiv proces.

Pozn.: SmiSeny Poissontv proces je staciondrni proces s intenzitou EY. Plati totiz E®(B) = EA(B) =
|B|EY.



Shlukové procesy

Definice 19. Mégjme bodovy proces ®, (tzv. rodi¢ovsky proces) a pro kazdé X € @, necht Ux je
koneény bodovy proces (dcefinny proces). Potom

cIquIfX

se nazyva shlukovy bodovy proces (cluster point process).

Definice 20. Necht ® je shlukovy proces takovy, ze ®, je Poissontiv bodovy proces a podminéné pii
®, jsou ¥x nezédvislé bodové procesy. Potom ® se nazyva Poissontiv shlukovy bodovy proces.

Nasledujici véta ukazuje, Zze nékteré Poissonovy shlukové procesy jsou zaroven Coxovymi procesy.

Véta 11. Necht ® je Poissoniiv shlukovy proces a podminéné pii ®, je ¥y Poissoniv proces s mirou
intenzity Ax tak, ze A(B) = erb,, Ax(B) < oo s.j. pro kazdé B € B¢. Potom ® je Coxiiv proces
s Fidici mirou A.

Diikaz: Pro B € Bf je

P(®(B) = 0) = E[P(2(B) = 0| 2,)] = E[P( () [¥x(B) =0]| 2,)]

Xed,
E[ [] P(@x(B)=0]®,)] =E[ [[ e )]
Xed, Xea,
= Eexp{— Z Ax(B)} = Ee 2(B),

Xed,

coz jsou prazdné pravdépodobnosti Coxova procesu. Véta tak plyne z tvrzeni 2.

O

Definice 21. Necht ® je Poissontiv shlukovy proces takovy, ze rodicovsky proces ®,, je nezavisly s cen-
trovanymi dcefinnymi procesy ¥x — X. Nechf body procest ¥x — X jsou nezavisle stejné rozdélené
s hustotou p na R? a celkové poéty bodit ¥x(R?) deefinnych procesii jsou nezavislé stejné rozdélené
ndhodné veli¢iny. Pak ® se nazyvad Neymaniv-Scottové proces (Neyman-Scott process; rNeymanScott ).
Pokud navic ¥ x (R?) maji Poissonovo rozdéleni s intenzitou \., jde o Neymaniiv-Scottové Poissontiv pro-
ces. V tom pfipadé podminéné pii ®, jsou ¥ x nezavislé Poissonovy procesy s funkei intenzity Acp(-—X).

Véta 12. Méjme Neymaniiv-Scottové Poissontiv proces ® takovy, ze ®,, je stacionarni Poissoniiv bodovy
proces s intenzitou Ap, pak ® je staciondrni proces s intenzitou A = A\p . a parovou korela¢ni funkei g(z) =

1+ h(z) , kde h(z) = [ p(y)p(y —x) dy je hustota X1 — X, kde X1 a X, jsou dva dcefinné body. Pokud je
rozdelem dcer rad1a1ne symetrické (tj. p(z) = p(||z||) = p(r)), tak ® je izotropni a g(x) = g(||z||) = g(r).
Diikaz: Podle véty 11 je ® Coxtiv proces s idici mirou A(B) = > ycq, Ax(B), kde Ax ma hustotu
Acp(- — X)) vzhledem k Lebesgueové mife. Mira intenzity procesu @ je podle véty 6

=E Y Ax(B)=X | A(B)dz =), Aep(y — x) dydz = M\ Ae|B| = \|B|.
R4 R J B

Xed,

Podobné uzitim véty 6 a vlastnosti Poissonova procesu dostaneme pro faktorialni momentovou miru
druhého fadu procesu @

EA(B1)A(By) =E Y Ax(Bi)Ay(By) =E 27& Ax(Bi)Ay(B2) +E > Ax(Bi)Ax(Bs)

X,Yed, X,Yed, Xed,

:Ag/ﬂw /R AI(B1)Ay(Bz)dydo:+/\p/Rd Ao(B1)A, (By) da

*)\2)\2/ / / / (uw—z)p(v — y) dvdudy dz
Rd JRE J B, J By
+ ApAZ / / / p(u —x)p(v — z) dvdude
Re J B, J B,

:)‘2'|Bl|'|32|+)\)\c/ //p(u—a:)p(v—x)dxdvdu.
By JB, Jrd
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Odtud vidime, ze sou¢inova hustota druhého fadu je

AP (u,v) = X2 + )\)\C/ p(u— x)p(v — z)dz,
Rd

a proto parova korela¢ni funkce ma tvar

1
glu,v) =14+ — | plu—2a)p(v —x)dz.
Ap JRra

Nyni staéi vyuzit stacionarity: g(u,v) = g(u — v,0) = g(u — v).

O

Vsimnéme si, Ze pro Neymanovy-Scottové Poissonovy procesy je parova korelacni funkce vzdy ale-
spon 1. Nejznaméjsimi piiklady téchto procesti s radidlné symetrickym rozdélenim bodi shlukt jsou:
a) Thomastiiv proces: p je hustota d-rozmérného norméalnfho rozdéleni N(0,02I) s nulovou stfedni
hodnotou a varian¢ni matici, kterd je nasobkem jednotkové matice,
b) Matérniv shlukovy proces: p je hustota rovnomérného rozdéleni na kouli b(o, R).
Knihovna spatstat umoznuje generovani realizaci téchto modelt pomoci funkei rThomas a rMatClust.

Procesy s pevnym jadrem

U procest s pevnym jadrem nejsou zadné dva body procesu od sebe blize nez o danou vzdalenost r > 0.
Jedna z moznosti, jak takovy proces zkonstruovat, je vyjit z Poissonova bodového procesu a nékteré body
z ného vypustit. Takovéto operaci se ¥k ztenceni (thinning). Nejprve uvazujme piipad tzv. nezdvislého
ztenéend (independent thinning), kdy odebrani daného bodu nezévisi na ostatnich bodech.

Véta 13. Necht ® je Poissontiv bodovy proces s mirou intenzity A, B € B% pevné danid mnoZina,
p: R4 — [0, 1] méfitelna funkce a {U;} nezavislé nahodné veli¢iny s rovnomérnym rozdélenim na (0,1)
a nez4avislé na ®. Polozme @, = {X; € ®N B : U; < p(X;)}. Potom P4, je Poissoniv bodovy proces
s mirou intenzity

M) = [ ) M@y, ACBAEE,

Drikaz: Spocteme prazdné pravdépodobnosti ztenc¢eného procesu @y a ukazeme, Ze se rovnaji prazdnym
pravdépodobnostem Poissonova bodového procesu s mirou intenzity Ay,. Dtkaz tim bude hotov diky
tvrzeni 2. Pro A C B, A € Bg je

Fnld Z P(B(4) = n)P(Bin(4) = 0] $(4) =n) = i AAY s [T p(w, = p(x,)
U /1[u>p (@)] Adz)) du } ni ei:!(A) UA(lp(:c))A(dgg)]n

=0

eXp{/ (1- A(dx)} =e f p(z) A(dz)

I
o

P1i vypoctu jsme vyuzili vétu 5.
O

V definici nasledujicich dvou procest s pevnym jadrem se vyuziva tzv. zdvislé ztendeni (dependent
thinning).

Definice 22. Méjme dano r > 0 a bud ® homogenni Poissontiv bodovy proces. Bodovy proces
O, ={Xe€d: | X-Y|>rVY ed Y #££X}
se nazyva Matérniv proces s pevnym jadrem typ I (Matérn hard-core process I; rMaternl ). Bodovy proces
O, ={Xe€d:UX)<UY)VY ednbX,r)\ {X}},

10



kde {U(Y),Y € ®} jsou navzijem nezévislé ndhodné veli¢iny, nezévislé na ® a rovnomeérné rozdélené

na intervalu (0,1), se nazyvd Matérniv proces s pevnym jadrem typ II (Matérn hard-core process II;
rMaternll).

Véta 14. Necht ® je homogenni Poissoniiv bodovy proces s intenzitou \. Bodové procesy ®; a ®j
z definice 22 jsou stacionarni a jejich intenzity jsou

—wgr?
- d 1—e d
)\1:)\6 Awar a )\[[Zid
wdr

Diikaz: Stacionarita plyne z konstrukce procesti a intenzita je dana soucinem A\ a pravdépodobnosti
zachovani bodu v daném procesu s pevnym jadrem. Pro typ I je pravdépodobnost zachovani bodu
ziejme rovna

]P(@(b(o7 ’I")) = O) = eiA|b(Ovr)‘ — e*)\wdrd.

vvvvv

® ;7 podminime hodnotou ndhodného ¢&isla U (X ) ptifazeného bodu X. Potom hledané pravdépodobnost
je
1

/1 P(X € &y | U(X) = u)du = / P(@" (b(X,r)) = 0) du,

kde <I>§Z) ={Y € ® : U(Y) < u} je nezévisle ztenceny Poissontiv bodovy proces. Podle véty 13 tak

dostaneme
1—e" /\wdrd

1 1
/ P(®) (b(X,r)) = 0) du = / e Aulbenl gy =
0 0

Awgrd
O
Jind moznost, jak konstruovat procesy s pevnym jadrem, je zaloZena na sekven¢nim postupu.

Definice 23. Jedanor > 0a B € Bg. Proces s jednoduchou sekvenéni prekdzkou (simple sequential
inhibition (SSI) process) v mnoziné B se konstruuje nasledovné:

(i) zvolme X7 € B rovnomérné ndhodné,

(ii) je-li k — 1 bodii zvoleno, zvolme X} rovnomérné ndhodné v B\ UFZ'b(X;, r),
(iii) konstrukce koné¢i v n krocich, jestlize B C U, b(X;,r).

Pozn.: Mnoziny B \ Ulelb(Xz,r) mohou mit komphkovany geometricky tvar, proto se v praxi ¢asto
pouziva zamitaci metoda. Bod X} se generuje rovnomérné ndhodné v mnoziné B a pokud je bliz nez
néktery z jiz zvolenych bodi, zamitne se a generuje se nové Xi. Tato procedura se opakuje, dokud
X} nepadne do B\ Uf:_fb(Xi,r). Algoritmus se zastavi, pokud doslo k pfedem stanovenému poctu
zamitnutych iteraci. Toto je i zpusob, jak spatstat generuje realizaci procesu s jednoduchou sekvencni
prekazkou pomoci funkce rSSI.

Proces s jednoduchou sekvenéni prekdzkou je prikladem konec¢ného bodového procesu. V dalsi pod-
kapitole se budeme zabyvat koneénymi bodovymi procesy s hustotou vzhledem k rozdéleni Poissonova
procesu.

2.8 Kone¢né bodové procesy s hustotou

Mé&jme Poissontiv bodovy proces ®p s kone¢nou diftizni (neatomickou) mirou intenzity A. Rozdéleni
Poissonova procesu lze vyjadiit nasledovné (U € N):

I(U) = P(®p € U) Z]P’ (@p(RY) = n)P(®p € U | p(R?Y) =n)

_ A( " d A(d(L‘l) A(dl‘n)
fz ARY) /]Rd /Rdl[{zl, eVl ARD T ARD

n=0

— d = 1
—e A(R®) |fH@€U] + Z E /Rd . /]Rd 1[{I17»»»11n}€U] A(dxl) ce A(daj‘n) . (2)
n=1
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Budeme vysetfovat bodové procesy ® s hustotou p vzhledem k II, tj. plati

@ € U) = / p() TI(dg)

=Ep(®p)1u(®p),

— o ARY
d

T /]Rd 1[{I1,...,zn}€U]p({Ila s 7$n}) A(dzl) e A(dl‘n)

kde ®p je Poissontiv proces s rozdélenim II. Takovy proces ® je kone¢ny (diky podmince A(R?) < o)
a jednoduchy (diky tomu, Ze A je neatomicka). Casto se uvazuje piipad, kdy A je restrikce Lebesgueovy
miry na omezené mnoziné B C R, hustota p je potom vzhledem k homogennimu Poissonovu procesu
s jednotkovou intenzitou na B.

Systém konecnych bodovych konfiguraci budeme znacit

Ny ={peN:pR?) < o0}

Definice 24. Rekneme, %e méfitelna funkce h : Ny — R je lokdlné stabilni (locally stable), jestlize
existuje konstanta K > 0 tak, Ze pro kazdé ¢ € Ny a kazdé z € R? plati h(p U {z}) < Kh(p).
Funkce h je stabilni ve smyslu Ruelleho (Ruelle stable), jestlize existuji konstanty K > 0 a ¢ > 0 tak, Ze
h(y) < cK?®) pro kazdé ¢ € Ni.

Definice 25. Nezdpornd méfitelnd funkce h na Ny se nazyva dédicnd (hereditary), kdyz pro kazdé
¢ € Ny plati
h(p) > 0= h($) >0 W C o,

Véta 15.

a) Je-li h lokdlné stabilni, potom je stabilni ve smyslu Ruelleho.

b) Je-li h stabilni ve smyslu Ruelleho, potom je Il-integrovateln4.

¢) Je-li h lokélné stabilni, potom je dédi¢na.
Diikaz: a) Existuje K > 0 tak, ze h(p U {2}) < Kh(p) Vo € Ny, z € R Polozme ¢ = h(). Tvrzeni se
lehce dokaze indukci podle n = p(R9). Pro n = 0 je ziejmé h(p) = cK™. Pokud tvrzeni plati pro n, pak
h(pU{z}) < Kh(p) < KcK™ = cK™,

b)

/ W) TI(dg) = e~ AR
Ny

h(0) +Z;%/R/R h({xl,...,zn})A(dzl)---A(dzn)]

C+i%/ﬂw.~~/Rch”A(dz1)~~A(dl‘n)]

— ce MR Z %K"A(Rd)n = ce AR KARY) )
n

n=0 "

< e~ ARY)

Prvni rovnost plyne z (2) standardnim postupem teorie miry.
¢) Z definice lokélni stability plyne, Ze h(o U {z}) > 0 = h(p) > 0.
O

Definice 26. Pro bodovy proces ® s hustotou p je Papangelouova podminénd intenzita (Papangelou
conditional intensity) definovana jako

N z) = p(pr(J(p{)I}),

o €Ny :p(p) >0, € R

Definice 27. V mnoha aplikacich se vyskytuji bodové procesy s pdrovymi interakcemsi (pairwise inter-
action point processes), které maji hustotu vzhledem k rozdéleni Poissonova procesu tvaru

plp)=a]ol=}) TI olzud), (3)

rep {z,y}Ce
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kde g je tzv. interakénd funkce (interaction function), tedy nezédpornéd funkce takovd, Ze pravé strana
v (3) je integrovatelnd. Pokud g({z}) = 5 je konstanta a g({z,y}) = 0(||x — y||) je invariantni vici
posunutim a rotacim, mluvime o homogennim procesu s parovymi interakcemi.

Funkce (3) je zfejmé dédiénd a pokud g({z}) < K a g({z,y}) < 1, tak je i lokdlné stabilni (Papan-
gelouova podminénd intenzita je omezend). Papangelouva podminénd intenzita mé tvar

N (g, 2) = g({=}) [T 9z w})-

YyEp

Pokud A je restrikce Lebesgueovy miry na omezené mnozing, g({z}) = A(z) a g({z,y}) = 1, dosta-
neme Poissontv proces s funkci intenzity A (viz cviceni).

Nejznaméjsim netrividlnim prikladem koneéného homogenniho bodového procesu s parovymi inter-
akcemi je Strausstiv proces: §(r) = ytir<r,

Definice 28. Mséjme redlné parametry 8 > 0,0 < v < 1 a R > 0. Straussiv proces (Strauss process)
je bodovy proces ® s hustotou p(p) = aﬂ“"(Rd)'ySR(‘P), kde Sgr(p) = Z{m viCo Lillo—yll<R] je pocet dvojic
riznych bodt konfigurace ¢, jejichz vzdéalenost je nejvyse R. o

Normujici konstanta o = (fo PR Sr(p) H(dcp)) je v&tsinou nezndmd. Lze ji spoditat napii-
klad pro limitni pfipad 7 = 1, ktery odpovidd Poissonovu procesu s mirou intenzity SA (viz cviceni).
Piipad v = 0 znamen4, Ze pokud mé byt p(¢) > 0, musi byt S(p) = 0 (pokldddme 0° = 1) a vysledkem
je bodovy proces s pevnym jadrem, tj. zadné dva body procesu nemizou byt bliz nez R.

Strauss nazval tento proces modelem shlukovani [16], to by odpovidalo p¥ipadu v > 1, pro ktery
vSak p(p) neni integrovatelna. Pro 0 < v < 1 plyne integrovatelnost z lokalni stability. Straussiiv proces
je tak modelem pro odpudivé interakce mezi body.

Pokud bychom v$ak uvazovali podminény Straussiiv proces (podminéné pii daném poétu o(R9)
bodt procesu), hustota p(¢) uz nezdvisi na parametru f a je integrovatelna pro vechna v > 0. Tedy pro
v > 1 muzeme dostat model pro shlukovani bodi, ktery ovsem neni moc vhodny, v praxi se pouzivaji
lepsi modely, napt. saturacni Geyeruv proces.

Procesy s parovou interakci jsou specidlnim pripadem obecnéjsi tiidy procesu, tzv. markovskych
bodovych procest.

Markovské bodové procesy

Definice 29. Bud ~ reflexivni a symetricka relace na R% x R?. Pokud z ~ y, fikdme, Ze z,y € R¢ jsou
sousedé (neighbours). Pro B € B¢ definujeme sousedstvi (neighbourhood) B jako OB = {x € RY : Jy €
B,z ~y}.

Nejpouzivanéjsim piikladem relace sousedstvi je z ~ y < ||z — y|| < R pro dané R > 0 (tzv. R-
sousedstvi).

Definice 30. Mgfitelnd funkce h : Ny — RY spliuje lokdini markovskou vlastnost (local Markov
property) vzhledem k ~, pokud pro kazdé ¢ € Ny takové, ze h(p) > 0 a pro kazdé x ¢ ¢ zévisi
h(eU{x})/h(p) pouze na x a ¢NO{z}. Rekneme, Ze h je markovskd funkce (Markov function) vzhledem
k relaci ~, jestlize je dédi¢na a splnuje lokalni markovskou vlastnost.

Definice 31. Necht ® je koneény bodovy proces s hustotou p vzhledem k rozdéleni Poissonova procesu
s kone¢nou mirou intenzity A. Bodovy proces ® je markovsky (Markov), jestlize p je markovska.
Pozn.: Papangelouova podminéna intenzita A*(p, ) zavisi pouze na = a ¢ N d{x}.

Definice 32. Mnozina A C R? je klika (clique) vzhledem k ~, jestlize z ~ y pro kazdé z,y € A.
Rekneme, 7e nezaporna méfitelna funkce g je interakcéni funkce (interaction function) vzhledem k ~,
jestlize g(p) = 1 pro kazdé ¢ € Ny, které neni klika.

Véta 16. (Hammersleyho-Cliffordova-Ripleyho-Kellyho véta) Méfitelnd funkce h : Ny — R je mar-
kovska praveé tehdy, kdyz existuje interakcni funkce g takova, ze
hig) =[] o). ¢ €Nt (4)

PCo
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Dikaz: Jednd implikace je zfejmé. Funkce h ddna vztahem (4) je dédiéné a splituje lokdlni markovskou
vlastnost.
Piedpokladejme, ze h je markovskd a definujme g indukei: g(0) = h(D); g(¢) = 1, kdyZ ¢ neni klika,

_ h(y)
g(p) = e, 60)

kdyz ¢ je klika. Pfitom pokldddme 0/0 = 1. Je-li chwg(w) = 0, potom existuje ¢ C ¢ tak, ze
g(¥) = 0, a proto h(¢)) = 0, coz z dédicnosti implikuje i(¢) = 0. Funkce g je tak korektné definovana
a je to interak¢ni funkce. Abychom ukézali, Ze plati (4) rozlisime tii p¥ipady.

L. ¢ je klika: h(¢) = [[,c, 9(¢).

2. h(p) = 0 a ¢ neni klika: existuji z,y € ¢ tak, ze x £ y. Pokud ngpg(w) =0, pak h(p) =0 =

ngw g(¥). Je-li ngw g(v) > 0, tak z lokdlni markovské vlastnosti % nezavisi na y, a proto

hip)  he\{y})

"= Mo\ ah) B\ {wuh)

Je-li ¢\ {y} Klika, je g(¢ \ {y}) = 0, coz je spor s tim, Ze [],c, g(¢)) > 0. Pokud ¢\ {y} neni klika,
mizeme tvahu opakovat, dokud nedojdeme ke klice a tim dostaneme spor s ng v g(¥) > 0. Odtud tak
plyne h(p) =0 = ngp 9(¥).

3. h(p) > 0 a ¢ neni klika: existuji z,y € ¢ tak, ze x # y. Oznacme ¢ = ¢ \ {z,y}. Z dédi¢nosti
plyne, ze h(z)) > 0. Vztah ukdZeme indukci podle n = @(R%): Pro n = 0 je h(()) = g(P) z definice, pro
n=1je h({z}) = g(0)g({z}) z definice. Pfedpoklddejme, Ze vztah plati pro n — 1 a ukdzeme ho pro n.
Z lokélni markovské vlastnosti dostaneme

h( U{z,y})
NI E

WU {2}) = “ﬁfiﬁ”hw U {}).

Nyni vyuzijeme indukéniho pfedpokladu a toho, ze g(x) = 1, pokud {z,y} C x (nebot = % y):

h(p) = ngwu{y} 90 ngwu{z} 9(x) _ H

ngw 9(x) 900

xCyu{z,y}

O

Prikladem markovského bodového procesu vzhledem k R-sousedstvi je Strausstiv proces z definice
28. Papangelouova podminéna intenzita \* (¢, z) = 8y9(01*}) zavisi pouze na = a ¢ N d{z}.
Podle véty 16 ma markovsky bodovy proces hustotu

ple) = [ 9(w) =g@)exp{ > logg(y) 3 = exp{~Ulp)}

Z
Yo Yo, p#0

Ve statistické fyzice se pouziva oznadeni Gibbsiv bodovy proces (Gibbs point process) s energii (energy)

U)=— > logg(®)

Cop,1h#0
a particnt funket (partition function) Z = 1/g(0).

2.9 Nekonecné gibbsovské bodové procesy

Rozsifeni koneénych markovskych (gibbsovskych) bodovych procestt na nekoneéné procesy je mozné
provést nékolika ekvivalentnimi zpusoby. Prvni zptisob je zalozen na lokalnich specifikacich, druhy na
integralni charakterizaci a tfeti na diferencialni charakterizaci. Zde uvedeme pouze zakladni pfehled, ve
kterém nebudeme zabihat do technickych detailti této teorie.
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Necht ® je markovsky bodovy proces s hustotou p vzhledem k rozdéleni II Poissonova procesu
s kone¢nou mirou intenzity. Pro A € B budeme znacit ® 4 = ® N A restrikci procesu ® na mnozinu A.
Potom

o) =J[ow)= J] 9@ ] 9@ | )
PCo PCOANY PYCANp PpC(OA\A)N
P(Paana Upa)

= p(pac)\* ,PA)s
P(<P6A\A) (90 ) (SQBA\A ' )

=p(pac)

kde A*(p9a\4,%a) je zobecnéni Papangelouovy podminéné intenzity.

Oznacéme IT 4 normovanou restrikci miry I na mnozinu A, podobné p 4 normovanou restrikci hustoty
p na mnozinu A, Ny = {p4 : ¢ € N'} bodové konfigurace na A a My ={Us:U € N}, kde Usg = {pa4 :
€ U}, stopu o-algebry M. Pokud p(¢ac) > 0, tak podminéna hustota ® 4 za podminky ®4c = pc je

pa(pa | wac) = p(paUpac) _ P(pac) N (Loa\a, va)
Alatea Jp(paU@ac)a(da)  plpac) [ N (poaya,ta) Ma(dga)
= ca(paaa) X (Poaa, pa)

a nezavisi na ¢ ge\g4-

Definice 33. Lokdlni specifikaci (local specification) k hustoté p vzhledem k rozdéleni IT Poissonova
procesu s lokalné koneénou mirou intenzity rozumime systém podminénych hustot pa(wa | woa\a) =
ca(poaa) N (woava,pa), A€ BY, oa € Na, poaa € Noaya s vlastnosti p(ggaa) > 0.
Definice 34. Bodovy proces @ je Gibbsuv, jestlize jeho podminéné rozdéleni souhlasi s lokalni specifikaci,
tj.

P(@4€Ua | Pac = pac) Z/ palea | poma)a(dpa), A€ B, UseNa.

Ua

Priklad: Necht pa(pa | paa\4) = 1 pro viechny hustoty lokalni specifikace. To znamend, ze P(®4 € Ua |
Dpc = pac) = 4(Ua). Pokud @ je Poissoniv bodovy proces s rozdélenim II, tak P(®4 € Uy | Pye =
pac) =P(Py € Uy) =114(Uy). Tedy Poissontiv bodovy proces je Gibbstiv.

Definice 35. Necht A je lokalné koneéna mira na R? a ® je bodovy proces s rozdélenim II. Pokud
existuje méfitelna funkce \* : A x R? — R* tak, e pro libovolnou méfitelnou A : R? x N — Rt plati

]E/Rd A (@, 2)h(z, @) A(dz) =E Y h(X,®\ {X}), (5)

potom @ je Gibbsiv bodovy proces (Gibbs point process) vzhledem k A.
Pozn.: Funkce A\* je podminéné intenzita. Podminka z definice je ekvivalentni rovnosti:

/ / N (p,2) A(dz) TI(dp) = CY(B x U), BeBL UeN
UJB

Podminéné intenzita je tak Radonova-Nikodymova derivace miry C' vzhledem k mite A x II.

Pouzijeme-li na pravou stranu Campbellovu-Meckeho vétu (véta 7), miZeme (5) pfepsat jako

/]R d /N X (9, 2)h(z, 9) T(di) A(dz) = /R d /N Bz, 9) PL(dg) A(dz). (6)

Podminéna intenzita A\* tak souvisi s Radonovou-Nikodymovou derivaci (pokud existuje) redukovaného
Palmova rozdéleni P! vzhledem k rozdéleni IT bodového procesu s lokalné kone¢nou mirou intenzity A.
Na tomto vztahu je zalozena tfeti moznost, jak definovat Gibbstiv bodovy proces. Pokud mé proces
s rozdélenim II funkci intenzity A (A je hustota A), tak plati

dp; M (p,x)
a ¥ = Az)
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neboli

[P = [ D)

pro libovolnou nezapornou méfitelnou funkei A : R x A/ — R*.

Priklad: Pro \* = 1 je (5) i (6) splnéno pro Poissontiv bodovy proces s mirou intenzity A. Plyne to
z tvrzeni 10.

Priklad: Necht ® je koneény markovsky s hustotou p vzhledem k rozdéleni IT Poissonova bodového procesu
®p s mirou intenzity A. Pokud A\* je Papangelouova podminénd intenzita @, tak plati (5). Prava strana

(5) je

E). h(X,‘P\{X})/j\/zh(w\{r})p(@ﬂ(dw)E > WX, ®p\{X})

Xed TEP Xedp

_ /N /R W 9) M) TI(d).

Oznadili jsme h'(z,¢ \ {x}) = h(z, ¢ \ {z})p(p) a v posledni rovnosti vyuzili vétu 7 a tvrzeni 10. Leva
strana (5) se d4 upravit nasledovné:

B [ N(@0)ha ) Aldr) = /N L. %hmwp(wmmwmdw

:/N/Rd B (2, ) A(dz) I(dy).

2.10 Statistika bodovych procesu

Piedpoklddejme, ze méme realizaci ¢ bodového procesu ® na mnoziné W € B, tzv. okno pozorovdni
(observation window). V minulé podkapitole jsme vidéli rizné modely nekoneénych bodovych procest,
okno W v tom pfipadé€ pfedstavuje omezenou oblast, ve které je realizace procesu pozorovana. Oproti
tomu koneéné bodové procesy s hustotou vzhledem k homogennimu Poissonovu procesu na omezené
mnoziné Ize modelovat pfimo na mnoziné W. Rovnou z definice tak nepfipoustime, Ze by proces mohl
mit body mimo W.

Cilem je odhadnout charakteristiky procesu ® na zakladé dané realizace. Uvedeme piehled zaklad-
nich odhadti, které jsou vesmés implementovany v balicku spatstat. V literatufe je mozno najit i jiné
trické fitovani modelu, diagnostika a testovani hypotéz) budou na doktorandské prednéasce Prostorové
modelovant, prostorovd statistika 1.

Odhad funkce intenzity
Necht @ je stacionarni bodovy proces s intenzitou A. P¥imo z definice plyne, Ze

o(W)

= 201
W

je nestranny odhad \. Pokud @ je homogenni Poissontv proces, tak A je dokonce maximéalné vérohodny
odhad. Vérohodnostni funkce mé totiz tvar (viz cviceni)

L\, ) = AP 1-NIW]

a lehce se zjisti, Ze nabyvd maxima pro A = o(W)/|W]|.
Pro nestacionarni bodové procesy se pouziva jadrovy (kernel) neparametricky odhad funkce intenzity
(density.ppp)
R k(2 —
AMa) = Z ky(z —y) rew,

= cw,p (y)
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kde ky je jadrova funkce se §ikou pdsma (bandwidth) b > 0, tj. ky(z) = %, kde k je n&jak4 pravds-

podobnostni hustota, a

ewn(y) = /W kp(x —y)da

je korekce na okrajové efekty (edge correction factor). Odhad A(z) je obvykle citlivy na volbu §itky pasma,
zatimco volba jadrové funkce neni tak dulezita. Pro malé hodnoty b je odhad prili§ koncentrovan kolem
bodu procesu, pro velké hodnoty b dochazi k velkému vychlazeni. Mezi nejobvyklejsi volby funkce k patii
hustota rovnomérného rozdéleni na jednotkové kouli nebo hustota d-rozmérného normalniho rozdéleni.

Casto se také voli k jako soucin jednorozmérnych hustot: k(z) = k1(x1) - - - kq(24) pro x = (z1,...,24) €
R?. Oblibenym piikladem jednorozmérné jadrové funkce je Epanecnikovovo jddro:
3 2
e(u) = Z(l —u®), wel-1,1].

Vsimnéme si, ze odhad je nestranny v tom smyslu, Ze plati

Pro nestaciondrni Poissontiv proces je mozné opét explicitné vyjadiit vérohodnostni funkci (viz
cviceni). Existuje nékolik postupt, jak Fesit ilohu nalezeni maximdalné vérohodného odhadu.
Ve zbytku podkapitoly budeme predpokladat, ze ® je stacionarni.

Odhad K-funkce

Nasledujici odhady lze v knihovné spatstat dostat pomoci funkce Kest.
0. nekorigovany odhad (uncorrected estimate): Na zdkladé vztahu (1) bychom teoreticky mohli uvazovat
nestranny odhad \2K (r) tvaru

XK = ) 20X, r) \{X}) _ Z?f Lixew, x-vii<r]

(W W

XeenWw X, Yed

Tento odhad je ale pouzitelny pouze, pokud méame dodate¢nou informaci z vnéjsku okna W o bodech Y,
které lezi ve vzdalenosti nejvyse r od bodu procesu @ lezicich v okné, tzv. plusovy vybér (plus sampling).
Problém spo¢iva v okrajovych efektech: nejsme schopni vyéislit ®(b(X,r) \ {X}) jenom z informace
uvnitf okna W. Pokud bychom ignorovali okrajové efekty a uvazovali pouze body uvniti okna, dostaneme

zaporné vychyleny odhad:
27& Lix-vi<n
W

X,Y ednNW

Knihovna spatstat umoznuje spocitat tento odhad volbou correction="none". Je to vSak jen z instruk-
taznich duvodu. V praxi je tento odhad nepouzitelny.

1. minusovy odhad (border-corrected estimate), correction="border": Nejjednodussim postupem, jak se
vyhnout okrajovym efekttim, je uvazovat ® v mensim okné

Wer =W o blo,r) ={y e W:bly,r) CW}={yeW:d(y,oW)>r},

tzv. minusovy vybér (minus sampling). Pak

NI (r) = ¥ 20X, ) \{X}) _ Z?f lixews,, | X-Y|<r]

|W6T| |W@T|

XednWer X,YednW

je nestranny odhad A\?K (), jak se d4 ukéazat z Campbellovy véty (véta 6).

2. translacné korigovany odhad (translation-corrected estimate), correction="translate”: Jind moznost
je vyuzit korekénich faktort, coz jsou jakési vahy prifazené tomu, Ze pozorujeme dva body v urcité
vzdalenosti. Jedna moznost je tzv. translanéni korekéni faktor:

—

# 1x—v)<n
MK = E = .
X,YednWw
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Tento odhad je nestranny, pokud [WN(W+z)| > 0 pro vSechna ||z|| < r. Dukaz je zaloZen na Campbellové
vété (véta 6). Podobné muzeme definovat odhad redukované momentové miry druhého fadu

-

# lix_vesn
NKB)= > .
Xyeenw Wn(W+X-Y)]

Odhad jadrové vyhlazené hustoty této miry se da spocitat pirikazem Kmeasure.

3. Ripleyho izotropicky korigovany odhad (Ripley isotropic correction estimate), correction="isotropic”,
correction="Ripley”: Jiny korekéni faktor navrhl B. Ripley:

T Z?'f Ljx—vj<n |0b(X, || X — Y]]

MK = . .
(") WX, [X — Y N
X,Yednw

Pokud je proces navic izotropni lze ukézat, Ze se jednd o nestranny odhad pro r < ro = inf{t > 0 :
WO < |[W|}, kde WO = {& € W : db(x,t) "W # 0}. Nékdy se uvadi Ohserova modifikace tohoto
odhadu:

TN 7 Agx-vy<r 06X, [|X — Y|
NEKo(r) = <l ’ .
o= 2. TWIXID| X, X — YN W
X,Yeenw
Tento odhad je nestranny pro r < 7* = sup{s > 0: [W)| > 0}. Pro W = [0,1]% je ro = v/2/2, r* = /2
a W) =W pro viechna s < .

Pii odhadovéni K (r) je tfeba délit odhadem druhé mocniny intenzity, coz mé za nasledek poruseni
nestrannosti. Vychyleni a rozptyl se typicky zvétsuji s rostoucim r. Pro obdélnikové okno se doporucuje
odhady pocitat pro r mensi nez ¢tvrtina kratsi strany obdélniku. Vysledné odhady nemusi byt monoténni
funkce v r (na rozdil od teoretické funkce).

S rostoucim r a dimenzi prostoru dochéazi u okrajové metody k vyznamné ztraté informace z dat.
Statisticky lepsi vlastnosti maji odhady zaloZené na korekénich faktorech. Na druhou stranu vypocet K,
je rychlejsi.

Pro nestaciondrni procesy lze analogicky odhadovat funkci K;ppnom z definice 13 (Kinhom).

Odhad parové korela¢ni funkce

K'(r)
ogrd—1-

Podle véty 9 pro stacionarni a izotropni proces souvisi parova korela¢ni funkce s K-funkei: g(r) =
Lze pouzit jadrovy odhad s transla¢nim nebo Ripleyho korekénim faktorem:

. 1 # ky(| X =Y —7)

gi(r) = = - ;

t A2 X,X;CDHW oardHW N (W + X —Y)
1 k(X —-Y[—1) XX —Y])
) == 2 T BN X V) W

2
A X yesnw

kde k; je vhodné jadrova funkce s vhodnou sifkou pasma (vyhlazovacim okénkem) b. V balicku spatstat
Ize parovou korelacni funkci odhadnout pomoci pcf. Odhad §; odpovida volbé correction="translate”,
zatimco odhad gr volbé correction="ripley".

Dalsi moznost je vyuzit néktery z odhadia K-funkce a aproximovat derivaci numerickymi metodami
(napf. pomoci splinil). To obvykle neni snadné, protoze odhad K-funkce je po ¢astech konstantni funkce.

Odhad distribuéni funkce nejblizsiho souseda

K vypoctu nésledujicich odhada distribu¢ni funkce nejblizsiho souseda lze pouzit Gest.

1. nekorigovany odhad (uncorrected estimator), raw: Kdybychom pro kazdy pozorovany bod procesu
znali vzdalenost k nejbliz§imu sousedu, tak mizeme odhadnout distribuc¢ni funkci nejblizs§iho souseda
klasickym zptisobem jako empirickou distribuéni funkci

. 1
GT:— ]-e |
™) = 557 XG;W fe(X)<r]
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kde e(z) = d(z,® \ {z}) je vzdalenost = k nejblizsimu sousedu. Z Campbellovy-Meckeho véty (véta 7)
plyne, Ze tento odhad je podilové nestranny, tj.

EZXECDHW 1[6(X)§T] _ G(T’)
E (V) '

Opét diky okrajovym efektim nejsme schopni ziskat e(z) pro kazdé x € ® N W. Pokud nahradime e(x)
vzdélenosti e*(z) = d(z, (® \ {z}) N W), kterou jsme schopni pozorovat, dostavame nasledujici naivni
odhad

1
GT(T) = Tt Lpes r].
B 2, MO0

2. minusovy odhad (border corrected estimate), rs: Pfejdeme-li opét k erodovanému oknu W, dostaneme
podilové nestranny odhad

A 1
Go() =g 2 Meozn
(Wer) XednWe,

3. Kaplaniv-Meieriv odhad (Kaplan-Meier estimate), km: Okrajové efekty lze chapat jako druh cenzo-
rovani. Mizeme zavést odhad Kaplanova-Meierova typu:

. B HXeb:e(X)=s,e(X) <c(X)}
G (r) 7171_[ (1 #{X €D :e(X) > s,¢(X) > s} )’

s<r

kde ¢(x) = d(z,0W) je vzdalenost & od hranice okna. Uvédomme si, Ze k vypoc¢tu tohoto odhadu ndm
staci informace, kterou méame z okna W.

4. odhad rizikové funkce (estimate of hazard function), hazard: Pokud méme absolutné spojitou dis-
tribuéni funkci H(t) s hustotou h(t), tak rizikovad funkce je definovana jako An(t) = h(t)/(1 — H(t)).
Prostorova Kaplanova-Meierova metoda umoziuje odhadnout rizikovou funkei Aj,(r) distribuéni funkce
G(r). Musime vsak byt opatrni, protoZe G nemusi mit nutné hustotu.

Odhady G nemusi byt distribuc¢ni funkce: G nemusi byt monoténni a maximalni hodnota mize byt
vétsi nebo mensi nez 1, Gk s je neklesajici, ale maximalni hodnota maze byt mensi nez 1. Kaplan-Meierav
odhad je vydatnéjsi nez minusovy odhad.

Odhad kontaktni distribuéni funkce

K vypoctu nésledujicich odhada kontaktni distribucni funkce lze pouzit Fest.
1. nekorigovany odhad (uncorrected estimator), raw: Zvolme v okné W miiz I, a pro kazdy bod mfiize
najdéme nejblizsi bod procesu, ten ovsem muize lezet mimo okno. Pokud budeme naivné uvazovat pouze

body ® N W, dostaneme
- 1
F.(r)=
(r) v

Z Lidg(e,0nW)<r]-

zel,

Tento odhad je zaporné vychyleny, tj. Eﬁ}(r) < F(r), nebot 1jg.anw)<r] < lid,a)<r 2 P(d(z,®) <
r) = F(r) ze stacionarity. Vychyleni je zptisobeno okrajovymi efekty.

2. minusovy odhad (border corrected estimate), rs: Zvolme v okné Wg, mfiz I,.. Oznacme d(z) = d(z, ?)
vzdalenost x od nejblizsiho bodu procesu. Potom

1
Fy(r) = 7L Z Liae)<r]

xel,

je nestranny odhad F(r), nebot vzhledem ke stacionarité P(d(z) < r) = F(r). Spojitd verze tohoto

odhadu ma tvar W o,
~ Is m T
Fy(r) = 67,
|W9r|

kde @, = {x € R? : d(z,®) < r} = Uxeab(X,r). Opét se jedna o nestranny odhad.
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3. Kaplaniv-Meieriv odhad (Kaplan-Meier estimate), km:

Fren) =1 (1 o el d@)

=s,d(z) < c(:c)})
s<r #{z el :d(z)>s, ;

c(x) > s}

kde c¢(z) = d(x, 0W) je vzdalenost = od hranice okna.

4. odhad rizikové funkce (estimate of hazard function), hazard: Kontaktni distribu¢ni funkce F(r) sta-
cionarniho procesu je absolutné spojitd a rizikova funkce Ap(r) existuje. Odhad je zaloZzen na Kaplan-
Meierové odhadu Fi s (7).

Odhady F' nemusi byt distribué¢ni funkce: F}, nemusi byt spojita ani monoténni a maximalni hodnota
mize byt vétsi nebo mensi nez 1, Fxas je neklesajici, ale maximalni hodnota mtze byt mensi nez 1.
Kaplan-Meiertiv odhad je vydatnéjsi nez minusovy odhad.

Odhad J-funkce

V balic¢ku spatstat je mozné J-funkci odhadnout pomoci Jest.
Odhad J-funkce vychazi z jeji definice:

0=

Rozlisime nésledujici odhady (podle toho, jaké odhady G a F pouZijeme): nekorigovany (uncorrected,
un), minusovy (border corrected, rs), Kaplaniv-Meieriv (Kaplan-Meier, km).

I kdyz nekorigované odhady G,akF, jsou vyrazné vychylené, tak jejich podilem se dostane priblizné
nestranny odhad (alesponi kdyz dany bodovy proces je blizko Poissonovu procesu). Vyhodou tohoto
odhadu je necitlivost vzhledem k okrajovym efekttim, mél by se tedy pouzit, pokud jsou okrajové efekty
vyznamné.

Dalsi dva odhady jsou mirné vychylené (podil dvou pfiblizné nestrannych odhad®). Logaritmus
Kaplanova-Meierova odhadu je nestranny odhad log J.

Knihovna spatstat umoziiuje odhadnout ¢tyfi zakladni suméarni statistiky (F', G, J, K funkce) na-
jednou pomoci allstats.

3. Geostatistika
3.1 Nahodna pole

Pri modelovani geostatistickych dat je zadkladnim pojmem nahodné pole.

Definice 36. Nechf D je pevna podmnozina R? s kladnou d-rozmérnou Lebesgueovou mirou. Ndhodné
pole (random field) je kolekce ndhodnych veli¢in {Z(z) : © € D} definovanych pravdépodobnostnim
prostoru (92, 4, P).

Nejvice studovana jsou gaussovskd ndhodné pole.

Definice 37. Nahodné pole {Z(z) : © € D} je gaussovské (Gaussian), jestlize vSechna jeho koneéné

rozmérnd rozdéleni jsou normalni, tj. pro kazdé n € N a z1,...,z, € D ma vektor (Z(z1),...,Z(zn))T"
n-rozmérné normalni rozdéleni.
Pozn.: Gaussovské nahodné pole je urceno stfedni hodnotou p(z) = EZ(x) a kovarianci C(x,y) =

cov(Z(z), Z(y)), z,y € D.

V praxi vétSinou pozorujeme pouze jednu realizaci z ndhodného pole Z v kone¢né mnoha bodech
1,...,Zn. K tomu, abychom mohli délat néjaké statistické zavéry, tak potiebujeme ptijmout dalsi pred-
poklady na ndhodné pole Z.

Definice 38. N&éhodné pole {Z(z) : © € D} je striktné staciondrni (strict(ly) stationary, strong(ly)
stationary), pokud kone¢né rozmérna rozdéleni vektort (Z(x1), ..., Z(z,))T a (Z(z1+h), ..., Z(zn+h))T
jsou stejna pro kazdé n € N, z1,...,z, € D a h € R? takové, ze 1 + h,...,z, + h € D. Rekneme,
Ze ndhodné pole s koneénymi druhymi momenty je slabé staciondrni (weak(ly) stationary, second-order
stationary), pokud stfedni hodnota je konstantni (EZ(x) = p pro vSechna z € D) a (auto)kovarianéni
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funkce C(z,y) = cov(Z(z),Z(y)) je invariantni viéi posunutim, tj. C(z + h,y + h) = C(z,y) pro
kazdé z,y € D a h € R? splijici  + h,y + h € D. V tom piipadé je C(z,y) = C(z — y) pro
v8echna x,y € D. Pro kovarian¢ni funkci C(h) = cov(Z(x + h), Z(x)) se v geostatistice také uziva ndzev
kovariogram (covariogram). Je-li splnéna pouze podminka na kovarianéni funkci (stfedni hodnota nemusi
byt konstantni), tak ndhodné pole je kovarianéné staciondrni (covariance stationary).

Pozn.: Striktné stacionarni ndhodné pole s koneénymi druhymi momenty je slabé stacionarni. U gaus-
sovského ndhodného pole plyne ze slabé stacionarity striktni stacionarita.

Definice 39. Rekneme, ze nahodné pole je vnitiné staciondrni (intrinsic(ally) stationary), pokud pro
kazdé z,y € D je E(Z(z) — Z(y)) =0 a var(Z(z) — Z(y)) je funkei rozdilu = — y.
Pozn.: Pro slabé staciondrni ndhodné pole plati: E(Z(x) — Z(y)) =p—p=0a

var(Z(x + h) — Z(x)) =var Z(xz + h) + var Z(x) — 2cov(Z(z), Z(x + h)) = 2(C(o) — C(h)). (7)

Znamené to, ze kazdé slabé stacionarni ndhodné pole je také vnitiné stacionarni. Obracenéd implikace
neplati, napf. pro d = 1 je Wienertv proces vnitiné stacionarni (var((Z(x 4+ h) — Z(z)) = |h|), ale neni
slabé stacionarni (var Z(z) = |z|).

Definice 40. Rekneme, Ze ndhodné pole {Z(z) : € D} je Lo-spojité (La-continuous) nebo také spojité
podle kvadratického stiedu (mean square continuous) v bodé x € D, jestlize E(Z(z + h) — Z(z))? — 0
pro ||h|| — 0. Pole je Lo-spojité, pokud je Ls-spojité v kazdém bodé z € D.

Pozn.: Uvédomte si, ze Lo-spojitost neznamend spojitost realizaci ndhodného pole.

O hladkosti ndhodného pole vypovida jeho diferencovatelnost.

Definice 41. Nahodné pole {Z(x) : € D} je La-diferencovatelné (Lo-differentiable) nebo také dife-

rencovatelné podle stredu (mean square differentiable) v bodé x € D ve sméru h € RY, jestlize existuje

Z(z+th)—Z(x)
t

limita pro ¢ — 0 podilu v prostoru Ly. Pokud tuto limitu oznac¢ime Z'(z, h), tak musi tedy

platit
Z(x +th) - Z 2
lim E ( (x+th) = Z(@) _ Z’(x,h)) — 0.
t—0 t
Necht {e1,...,eq} je kanonickd baze prostoru RY, pak Z'(z,e;), j = 1,...,d, jsou parcidlni derivace

(partial derivatives) ndhodného pole v bodé .
3.2 Variogram a kovarianc¢ni funkce

Definice a vlastnosti

Definice 42. Pro vnitiné staciondrni ndhodné pole definujeme variogram (variogram) jako
2y(h) =var(Z(x + h) — Z(x)), heD-D,

kde D—D={heR?:h=x2—y,z € D,y € D}. Proy(h) se pouziva oznaceni semivariogram (semiva-
riogram). Pokud navic je y(h) pouze funkeci ||h||, mluvime o izotropnim semivariogramu a variogramu.
Pozn.: Pro kovarianéné stacionarni ndhodna pole je z (7) vidét vztah mezi variogramem a kovariogramem:

7(h) = C(o) = C(h).

Z definice je vidét, ze zfejmé plati v(h) = v(—h), v(0) = 0 a y(h) > 0. Déle v(h) — 0 pro ||h|| — 0
pravé tehdy, kdyz ndhodné pole je Lo-spojité. To plyne pfimo z definice, nebot pro vnitiné stacionarni
nahodné pole je 2v(h) = var(Z(z+h)—Z(z)) = E(Z(z+h)— Z(z))?. Pokud 7(h) neni spojita v poc¢atku,
tak se hovoti o tzv. nugget efektu (nugget effect).

Definice 43. Pokud existuje limita lim o 2v(h) = co > 0, nazyva se zbytkovy rozptyl (nugget). Pokud
existuje konecnd limita lim |~ 2v(h) = 202, nazyva se prdh (sill). V tom piipadé definujeme rozsah
(range) jako

7 =inf{s > 0: 2v(h) = 20” pro véechna h € R? : ||| > s}.

Pozn.: Zbytkovy rozptyl znamend, ze opakovana méreni ve stejném misté davaji rozdilné hodnoty. Vy-
skytuje naptiklad v situaci, kdy nepozorujeme piimo realizaci nadhodného pole, ale pozorované hodnoty
jsou zatizeny né&jakou chybou. Mé&jme vnitiné staciondrni ndhodné pole {S(z) : € D} (tzv. signdl) s va-
riogramem 27vg(h), ktery je spojity v poéatku, a vniting stacionarni ndhodné pole {(z) : x € D} (tzv.
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Sum), které je nezavislé na {S(z) : € D}. Pozorujeme realizaci ndhodného pole {Z(z) : © € D}, kde
Z(x) = S(z)+e(x). Pokud (z) jsou nekorelované ndhodné veli¢iny s konstantni stfedni hodnotou a roz-
ptylem co/2 (tzv. bilyj sum (white noise)), potom variogram {Z(z) : © € D} je 2y(h) = 2vs(h) 4+ coljpo)
a zbytkovy rozptyl je tudiz roven cg.

Kovariogram slabé stacionarniho ndhodného pole mé nésledujici vlastnosti: C(h) = C(=h), C(o) =
var Z(z) > 0, |C(h)] < C(0) a C(h) je spojitd v o pravé tehdy, kdyz Z je spojité podle kvadratického
stfedu. Da se ukazat, ze Lo-diferencovatelnost ndhodného pole souvisi s diferencovatelnosti kovarianéni
funkce (pfipadné variogramu) v pocatku.

Nyni vyslovime pomocné tvrzeni, které se bude hodit p¥i vypoctech charakteristik druhého fadu
nahodného pole.

Lemma 17. Pro kovariancné stacionarni nahodné pole Z plati:
n n n
cov Zaj (zj), Z ZZajﬂkC(zk — ;)
= j=1 j=1k=1

prokazdén € N, z1,...,2, ERY aaq,...,an,B1,...,0, €R.
Pro vnitiné stacionarni ndhodné pole Z plati:

cov ZCYjZ(CL‘j),ZBjZ(CL‘J Z agﬁk'7 k_mj)
j=1 j=1

j=1 k=1

pro kazdé n € N, xl,...,xneRdaal,...,an,ﬁl,...,ﬁneRsplnupaz = Z?Zlﬁjzo

Diikaz: Prvni vztah je obvykly vzorecek pro vypocet kovarianci linearnich kombinaci ndhodnych veli¢in.
K dtkazu druhého vztahu pouzijeme

Z%‘Z(%‘)ZZ%(Z(%)—Z(QH)), ZBJZ(% Zﬁg Z(21))

a identity
2v(wj — ) = 29(z; — @1) + 29(zk — 21) — 2c0v(Z(x;) — Z(21), Z(w) — Z(21)),

ktera plyne z Z(z;) — Z(xx) = Z(zj) — Z(x1) + Z(x1) — Z(x1) spoétenim rozptylu na obou strandch.
Celkem tak mame

(Z(x) = Z(x1), Z (k) — Z(21))

cov ZajZ(zj),ZﬂjZ(xj) :Z
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Definice 44. Funkce f : R? — R se nazyva pozitivné semidefinitni (positive semidefinite), jestlize pro
kazdé n €N, z1,...,2, € R? a ay,...,a, € R plati

ZZQ apf(z; —xk) > 0.

j=1k=1
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Funkce f : RY — R je podminéné negativné definitni (conditional negative definite), jestlize pro kazdé
neN, zy,...,z, €ER?a By,..., 3, €R splaujici Z _1 8 = 0 plati

D0 BBz — ) <0.
j=1k=1

Dusledek 18. Kovarian¢ni funkce kovariancéné stacionarniho nahodného pole je pozitivné semidefinitni.
Variogram vnitrné stacionarniho nahodného pole je podminéné negativné definitni.

Diikaz: 7 lemmatu 17 plyne

OgvariajZ(mj) = cov iajZ(mj),zn:ajZ(mJ zn:zn:a o, C(zj — k)
Jj=1 j=1 j=1

j=1k=1

M:

B;iBry(xj — xk).

b
Il

1

n n n n
OgvarZﬁjZ(mj) = cov ZﬁjZ(xj),ZﬁjZ(x] Z
j=1 j=1 j=1 j=1
O
Pozn.: Plati dokonce, ze tfida vSech kovariogramu kovariancné stacionarnich nahodnych poli splyva
s tfidou pozitivné semidefinitnich funkci, tj. ke kazdé pozitivné semidefinitni funkci C' existuje ndhodné
pole takové, ze C' je jeho kovariancni funkce.

Spektralni rozklad

Podobné jako v jednorozmérném pripadeé lze uvazovat spektralni rozklad kovarianéni funkce ndhodného
pole. Pro (komplexni) slabé staciondrni Ls-spojité ndhodné pole lze kovarianéni funkci vyjadfit jako
(Bochnerova véta)

C(h) = / " M dS(w), heR?,
Rd

kde S je tzv. spektrdlni distribucni funkce (spectral distribution function). Pokud existuje hustota s(w)
funkce S(w), nazyva se spektrdini hustota (spectral density). Inverzni formule pro spektralni hustotu ma

tvar
1

_ —iwTh d
s(w) = ) /}Rde C(h)dh, weR"

Pro ndhodné pole s redlnymi hodnotami je

C(h) = /]R . cos(wrh)dS(w) = /R | cos(wTh)s(w)dw, heR?

a
1
s(w) = @i /Rd cos(wTh)C(h)dh, weRY,
pokud existuje spektralni hustota. Pro izotropni kovarian¢ni funkci plati
c(lrl) =/0 Qa([h]|lw) dH (), (8)
kde

2

Qu(t) = (;)UF(d/Q)JU(t),

v=d/2—1a J, je Besselova funkce prvniho druhu fadu v (viz cviéeni). Funkce H (u) je neklesajici na R+
s kone¢nou limitou pro u — oo a souvisi se spektralni distribu¢ni funkeci vztahem H(u fb (o,10) dS (w).

Vyjadfeni (8) se nazyva Hankelova transformace (Hankel transform). Funkce Q4 je zakladm funkce (basis
function) kovariogramu. Specialng je Q1 (t) = cost, Qa(t) = Jo(t), Q3(t) = 2L a limg_.oo Qu(t) = et
Izotropni variogram vnitiné stacionadrniho nahodného pole ma rovnéz spektralni reprezentaci:

2y(ial) = [ = g,

kde [;° (14 w?) "t dH (w) < oc.
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Neparametrické odhady

Jak uz bylo zminéno, pro vnitiné stacionarni ndhodné pole je 2v(h) = var(Z(z + h) — Z(x)) = E(Z(z +
h) — Z(x))?. Pokud chceme neparametricky odhadnout 2v(h) na zékladé pozorovani z(x1),...,z(x,),
které povazujeme za realizaci ndhodného pole Z v n bodech z1,...,x, € D, tak momentovid metoda
dava nasledujici nestranny odhad:

2(h) = m S (Z(wi) — Z(a;)%, (9)

N(h)

kde N(h) = {(zs,x;) : & —x; = h,i,j = 1,...,n} a |[N(h)| je poCet raznych dvojic v N(h). Vyhodou
je, ze nemusime odhadovat stfedni hodnotu, coz je rozdil od klasického odhadu kovariogramu pro slabé

stacionarni pole:
N 1 _

kde Z = 23" | Z(x;) je klasicky odhad stiedni hodnoty . PovSimnéme si, ze 29(h) # 2(C(0) — C(h)),
tedy vztah (7; neni zachovan pri prechodu k momentovym odhadtm.

Pokud jsou body 1, ..., z, nereguldrné rozmistény v prostoru, tak mnozina N (h) miZe obsahovat
velmi malo dvojic. V tom pfipadé se odhady vyhlazuji tim, ze se uvazuji dvojice bodd, jejichz vzdéalenost
je priblizné h. Jind moznost je pouzit vyhlazeni pomoci jadrovych funkei:

i1 (Z(@i) = Z(x)* ko (llwi — 4l = [12]])
2 i = ke(llwi = 5] = [IAl])

Nevyhodou téchto neparametrickych odhadu je jejich velky rozptyl a také to, ze odhady variogramu
a kovariogramu nemusi davat platny variogram nebo kovariogram. Jak vime, kazdy variogram musi byt
podminéné negativné definitni a kazdy kovariogram pozitivné semidefinitni funkce, ale 4 a C uz tyto
vlastnosti mit nemusi (a ¢asto taky nemaji).

25(h) =

Parametrické modely

Proto se uvazuji parametrické modely variogramu a kovariogramu. Uvedme si nékolik zakladnich para-
metrickych modelt pro izotropni variogramy. Ve vSech modelech je jednim z parametru zbytkovy rozptyl
Co Z 0.

1. mocninng (power):

0 pro h = o,
2y(h) = {co +b||h]|¥  pro h # o,
kde 0 < v < 2ab > 0. Tento model nema prah, pokud v > 0. Pfipad v = 0 se oznacuje jako nugget model.
Nekorelované ndhodné veli¢iny s konstantni stiedni hodnotou a koneénym rozptylem o2 = (co + b)/2
(bily Sum) tvofi piiklad ndhodného pole, jehoZ variogram je nugget model. Pro v = 1 se mocninny model
nazyva linedrni (linear). P¥ipad d = 1 a ¢o = 0 odpovidé frakciondlnimu Brownovu pohybu s Hurstovym
parametrem H = v/2 (viz cviGeni). Pro d > 1 a ¢¢ = 0 méame tzv. frakciondlni izotropni Browniv
pohyb (fractional isotropic Brownian motion) v RY nebo také Lévyho frakciondini Brownovo ndhodné
pole (Lévy’s fractional Brownian random field), viz napf. [3].
2. sféricky (spherical):

2y(h) = coljpzo) + Cs (1 -

kde ¢, > 0, o > 0. Prah tohoto modelu je 202 = ¢y + ¢, a rozsah r = 2p. Nejéast&ji pouzivany je sféricky
model pro d = 3:

0 pro h = o,
3
2v(h) = { o+ cs (—Sg]:” - ”;JL ) pro 0 < ||A]| <,
co + ¢s pro ||h]| > r.

Tento model je platny také pro nizsi dimenze d = 1 a d = 2. Obecné vSak model platny v nizsi dimenzi
neni platny ve vyssi dimenzi (viz cviceni).
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3. zobecnény exponencidlni (generalized exponential):

2y(h) = colinzo) + ce (1 — exp{=([[All/a)"}),

kde c. > 0, a > 0a 0 < v < 2. Prah tohoto modelu je 202 = ¢y + c., rozsah je nekoneény. Nejéast&ji
jsou uzivané dva specidlni piipady: pro ¥ = 1 mame exponencialni (exponential) model a pro v = 2
dostédvame gaussovsky (Gaussian) model.

Podobné lze uvazovat parametrické modely pro kovariogram, napf. sféricky: C(h) = O’ZW

nebo zobecnény exponencialni: C(h) = o2 exp{—(||h||/a)"}. Celkem Sirokou flexibilni t¥idu parametric-
kych modelu izotropniho kovariogramu tvori Matérntiv model:

Cc(h) = o* L

=y (allnl)” Ky (al[R), (10)

kde v > 0, a > 0, 02 > 0 jsou parametry a K, znad modifikovanou Besselovu funkci druhého druhu
fadu v (viz cviceni). Tento model (stejné jako pfedchozi uvedené) je piipadné mozné rozsifit o nugget
jako dalsi parametr. Parametr o2 je rozptyl ndhodného pole, « je parametr méfitka a parametr v souvisi
s diferencovatelnosti kovariogramu a tedy také p¥islusného ndhodného pole. Pro v = 1/2 jde o expo-
nencialni kovarianéni funkci (C(h) = o2 exp{—al|h||}) a pro v — 0o se dostava gaussovska kovarian¢ni
funkce. Spektralni hustota kovarianéni funkce (10) mé nésledujici tvar:

oI (V + g) ) o
D) (a2 oty id

s(w)=o0

Pro odhad parametri variogramu nebo kovariogramu z dat existuji alesponn dvé moznosti. Prvni je
zaloZena na neparametrickém odhadu spocteném v nékolika bodech h; a proloZeni kiivky definujici model
izotropniho variogramu body (||h;|,4(h;)) metodou (vazenych) nejmensich ¢tverci. Drubhd moZnost je
hledat odhad parametrti metodou maximalni vérohodnosti. Pro gaussovské nahodné pole se stfedni
hodnotou z mé logaritmickd vérohodnostni funkce zaloZena na datech z = (z(z1),...,2(z,))T tento
tvar:

—2log L(p, 0) = nlog 27 + log det(C,(0)) + (z — p1) C(0) 1 (2 — pl),

kde 1 = (1,...,1)T a C,,(0)ij = C(z; — ;) zévisi na vektoru parametrt kovarianéni funkce. Pro dané 0
je L(p, ) maximalni pro
p=@1Tc, ) 1) 11T C,0) 2. (11)

Jednd se o zobecnéni klasického odhadu metodou nejmensich ¢tvercii. Dosazenim fi do L(u, ) dosta-
neme funkci 6 (tzv. profilovd vérohodnost (profile likelihood), kterou je tfeba maximalizovat (vétsinou
numericky). Odhad p pak dostaneme dosazenim odhadu 6 do (11). Populdrni variantou maximaln{ véro-
hodnosti je REML — odhad metodou rezidudlni mazimdini vérohodnosti (restricted mazimum likelihood,
residual mazimum likelihood), viz cvifeni.

3.3 Krigovani

Nasim cilem je nalezeni predikce Z(20) hodnoty Z(zo) na zékladé vektoru Z = (Z(x1),..., Z(zn))".
Pro metody prostorové predikce zalozené na minimalizaci stfedni kvadratické chyby se pouziva nazev
krigovdni (kriging). Ten je odvozen od D. G. Krigeho [8], jehoz préice zabyvajici se odhadem zasob rudy
je v geostatistice povazovana za prikopnickou.

7 prednasek Teorie pravdépodobnosti I nebo Matematickd statistika 1 je dobfe zndmo, Ze za pfed-
pokladu koneénych druhych momentt je stfedni kvadraticka chyba E[Z(2¢) — Z(20)]? minimalizovéna
podminénou stiedni hodnotou E[Z(z0) | Z] a chyba predikce je E[Z(z¢) — Z(x0)]2 = Evar[Z(zo) | Z].
V praxi vSak byva obtizné podminénou stfedni hodnotu urcit. Pro jednoduchost proto uvazujme linearni
predikei Z (29) = a+ BT Z. Chceme odhadnout « a 3 tak, aby stfedni kvadraticka chyba byla minimalni.
7 teorie linearnich modeld vime, Ze fesenim je

Bo=Cylen, a0 = (o) — ), o,
kde pn, = (u(z1), ..., pu(xn))T je vektor sttednich hodnot Z, u(xg) = EZ(w0),
Cn = (cov(Z(xi), Z(25)))ij=1,...n
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je kovarianéni matice a ¢, = (C(zo, 1), .. .,C(z0,7,))T. Tedy
Z(x0) = plo) + 53 (Z — pn)

a chyba predikce je X
E(Z(x0) — Z(0))? = var Z(xo) — cLC lep.

Tato prostorové predikce se nazyva jednoduché krigovdani (simple kriging). I kdyz jsme to nepozadovali,
tak predikce z(zo) je nestranna, tj. EZ(zO) = EZ(x0). VSimnéme si, ze chyba predikce nezévisi na
datech. Pokud zq je jedna z poloh z1,...,z,, tak Z(xo) = Z(x¢), prostorové predikce tedy interpoluje
data. Pro gaussovské nahodné pole je jednoduché krigovani optimalni.

Lemma 19. Necht {Z(z) : © € D} je gaussovské ndhodné pole. Nejlepsi linedrni predikce Z(xo) =
w(xo) + BE(Z — pn) je nejlepsi predikce Z (o) a plati

Z(xo) | Z ~ N(2($0),E(Z(I0) - Z($0))2)-

Diikaz: Sdruzené rozdéleni (Z (o), Z)T je (n+1)-rozmérné norméalni. Napiiklad z prednasky Matematickd
statistika 1 vime, ze podminéna rozdéleni v mnohorozmérném normaéalnim rozdéleni jsou opét normalni.
V nasem piipadé je podminéné rozdéleni Z(x¢) | Z normélni se stfedni hodnotou ju(z¢) +cLCH(Z — pn)
a rozptylem var Z(zo) — ¢ C1c,. Nejlepsi (ne nutné linedrni) predikce Z(zo) je podminéna stiedni
hodnota E[Z(zo) | Z].
t

Problém je, Ze i, p(xo), ¢, a C, jsou v praxi neznamé. Obecné se jednd o (n + 1) +n + ("‘2"1)
neznamych parametri, které by bylo tieba odhadnout pouze z n dat.

Predpokladejme nyni, ze ndhodné pole ma konstantni konecnou stiedni hodnotu p a linearni predikce
ma tvar

Z(wo)=A"Z, kde Y N\=A"1=1

j=1

Prostorové predikce za téchto pfedpokladu se oznacuje jako obycejné krigovdni (ordinary kriging). Pro
vnitiné stacionarni ndhodné pole je podle lemmatu 17

E(Z(x0) — Z(x0))? = B(Z(x0) — AT 2)? = var(Z () — AT 2)

== ANy(@i —2) + 2 Ay(@i — x). (12)
2% i=1

K urceni predikce Z (z0) tedy nepotiebujeme znat stfedni hodnotu p. Pro minimalizaci (12) za podminky
AT Z =1 se d4 uzit Lagrangeova véta o multiplikitorech. Pomoci ni je mozno ukézat, Ze

11774y, \ "

kde v, = (v(xo — 21),...,v(®wo — x,,))T a Ty, = (v(@; — x5))i j=1,...n. Podobné lze pro slabé staci-
onarni ndhodné pole piepsat obydejné krigovani pomoci kovariogramu. Predikce hodnoty Z(z() na
zakladé dat z = (2(z1),...,2(zs))T mé tvar A\iz(z1) + ... + A\z(zs), kde \; jsou slozky vektoru
A= ('Yn + 1—1 _llTTl_‘anlllryn
predikéni vahy odgovidajici bodlm blizkym xy velké, ale jejich presna hodnota zavisi na polohach z;
a kovarian¢ni struktufe dat. Miize se stat, ze \; bude zadporné nebo vétsi nez 1.

T
) I ! a oznacuji se jako predikéni vdhy (prediction weights). Typicky byvaji

V naésledujicim odstavci se budeme zabyvat situaci, kdy stfedni hodnota p(z) = EZ(x) neni kon-
stantni. Nejjednodussim zptisobem je pak pouzit linedrni model

w(x) = Zﬁjfj(w),
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kde fo(z),..., fp(z) jsou zndmé pozorované hodnoty funkci f; v misté = a fGo,...,0p jsou neznamé
parametry. Za fo se typicky voli konstantni funkce rovna jedné, 3y je pak absolutni ¢len. Castou volbou
fi(x) je polynom prostorovych soutadnic polohy z. Takto je mozné modelovat napfiklad linearni trend.
Jind moznost je, Ze f;(x) pfedstavuje pozorovanou vysvétlujici proménnou (covariate). Oznac¢me f =
(fo(zo),- -+, fp(w0))T a F matici typu n x (p + 1), jejiz prvky jsou fj(x;), i = 1,...,n, j = 0,...,p.
Pokud uvazujeme predikci tvaru

Z(xo) =A'Z, kde \TF = f7,
mluvime o univerzdlnim krigovdni (universal kriging). Tato predikce je nestrannd, nebot
EZ(x0) = X'FB = {7 = p(xo) = EZ(xo).
Optimalni predikci (minimalizujici stfedni étvercovou chybu) lze opét hledat pomoci Lagrangeovych
multiplikatort. Da se ukazat, ze optimalni predikéni vahy maji tvar

A= (v + F(FTT; F) " (f — FTT; ) T

n

Chyba predikce je
Y Lt + (f = FIT M) T(ETT A F) T (f = FIT ).

n

Pomoci kovarianci lze predikéni vahy pfepsat jako
A= (co+ F(FTCTP) N (f — FTC 7)) O,
chybu predikce jako
Clo) —cFCte, + (f — FTO e )N (FTCYF) M (f — FT O tey).
Pomoci zobecnénych nejmensich ¢tverci lze pak odhadnout i parametr (:
B=(FTC;'\F)'FTC 2.
Predikce se tak da zapsat ve tvaru
Z(wo) =[5+ ¢ CH(Z — FD).
V piipadé, ze veliina Z(xg) je nekorelovand s daty, tak predikce A (z0) splyva s nejlepSim linedrnim
nestrannym odhadem stfedni hodnoty. Obecné jsou predikce Z(z¢) a odhad EZ(z¢) odlisné.

3.4 Vliv odhadu kovarian¢nich parametri

Vzorecky pro prostorovou predikci odvozené v minulé podkapitole zavisi na hodnotéach kovariogramu nebo
variogramu, které jsou v praxi typicky neznamé a je tfeba je néjakym zpusobem odhadnout. Jiz byly
zminény zakladni postupy, kterymi lze odhadovat parametry variogramu nebo kovariogramu. Dosazenim
odhadi parametri za neznamé parametry do parametrického tvaru prislusné funkce dostaneme tzv. plug-
in odhad. Postup tedy probihéd v nasledujicich krocich:

1. vybereme parametricky model pro variogram ~yy(h) nebo kovariogram Cy(h),

2. odhadneme parametry 6,

3. upravime statistickou inferenci vzhledem k tomu, ze misto konstanty 6 pracujeme s ndhodnou veli-

¢inou 6.

U obycejného krigovani plug-in predikce

1= 17Cy (6)1en (0) TC 01z
17C, ()11 "

Z(x0) = <cn(é) +1
uz neni nejlepsi nestranna linedrni predikce (best linear unbiased predictor — BLUP) Z(z0), je to pouze
odhad této predikce, tzv. EBLUP. Zatimco chyba predikce Z(zg) je

(1 -17Cp(0) "en(0))?
170, (011

C(0) — cn(0)TCL(0) Len(0) + (13)
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tak chybu predikce Z (z9) nezndme. Dosadime-li 6 do (13), dostaneme odhad chyby predikce A (z0),
tedy jiné predikce nez ve skuteCnosti pouzivame. Takto ziskany odhad chyby predikce ma tendenci

podhodnocovat skute¢nou chybu predikce Z (z0), protoZe nepostihujeme fakt, Ze ndhodné 0 vnasi dalst
variabilitu do odhadu predikce.

Vratme se k situaci univerzalniho krigovani, kdy uvazujme model Z(x) = F(z)3 + e(z), kde {e(x) :
x € D} je vnitiné staciondrni ndhodné pole s variogramem parametrizovanym pomoci 6. Pro odhad
parametru ¢ neni rozumné pouzit empiricky odhad z dat Z = (Z(x1),...,Z(x,))T, protoze ten je
vychyleny. Vychyleni odhadu (9) je zptsobeno tim, ze Z(z) nemd konstantni stfedni hodnotu, a proto
E(Z(x:) — Z(z;))* = var(Z(x;) — Z(z;)) + (u(z;) — pu(z;))?. Potiebovali bychom odhad variogramu
{e(z) : x € D}, ovSem nédhodné pole chyb {e(x) : x € D} nepozorujeme. Pokud by vSak bylo 8 znamé,
pak e(z) = Z(z)— F(x)3 a z hodnot e = (e(x1), ..., e(z,))T bychom mohli odhadnout 6. JenZe parametr
3 je nezndmy. Pokud je pole {e(z) : x € D} slabé staciondrni s kovarianéni funkei Cy(h), tak dostaneme
odhad § pomoci metody zobecnénych nejmensich ¢tverct

B=(FTC,(0) " F)"'FTC,(0)~ 2.

Tento odhad vSak vyZaduje znalost parametru . Znamena to, ze nemuzeme rozumné odhadnout 6 bez
znalosti 8 a na druhou stranu k odhadu 3 potiebujeme odhad 0. O této kruhové situaci se nékdy mluvi
jako hfe ko¢ky s mysi univerzalniho krigovani (cat and mouse game of universal kriging).
Mozné feSeni nabizi metoda IRWGLS (iteratively re-weighted generalized least squares):
1. ziskdme pocatecni odhad parametru § nezavisle na 6, napt. metodou obycejnych nejmensich ¢tverci:
B=(FTF)"'F"Z,
spocteme rezidua r = Z — FB,
odhadneme parametricky model variogramu nebo kovariogramu rezidui a dostaneme é,
spoéteme novy odhad f jako § = (FTC,(0)*F)'FTC,(0)~'Z,
5. opakujeme kroky 2.-4., az dokud relativni zmény v odhadech § a 6 jsou malé.
Odhad variogramu je vychyleny, ale tentokrat neni vychyleni zptisobeno nekonstantni stfedni hodnotou,
ale tim, Ze odhadujeme variogram rezidui a ne pole {e(z) : z € D}.
Studium chovéani této procedury je slozité. Neni zaruceno, ze odhady budou konvergovat k teoretic-
kym hodnotam.
Jind moznost je pouzit metodu maximalni vérohodnosti k odhadu 3 a 6 soucasné.

=N

3.5 Bayesovsky pristup

Na zakladé pozorovanych dat z je v klasickém p¥istupu nejlepsi predikce E[Z(z) | Z = z] a jeji chyba je
rovna var[Z(zg) | Z = z]. Casto nés viak spise nez stiedni hodnota nebo rozptyl zajima celé podminéné
rozdéleni Z(zg) za podminky Z = z, tzv. predikéni rozdéleni (predictive distribution). V bayesovském
pristupu je predikéni rozdéleni rovno aposteriornimu rozdéleni Z(zy).

Pripomenime, Zze v bayesovské statistice se parametry modelu povazuji za ndhodné. Znamena to, ze
neni rozdil mezi predikci a odhadem parametri. Bayesovsky pristup je zaloZen na kombinaci historické
informace o nezndmych parametrech 6 a pozorovanych dat z. Informace o parametrech je urcena apri-
ornim (prior) rozdélenim s hustotou p(f) vzhledem k o-koneéné mife v na parametrickém prostoru ©.
Pokud mé Z pii daném 6 hustotu f(z | 6), tak aposteriorni (posterior) rozdéleni 0 za podminky Z = z
je dano Bayesovou vétou

o) = L1000

fe) (z | 0)p(0) v(do)’

pokud je jmenovatel nenulovy. Tento vztah se vétSinou zkrécené zapisuje jako p(0 | z) « f(z | 8)p(9),
symbol o znac¢i rovnost az na multiplikativni konstantu.
Pro predikci Z(z¢) dostaneme predikéni hustotu (predictive density) vyintegrovanim ptes 6

fGol2)= [ 10| 200000 | 2)v(ao).
Pokud umime spoéitat aposteriorni hustoty p(6 | z) a p(8 | z, 20), tak lze pouZit vztah

p(0]|z)
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Priklad: Uvazujme linedrni model

Z(x) = F(z)B + e(x),

kde F(z) = (fo(z),..., fp())T je vektor vysvétlujicich proménnych, 3 = (Bo,...,3,)T je vektor re-
gresnich parametrt s apriornim rozdélenim N,41(m, Q) a {e(z) : x € D} je slabé staciondrni centrované
gaussovské ndhodné pole s kovarianéni funkei C'(h). Pfedpokldadame, Zze znadme vektor m, matici @ i funkci
C. Cilem je prostorovéa predikce Z(z¢) na zdkladé dat Z = (Z(z1),...,Z(z,))T. Ozna¢me C,, matici
s prvky C(z; — x;), 4,5 = 1,...,n, a F matici typu n x (p + 1), jejiz prvky jsou fj(z;), i = 1,...,n,
j=0,...,p. Dale pfedpokladejme, Ze Q i F'7C,;} F maji plnou hodnost. Diky konjugovanosti normalniho
rozdéleni je aposteriorni rozdéleni 3 | Z mnohorozmérné normalni Np4q(m*, Q*), kde

m* — (Q—l 4 FTCglF)_l(FTCglz—f— Q_lm), Q* _ (Q—l +FTC;1F)_1.

Sdruzené rozdéleni (Z, Z(x0))? je mnohorozmérné normélni N,,1(F %3, Cpo), kde

a
C, ¢
Cn()_(cg C(O)),
cn = (C(xg — 21), ..., C (20 — 2,))T. Predikéni hustotu dostaneme z vyjadieni

flzo | 2) = / f(zo | 2 B)p(B | )5,

ptitom p(3 | z) je hustota Np1(m*, Q*) a f(zo | 2, ) je hustota normélniho rozdéleni se stfedni hodnotou
F(20)TB8 + ¢l C; Y (2 — FPB) a rozptylem C(0) — L C;; e, Po piimocarém (i kdyz ponékud zdlouhavém)
vypoctu se zjisti, Ze predikéni rozdéleni je normalni se stfedni hodnotou

(F(ao)" = e, Cyt Q™ Q ™ m + [y Ot + (F(a0) — ey O F)QTFICLH ] Z
a rozptylem
C(0) — I C e, 4 (F(x0)T — L CYF)Q* (F(xo)T — cLC 7 )T,

V praxi vétSinou nezndme funkci C. Muzeme vSak pouzit néktery z parametrickych modelt (napf.
Matérntv), specifikovat vhodné apriorni rozdéleni pro parametry kovarianéni funkce a odvodit aposteri-
orni rozdéleni.

3.6 Dalsi témata

Transformace gaussovského modelu

I kdyz je linearni predikce optiméalni v piipadé gaussovského modelu, mtze mit Spatné vlastnosti, pokud
jsou poruseny predpoklady normalniho rozdéleni. K vyrovnani se s timto problémem se ve statistice ¢asto
pouziva transformace dat vedouci na normalni rozdéleni. Prikladem je tzv. Bozova-Cozova transformace

(Box-Coz transformation)
21 N £Q
z) = A ) I
(=) {logz, A=0.
Existuji riizné metody, jak odhadnout parametr A. Rovnéz je mozné volit bayesovsky pristup a povazovat
A za nahodné.
Blokové krigovani

Piedpokladejme, Ze misto predikce Z(x¢) z dat Z(z1),. .., Z(x,) nés zajima pfedpovéd primérné hod-
noty v néjaké oblasti (bloku) B

Z(B) = |Ta/BZ(m)dac.
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Analogie oby¢ejného krigovani vede k blokovému krigovani (block kriging)
Z(B)=>_ XiZ(w),
i=1

kde 7 | X; =1 a optiméln{ vdhy maji tvar

171TC;163 T _1
A<CB“W> O

kde cp = (cov(Z(B), Z(x1)), - ..,cov(Z(B), Z(z,)))T. Vyjadieni pomoci variogramu by vypadalo analo-
gicky.

Podobné nas miize zajimat predikce g(Z(xo)), kde g je danad funkce. Dalsim castym piikladem
je uloha odhadu pravdépodobnosti P(Z(xg) < y | Z), kde y je dand redlnd hodnota. Mluvi se pak
o indikdtorovém krigovani (indicator kriging).

Y2v /

4. Prostorové modely na mtizich

4.1 Markovska nahodna pole

Necht L C R? je kone¢na mnozina, kterou budeme oznacovat jako m#i# (lattice). Nemusi nutné jit
o regularni m¥iz bodi jako je napi. L = {1,2,..., N}%. Vrcholy mfiZe ¢asto reprezentuji néjakou oblast
(napf. okresy). Poéet bodii mfize budeme znaéit n = |L|.

Méjme symetrickou relaci ~ na L x L. Rekneme, Ze dva body miiZe jsou sousedé, pokud jsou v této
relaci. Pro jednoduchost budeme pouzivat nasledujici znaceni: i = {j € L:j ~i,j # i}, —i = L\ {i}
proi € La—-A=L\AproAC L. Mnozina L spolu s relaci ~ generuje neorientovany graf, jehoz
mnozina vrcholu je L a dva vrcholy 4,j € L jsou spojeny hranou, pokud ¢ ~ j. Opét budeme pouzivat
oznadeni klika (viz definice 32) pro podmnozinu A C L, ve které jsou kazdé dva body sousedé.

Budeme uvazovat ndhodnd pole {Z;,i € L} s hodnotami v .S C R. Pro A C L budeme psét zkrécené
Zy ={Z;,j € A}. Oznacme p(z) hustotu ndhodného pole {Z;,7 € L} vzhledem k o-koneéné mife v na
ST, Proménnd z = (2,7 € L) je prvek prostoru S”. Opét budeme zkracend psat z4 = (z;,7 € A) a déale
zawp pro disjunktni A a B bude znaéit (y;,4 € AU B), pfitom y; = z;, kdyz i € A, a y; = w;, kdyz
i€ B.

Definice 45. Nahodné pole {Z;,i € L} se nazyva markovské vzhledem k relaci ~, jestlize podminéné
rozdéleni Z; | Z_; je stejné jako podminéné rozdéleni Z; | Zy;. V fe¢i podminénych hustot to znamens,
7e p(z; | 2—i) = p(zi | zsi) pro v-s.v. z = (z;,i € L) € ST splijici p(z) > 0. Hustoty p(z; | za:) se
nazyvaji lokdlni charakteristiky (local characteristics).

Pozn.: Markovsky fetézec {Z1,...,Z,} je jednorozmérné markovské ndhodné pole (d = 1 a L =
{1,...,n}) vzhledem k relaci i ~ j < |i — j| <1 (viz cvieni).

Pocet sousedu je vétsinou daleko mensi nez pocet vSech vrcholi mrize. Zatimco plné podminéna
rozdéleni mohou byt komplikovana, tak lokalni charakteristiky zavisi jenom na sousedech daného vrcholu.
Diky markovské vlastnosti je tak struktura ndhodného pole jednodussi. Napiiklad u metod MCMC jsou
kroky v Gibbsové vybérovém planu typicky daleko snadnéjsi.

U markovskych Fetézctt pravdépodobnosti piechodu (nebo piechodové hustoty) spolu s poéateénim
rozdélenim urcuji sdruzené rozdéleni fetézce. Nabizi se otazka, kdy systém lokalnich charakteristik ko-
rektné urcuje sdruzenou hustotu ndhodného pole. Na rozdil od markovskych Tetézcii nemtizeme cekat,
7e bychom mohli lokalni charakteristiky volit libovolné tak, aby sdruzena hustota existovala a byla jed-
nozna¢nd (viz cviceni). Nésledujici véta Fikd, Ze podminénd rozdéleni dobie definuji sdruzené rozdélen,
pokud jsou odvozena ze sdruzené hustoty urcitého tvaru.

Vé&ta 20. (Hammersleyho-Cliffordova véta) Nahodné pole s hustotou spliiujici p(z) > 0 pro kazdé z € ST
je markovské pravé tehdy, kdy# existuji funkce g. : S¢ — R* takové, Ze

p(z) =[] 9c(zc), =z€S*,
céc

kde C = {C C L: C je klika}.
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Diikaz: Jednodussi implikace je zprava doleva. Pokud méa hustota pozadovany tvar, potom

ples |2y = 2o T getee) o pler | 200).

pz-i) Cec:ieC

Predpokladejme nyni, Ze ndhodné pole je markovské. Zvolme pevné konfiguraci w € S*. Zavedme

Ua(za) = —logp(zawp\a) a Pa(za) = Z (- A-IBlw 5 (2p).
BCA

Z lemmatu 21 plyne, ze ¥ a(z4) =Y gc 4 P(2B). Pro hustotu p(z) dostavame

p(z) = exp(—¥p(zr)) =exp [ — > ®p(zp) | = [] 95(25),
BCL BCL

kde gp(zB) = exp(—Pp(z5)). Zbyva tak ukdzat, Ze pokud B neni klika, tak gg = 1, neboli 5 = 0.
Pokud B neni klika, tak existuji ¢,j € B, i ¢ j. Pro A C B\ {i,j} oznaéme 4; = AU {i}, A, = AU{j},
Az = AU{i,j}. Potom

p(z) = 3 (~1)PA, (1)

= > (=DPEAN WA (2a) = W, (24,) = Ui, (24,) + Py (24,))
ACB\{ij}

S (1) BI-141 og PEATLAA)P (A WL\ 4,)

ACB\{i,j} P(za,wr\a,)p(2aWLNA)

= 3 (-plE-M log B2 | zawpya,)P(wi | za,wr\a)
P(zi | za,wp\ a,)p(w; | zawpy 4,)

(
(
(
(=i

ACB\{i,j}
_ Z (71)|B\7\A\ logp Zj | ZAwL\Ag)p(wi | ZAwL\As) -0
P(2i | zawpy a,)p(wi | 2AwLN a5)

ACB\{i,j}

Vyuzili jsme vztahu p(z; | zawpya,) = p(zi | zawpya,) = p(2i | za,wr\ 4,), ktery plyne z markovské
vlastnosti plyne a toho, Ze i ¢ j.

Poznamenejme, ze &y = ¥y = —logp(w) a gy = p(w) je normujici konstanta, kterd byva obecné
obtizné urcitelna.

O

Lemma 21. (Mébiova inverzni formule) Necht ®, U jsou redlné funkce definované na potenéni mnoziné
mnoziny L. Pak plati

o(A) =Y (-)A1Pg(B) vA =  Y4)= ) &B) VA

Drikaz: Nejprve ukdzeme implikaci zleva doprava:

Sem) =Y Y -nE-Pwm =3 3 (-1)€lwe(D) = u(4),

BCA BCADCB DCACCA\D

protoze soudet ZCCA\D(—1)|C| je rizny od nuly pouze, kdyz A\ D = 0.
Opacné implikace se ukaze analogicky:

Yo (pHBleB) = SN (pAEBlem) = ST Y (—)HIFIPEIClg(D) = $(4).

BCA BCADCB DCACCA\D
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Definice 46. Rozdéleni ndhodného pole {Z;,i € L} s hustotou

p(z) = exp <— > ‘I’C(ZC)> (14)

ceC

se nazyva Gibbsovo rozdéleni. Ve statistické mechanice, kde hraje dilezitou roli, se vétsinou zapisuje jako
p(z) = exp(—E/T), kde E znadi celkovou energii a T teplotu. Pfitom T®-(z¢) predstavuje potencial
konfigurace z¢c a TP (z¢) energii z¢.

Pozn.: Hammersleyho-Cliffordova véta fiké, ze kazdé nahodné pole s v§ude kladnou hustotu ma Gibbsovo
rozdéleni. Misto abychom specifikovali podminéna rozdéleni pfimo, Ize je zkonstruovat pomoci volby
potencialovych funkci ®~. Protoze vyjadfeni

p(z) = [] g9o(zc)

ceC

neni jednoznacné, nejsou ani potencialy jednoznac¢né. Lokalni charakteristiky lze pomoci potencialt za-
psat nasledovné:

P2 | 2-) o< exp (— 3 <1>c<zC>> . (15)

cecC:ieC

Uvedme nékolik piikladt markovskych ndhodnych poli.

Priklad: Nejjednodussi netrividlni situaci tvoil dvouprvkovy stavovy prostor S = {0,1}. V obrazové
analyze predstavuji vrcholy miize L pixely, z; = 1 oznacuje ¢ernou barvu a z; = 0 bilou. Definujeme-li

(pro C' #0)

—0, pokud C ={i,j}az =z,
CI’C(ZC){OB inak { .7} J

kde § > 0 je parametr (tzv. inverzni teplota), dostaneme sdruzenou hustotu

1
pE)=—ep |8 D Apmsy |,
BT\ 2
i,j i

kde
C(ﬂ) = Z exp 6 Z 1[Z¢:z]~] = efbw
z€{0,1}L {i,5}rirvg

je normujici konstanta, ve statistické fyzice se nazyva particni suma (partition sum). Lokalni charakte-
ristiky spliuji

exp (B > jeoi 1[Zj:11)
exp (5 Zjeai 1[Zj:1]) +exp (6 Za‘eai 1[“:0]) |

plzi =1 z0) =

Pro 8 = 0 ma kazda konfigurace stejnou pravdépodobnost, jedna se o nahodné pfifazeni 0 a 1 vrcholtim
mfize. Pro 8 > 0 ma vétsi pravdépodobnost konfigurace, kde se sousedi pritahuji. Pravdépodobnost,
7e dany pixel je ¢erny za predpokladu, ze ma k &ernjch sousedi je tmérna hodnoté e’*. Pro 3 — oo
prevlada v celé konfiguraci jeden stav. Na nésledujicich obrazcich jsou simulace nadhodného pole na
pravidelné m¥izi 25 x 25 pro 8 € {0,0.3,0.6,1}.
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Pokud bychom v definici ®¢ pfipustili nenulové hodnoty pro jednobodové kliky (@ (2:) = —Bhs),

tak celkova energie je
bE= _Zhi - Z L=z
icL {3,5}rinj

a sdruzena hustota p(z) = exp(—FE/T) = exp(—(FE). Fyzikilné lze hodnoty h; interpretovat jako vliv
vnéjsiho magnetického pole. Dalsi mozné zobecnéni je pripustit, Ze sila interakce zavisi na poloze nebo
hodnoté pole v daném misté. Znamena to, ze [ je pak funkci ¢, j, z; a z;. Také se daji uvazovat i interakce
vyssich fadd nez jen parové.

Pies jednoduchou lokalni strukturu je Isingtiv model celkem komplikovany. Sdruzena hustota ob-
sahuje vypocetné slozitou normujici konstantu, takze napiiklad simulovat realizace modelu pfimo je
prakticky nemozné a je treba vyuzit metod MCMC.

Priklad: Vicebarevnym zobecnénim Isingova modelu je Pottstiv model (Potts model). Necht
S={0,1,...,n.— 1},

kde n. > 2 urcuje pocet barev. Potencidlové funkce @ jsou definovany stejné jako v Isingové modelu.
Lokalni charakteristiky jsou

exp (5 Zjeai 1[Zj:k])
Z?:C(;l exp (5 > jeoi 1[4:1])

p(zi =k | za:) = , ke{0,...,n.—1}.

Priklad: V Pottsové modelu nezélezi na usporadani barev (prvkd mnoziny S). Pokud by ale stavy pfedsta-
vovaly rizné odstiny Sedé, kde hraje usporadani roli, nabizi se naptiklad model s nasledujicimi lokalnimi
charakteristikami

ot 200) = (1) mteon)* (0= Gz = (1) (1= mCaon)™ exp {setog (70l ) |,

Zi 1 —7(za:)

tedy Z; | Zsi = zp; mé binomické rozdéleni s parametry n. a m(zg;). Pfedpokladejme, Ze 7(zg;) spliiuji

log (M) =—Bi— Y Bijz. (16)

1—7(z8:) =

Potom dostavame markovské ndhodné pole s potencidly ®;1(2;) = f;z; — log (Z?), Oy 5y (2i25) = Bijziz;

a ®c(z¢) = 0 pro |C| > 2. Vztah (16) je analogicky k modelu logistické regrese. Protoze veli¢iny Z;,
i € L, jsou na levé i pravé strané v (16), mluvi se o autologistickém modelu (autologistic model).

Priklad: Prejdéme nyni ke spocetné mnoziné hodnot: S = Ny. V praxi se tato situace vyskytuje, pokud
data urcuji pocty néjakych udalosti, napr. pocty pripadu jisté nemoci v daném misté. Uvazujme model,
kdy tyto poc¢ty maji Poissonovo rozdéleni s intenzitou zavislou na poctech v okolnich mistech:

Az i 2
p(zi | zai) = exp(f/\(zai))(zL.') = exp(—A(2g;) + zi log A(za:) — log z;!).

7.

Tyto lokdlni charakteristiky se nazyvaji auto-Poissonovy (auto-Poisson). Abychom dostali Gibbsovo
rozdéleni ndhodného pole, pozadujme

log A(z0i) = =B — Y Bijz.
jeai

Musime vsak jesté zajistit konecnost normujici konstanty

Z exp [ — Z(logzi! + Bizi) — Z Bijziz

zeSt el {i.j}tecC

D4 se ukazat, Ze suma je kone¢nd pravé tehdy, kdyz 8;; > 0 pro vSechna ¢, j € L (viz cvi¢eni). Podminka
Bi; > 0 znamend, Ze velké hodnoty sousedd mista ¢ znamenaji malé hodnoty v i. Proto je praktické
pouziti auto-Poissonova modelu omezené.
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4.2 Gaussovské modely

Nejznaméjsim prikladem markovskych ndhodnych poli se spojitymi hodnotami jsou gaussovska markov-
ska nahodna pole.

Definice 47. Necht Z = {Z;,i € L} mé n-rozmérné normalni rozdéleni se stfedni hodnotou x a regularni
kovarianéni matici ¥. Ozna¢me ¢;; prvky matice Q = 7! a definujme relaci sousedstvi predpisem
i~ j & qij # 0. Rekneme, 7e Z je gaussovské markovské ndhodné pole (Gaussian Markov random field),
jestlize je markovské vzhledem k relaci ~.

Sdruzend hustota mé tvar

*;ex —lzf Ty=1z - z "
P = v p(-5G-wTEem0), sere

Oznac¢ime-li dale r = £~y = Qu, tak lokalni charakteristiky Z; | Z5; maji normalni rozdéleni se st¥edni
hodnotou 1 )

r

il L L Rl Thte D BLPICR )

Gii Gii jeoi qii jcai

a rozptylem % .

Véta 22. Necht Z = {Z;,i € L} je gaussovské markovské ndhodné pole. Potom pro i # j jsou Z; a Z;
podminéné nezavislé pti Z_g; jy pravé tehdy, kdyz i o j (neboli ¢;; = 0).

Diikaz: P¥ipomenime, Ze podminéna nezavislost Z; a Z; pfi daném Z_g; ;3 znamend, Ze p(z;, z; | 2—i5) =
p(zi | 2—ij)p(zj | z—i;). Piitom sdruzené rozdéleni Z je normadlni, a proto i podminéné hustoty jsou
hustoty normalniho rozdéleni. Ze vztahu pro sdruzenou hustotu

p(z) = Wm exp *% > 2k — ) aw (21 — )

k,l

zjistime, Ze

P(zi; 25 | 2-ij) o eXP(-(Zi — ) (25 = p3)ais — Y (20— ) (2 — )i — (25 — 1) (21 — uz)%)-

k] 1#£i

Pokud ¢;; = 0, potom

P(zir 2 | 2oij) ocexp | =Y (zi — pa)(zk — )i | exp | = (25 = 5) (2 — i) | 5
oy ki

kde prvni €len je az na normujici konstantu p(z; | z2—;;) a druhy p(z; | z—;;). Obracené, pokud p(z;, z; |
z—ij) = p(zi | z—i;)p(2; | z—i;), nevystupuje na pravé strané vyjadieni p(z;, z; | 2—;;) €len's (z; — ;) (2 —
[Lj), tudiz qij = 0.

U

Gaussovské markovské nahodné pole je tak gaussovské pole za dodateénych markovskych vlastnosti
(veli¢iny odpovidajici nesousednim vrcholim jsou podminéné nezavislé). Relaci sousedstvi je mozno
specifikovat pomoci inverze kovarianéni matice (precision matriz). Jednoduchym ptikladem gaussovského
markovského ndhodného pole je gaussovska autoregresni posloupnost fadu 1 (viz cviceni). Vice informaci
o teorii i aplikacich gaussovskych markovskych ndhodnych poli 1ze nalézt v monografii [13].

Kromé pristupu pres podminénd rozdéleni je mozné uvazovat prostorové gaussovské modely, pii
kterych je ndhodné pole definovano soubézné. Motivaci je zobecnéni modelu autoregresni posloupnosti
z ¢asovych ndhodnych procesti. Necht ¢ = {e;,7 € L} je posloupnost nezavislych ndhodnych veli¢in
s normalnim rozdélenim N (0,0?%). M&jme matici B = (b;;); jer s nulovymi diagonalnimi prvky (b;; = 0
pro kazdé i € L) a piedpokladejme, ze (I — B)~! existuje. Matice B nemusi byt nutné symetricka.
Definujeme ndhodné pole Z = {Z,,i € L} pfedpisem

(I-B)(Z—p)=-. (a7)
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Ziejmé EZ = p a kovarianéni matice Z je E(Z — u)(Z — )T = 0?(I — B)~*(I — BT)~!. Protoze Z je
linedrni kombinaci ¢, je rozdéleni Z gaussovské. Vztah (17) lze ekvivalentné pfepsat

Zi—ui:Zbij(Zj—lu,j)—f—Ei, i€ L.
JjeL

Odtud je vidét analogie s autoregresnim modelem c¢asovych fad. Prvky matice B urcuji prostorové
zévislosti. Pokud b;; = 0, tak Z; a Z; jsou podminéné nezavislé za Z_; ;3. Sdruzena hustota mé tvar

_detU —B) (L T BTV - B> — . ER™
o) = S e (g - (U= BB -), e

Pro odhad parametrii i, B a o2 se tak nabizi pouziti metody maximélni vérohodnosti. Viimnéme si, ze
cov(e, Z) = o%(I — BT)™1, coz neni diagondlni matice (na rozdil od ¢asové autoregresni posloupnosti).

Podobné se da uvazovat zobecnéni modelu klouzavych sou¢ti nebo ARMA modelt na prostorové
modely.

4.3 Statisticka analyza

V minuljch dvou podkapitolach jsme se vénovali modelim. Nyni nas bude zajimat jejich statisticka
analyza. Zamérime se na miru prostorové korelace a odhad parametrd modeld z pozorovanych dat.

Mira prostorové autokorelace

Uvazujme nejprve bindrni ndhodnéd pole. MnoZina stavi S = {0,1} je dvouprvkova. Stavy vétSinou
predstavuji to, zda v daném misté i sledovany jev nastal (Z; = 1) nebo ne (Z; = 0). V analyze obrazu
typicky hodnota 1 odpovida cerné barvé pixelu ¢ a hodnota 0 bilé barvé.

Kazdé dvojici (7, j) bodt mfize L piifadime nezdpornou véhu w;;. Pozadujeme pfitom, aby w;; = 0,
pokud i = j nebo i o j. Vahy w;; se oznacuji jako prostorové blizkostni vahy (spatial prozimity weights,
spatial connectivity weights). Nejjednodussim piikladem jsou bindrni vdhy (binary weights)

wee = 4 b pokud i ~ j, i # j,
7710, jinak.

Dalsim pouzivanym pfikladem jsou nésledujici prostorové vahy

L . .
wi; = { o> J € 90,
0, Jj&o,

kde |0i| zna¢i pocéet prvkd mnoziny 0i. VSimnéme si, Ze nevyzadujeme symetrii, nemusi tedy platit
wi; = wj;. Oznaéme W matici, jejiz prvky jsou wj, 4,5 € L.

Definice 48. Necht Z = (Z;,i € L) je ndhodné pole s mnozinou stavit S = {0, 1}. Definujeme Moraniv
pomér (Moran’s contiguity ratio) jako

- zZTz S 22

€L i

1

Déle definujme tzv. Black-Black join count statistic

ieL jeL
a Black- White join count statistic
1
BW =3 Z Zwij(zi - Z;j)%.
i€l jeL
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Pozn.: Pro binarni vahy je BB pocet dvojic sousedli, které maji oba ¢ernou barvu. Obdobné BW je
pocet dvojic sousedt takovych, Ze jeden mé ¢ernou a druhy bilou barvu.

Velic¢iny z pfedchozi definice se pouzivaji pfi testovani hypotézy o existenci prostorovych autokorelaci
v datech. Pfedpoklddejme, Ze z n bodd m¥ize je jich m ¢ernych (ndhodné pole nabyva hodnoty 1) an—m
bilych. Za nulové hypotézy si mizeme predstavit, Zze Cerné a bilé hodnoty jsou bodim mfiZe prifazeny
zcela ndhodné. Za predpokladu, ze

BB - EBB BW — EBW
a
v'var BB v'var BW

maji asymptoticky normélni rozdéleni, mizeme sestrojit asymptoticky test nekorelovanosti. Piitom
stfedni hodnoty a rozptyly jsou odvozeny z konkrétniho vybérového schématu. Nejprirozenéjsi jsou bino-
micky a hypergeometricky vybérovy model. Pfi binomickém pfedpokladame, ze P(Z; = 1) = 7 = m/n,
potom pocet Gernych vrcholt ma (za nulové hypotézy) binomické rozdéleni s parametry n a . Ziejmé
plati EBB = 37w a EBW = 7(1 — m)w, kde w =1TW1 =3, > jer, wij- Pokud chceme zarucit, ze
pocet ¢ernych vrcholi bude pravé m, je vhodny hypergeometricky vybér. V tom ptipadé P(Z; = 1) = m/n

aP(Z;=1,Z;=1)= %, a proto

m(m — 1)

EBB =2 TN =)
2 n(n-1)

Vzorecky pro rozptyl v obou modelech jsou o néco komplikovangjsi (viz [4]).

Pro spojité data se jako mira podobnosti veli¢in v mistech i a j nejcastéji pouziva (Z; — Z)(Z; — Z)
nebo (Z; — Z;)?. Spojenim piispévki téchto veli¢in pies vSechny dvojice sousedt a normovanim odhadem
rozptylu dostaneme néasledujici indexy.

Definice 49. Necht {Z;,i € L} je ndhodné pole s konstantni stfedni hodnotou EZ; = p a konstantnim
rozptylem var Z; = 0. Morantiv index (Moran’s I) je definovan piedpisem

n ZieL ZjeL wi; (Z; — Z)(Zj - 27)
w Yoier(Zi— Z)?
Gearyho index (Geary’s ¢) je dan vztahem

n—12er Djer Wii(Zi — Z;)?
2w ZiGL(Zi —7Z)? '

I=

Oznac¢me M jednu z téchto testovych statistik a M,ps testovou statistiku spoctenou z dat. Pro tes-

tovani pritomnosti prostorové autokorelace se obvykle pouziva néktery z nasledujicich ¢tytech ptistupi.

1. permutacni test (permutation test): Za nulové hypotézy si miZzeme predstavit, Ze pozorovanym

hodnotam Z;, i € L, jsou body miize pfifazeny zcela ndhodné. Pro n vrcholid miize mame celkem

n! moznych pfifazeni. Spo¢teme-li veli¢inu M pro n! pfifazeni, dostaneme jeji rozdéleni za nulové

hypotézy. Potom je mozné zjistit pravdépodobnost, ze hodnota M,,s bude pfekrocena. Velké nebo
malé hodnoty této pravdépodobnosti svédéi proti nulové hypotéze (pfi oboustranném testu).

2. Monte Carlo test (Monte-Carlo test): I pro ne moc velkd n je pocet moznych permutaci velky. Misto
vypoctu pro vSechna prifazeni miZeme generovat k nadhodnych pfifazeni a sestrojit empirické roz-
déleni M za nulové hypotézy. Cim vétsi k, tim lepsi je aproximace rozdéleni za nulové hypotézy.
Spojime k ziskanych hodnot s M5 a spo¢teme poradi M,s. Pro extrémni hodnoty pofadi je hypo-
téza nekorelovanosti zamitnuta. Napiiklad pro k£ = 999 zamitneme hypotézu na hladiné 5%, pokud
potadi M,ps je mezi 1 a 25 nebo mezi 976 a 1 000.

3. Asymptoticky test zaloZeny na normdlnim rozdéleni (asymptotic test with Gaussian assumption):
Rozdéleni M je mozné urcit za predpokladu, ze zname rozdéleni Z. Typickym predpokladem je
normalni rozdéleni s konstantni stfedni hodnotou a konstantnim rozptylem. Za nulové hypotézy
je cov(Z;,Z;) = 0 pro i # j je mozné vyjadiit stfedni hodnotu a rozptyl M. Ozna¢me je E, M
a vary M. Testova statistika

Mops — IEg]\4

\/varg M
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je potom porovnana s kvantily normovaného norméalniho rozdéleni.

4. Asymptoticky test zaloZeny na zndhodnéni (asymptotic test under randomization): Oznacme E, M
a var, M stfedni hodnotu a rozptyl statistiky M ziskané z p¥istupu zalozeného na zndhodnéni (jako
v permutacnim nebo Monte Carlo testu). Pro velkd n mé za nulové hypotézy testova statistika

Mobs - E’I’M
vvar, M

priblizné normované normalni rozdéleni.

D4 se ukazat, ze Eg1 = E,.I = fﬁ a Eyc = E.c = 1. Vyjadfeni rozptylu za pfedpokladu normality
a zndhodnéni se uz ovsem lisi (viz [4]).

Moranovu a Gearyho statistiku lze interpretovat néasledovné: pokud I > EI nebo ¢ < Ec, tak
vrchol miize mé tendenci byt spojen s vrcholem mfize, ktery mé podobnou hodnotu pole, prostorova
autokorelace je kladna. Naopak, pokud I < EI nebo ¢ > Ec¢, maji hodnoty ve dvou sousednich vrcholech
mfiize tendenci byt odlisné. Mtzeme tak uvazovat jednostranné testy proti alternativé, ze autokorelace
je kladna nebo naopak zaporna.

Predpoklad konstantni stiedni hodnoty a konstantniho rozptylu ndhodného pole je dilezity. Hodnoty
v blizkych mistech mohou byt podobné ne kviili prostorové autokorelaci, ale proto, Ze se jedna o nezavislé
realizace z rozdéleni s podobnou stfedni hodnotou. Hodnoty v bodech, které jsou v prostoru vzdalené,
se mohou jevit odlisné, protoze se méni stiedni hodnota ndhodného pole.

Odhad parametru

UvaZzujme markovské ndhodné pole {Z; : i € L} s hustotou pg(z) parametrizovanou kone¢né rozmérnym

vektorem 6. Pro diskrétni data je hustota pg(z) rovna sdruzené pravdépodobnosti P(Z; = z;,i € L),

z = (z;,1 € L). Pro spojita data jde o sdruzenou hustotu vzhledem k n-rozmérné Lebesgueové mife.
Pro odhad parametrii je ve statistice nejpopularnéjsSim postupem metoda maximalni vérohodnosti.

Pro dané data z = (z;,i € L) hledame hodnotu 6, ktera maximalizuje vérohodnostni funkci L(6) = pg(z).
Pro markovské ndhodné pole s Gibbsovym rozdélenim je

) o (‘ > oceciozn Polze, 9))
Jexp (— Y cec:ozn Pe(zo, 9)) V@)

Problém je, Ze normujici konstanta zavisi na 6 a obvykle je velmi komplikovana. Existuji metody, kterymi
je mozné normujici konstantu aproximovat pomoci simulaci (vét§inou MCMC), a potom maximalizovat
takto aproximovanou vérohodnost.

Jednodussi moZnost je uvazovat tzv. pseudovérohodnost (pseudolikelihood)

L(0) = po(z) = exp <— > @c(ze.0)

ceC

exp (* ZCEC:(J;&@,ieC ®c(2c, 9))
c(z9:,0)

Lp(0) = Hpe(zi | 20i) = H

ieL ieL
Tentokrat 1ze normujici konstantu ¢(zg;,0) Casto vyjadiit (v diskrétnim pfipadé jde o sumu |S| ¢lentt).
Pokud bychom o¢islovali prvky L pomoci 1,...,n, tak vérohodnost lze zapsat jako
L(0) = po(z1 | z2,. .., 2n)po(22 | 23, .-, 20) -+~ Po(2n—1 | 2n)P0(20).

KdyZ nahradime podminéné hustoty pg(zx | zk+t1,-.-,2n) plné podminénymi hustotami pe(zx | z—k),
které jsou diky markovské vlastnosti rovny pg(zk | zsx), dostaneme pseudovérohodnost Lp(6).

Odhad metodou maximalni pseudovérohodnosti patii do tfidy odhadt, které jsou ve statistice ozna-
¢ovany jako M-odhady. Obecné je M-odhad parametru 6 feSenim tlohy maximalizace kontrastni funkce
0o(Z,0). V klasické situaci maximalni vérohodnosti pro posloupnost nezévislych stejné rozdélenych na-
hodnych veli¢in je

o(z,0) = _logps(zi,6).
i=1
V naSem ptipadé je

0(2,0) = > logps(z; | z0:)-

i€L
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4.4 Rekonstrukce obrazku

Na zavér krétce zminime pouziti ndhodnych poli na m¥izich v analyze obrazu (image analysis). V nékte-
rych oborech (napf. medicinskéd diagnostika, astronomie nebo materidlové védy) jsou ¢asta data ve formé
obrazkt (af uz satelitnich nebo mikroskopickych). Mzeme rozlisit dva zakladni typy dloh ve zpracovani
obrazu. Prvni druh je oznacovan jako low level tasks. Cilem je snaha o vylepSeni kvality obrazku po-
moci lokéalnich akei (nap¥. odstranéni Sumu v satelitnich obrazcich). Ulohy, které berou do tivahy globalni
vlastnosti obrazku, se nazyvaji high level tasks. Jde napf. o lokalizovani nebo rozeznani zadanych objekti
v obrazku.

Obrazek je mozné nejcastéji popsat pomoci ndhodného pole na pravidelné rovinné mfizi. Vrcholy
miiZze jsou pixely. Jako struktura sousedstvi se typicky voli 4, 8 nebo 12 nejblizsich sousedti (viz obrazek).

e

Budeme se zabyvat problémem rekonstrukce obrézku (image restoration). Necht Z = {Z;,i € L} je
puvodni neporuseny obrazek, ktery ovSem neni pozorovatelny. Misto toho pozorujeme rozmazany obrazek
Y ={Y;,i € L}. Souvislost mezi Z a Y je dana vztahem

JeL

kde v je tzv. bodovd rozsitovact funkce (point spread function) a {e;,i € L} jsou nezavislé stejné rozdélené
nahodné veli¢iny, nezavislé na Z. Piedpokladejme, 7ze ~(i,j) = v(i — j) a ¢; ~ N(0,02). Ozna¢me
N; ={j € L:~(i,j) # 0}. Potom podminéna hustota ¥ | Z mé tvar

1 1
f(y|Z):H\/ﬁ€XP 552 yi— Y (i,5)z =TI /il 2m)-

i€l JEN; i€l

Specidlnim pfipadem je situace, kdy obrazek Z neni rozmazan pomoci funkce v, pouze se projevuje
aditivni gaussovsky Sum, signal Y ma pak tvar Y; = Z; +¢;, ¢ € L.

Rekonstrukce obrazku Z z pozorovani Y je prikladem inverzniho problému. Z pozorovanych dat y =
(yi,i € L) chceme ziskat parametry modelu. Pokud bychom nezndmé hodnoty z = (z;,i € L) povaZzovali
za neznamé parametry, dostaneme metodou maximéalni vérohodnosti odhad 2, ktery maximalizuje funkci

I(z) =) log f(yi | 2n,)-

i€l

To ale nevede k pouzitelnému odhadu, protoZe pocet neznamych parametru je stejny jako pocet pozoro-
véani. Naptiklad pro situaci Y; = Z; + €; méame

1 1
log f(yi | z:) = 552 Z(yi —2z)? - 2 log 2702,

€ iel
a proto maximalné vérohodny odhad je Z; = y;.
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Nejsmysluplnéjsi pristup k rekonstrukci obrazku je vyuziti apriorni informace. Da se ocekavat, ze
sousedni hodnoty si budou podobné. To vede k bayesovskému pfistupu. Uvazujme proto apriorni rozdéleni
pole Z, které je dané hustotou p(z). Z Bayesovy véty pak dostavame aposteriorni rozdéleni

(z|yocp nyz|ZN

i€L

Jako odhad z muZeme pouzit modus tohoto aposteriorniho rozdéleni (zkrdcené MAP — mazimum a po-
steriori), neboli hodnotu 2, pro kterou nabyva funkce logp(z | y) = logp(z) + I(2) + ¢ svého maxima.
Jind moznost je odhadnout z pomoci aposteriorni stfedni hodnoty

E[Z |Y =y] = / /zszIy | J BT

JjeL

Rozdil mezi maximalizaci logaritmické vérohodnostni funkce {(z) a logaritmu aposteriorni hustoty je ve
¢lenu log p(z). Znamen3 to, ze konfigurace s nizsi apriorni hustotou jsou penalizovany.
Vhodnou volbou apriorniho rozdéleni je markovské ndhodné pole se specialnim Gibbsovym rozdéle-

nim:
p(z)oxcexp [—B1 > p(z) =B D o 24
; il 0
ieL (i, ]
Funkce g je sudd a takovd, ze o(0) = 0 a o(x) > 0 pro x # 0. P¥iklady obvyklych voleb jsou o(z) = %,
[ 2?2, pro |z| <1,
@) = {021, oSt

nebo o(x) = % Pro @2 > 0 jsou pak v apriornim rozdéleni uptfednostiiovany konfigurace, ve kterych
jsou hodnoty v sousednich pixelech podobné. Volba funkce ¢ ovliviiuje, jak silné jsou rozdilné sousedni
hodnoty potlacovany. Prvni dvé uvedené funkce ¢ jsou konvexni, tfeti je omezena a konvexni na intervalu
obsahujicim nulu. Volba konvexnich funkci je vyhodna z vypocetniho hlediska. Funkce ¢ se vétSinou
voli jako nulova, coZ znamenad, Ze kazda hodnota je apriorné stejné pravdépodobna. Pokud je vsak S
neomezena, vede to k nevlastni hustoté p(z).

MizZeme se ptat, jestli aposteriorni rozdéleni opét odpovidd markovskému ndhodnému poli. Vypo-
Ctem zjistime

pzi | ziy) ocp(2) [T fwi L 2v) o T g9eze)  T] £l 2ny).

jEL cecieC jeL:HEN;

Prava strana zavisi pouze na téch zx, pro které bud k ~ ¢ nebo existuje j takové, ze i € N; i k € N;.
Pokud N; C 95 U {j} pro kazdé j (tj. rozmazani zahrnuje pouze sousedy), potom dostdvame markovské
ndhodné pole oviem k nové (obohacené) relaci sousedstvi: & je sousedem s i, pokud bud k ~ i nebo
existuje j takové, ze i € N; i k € N;. V pfipadé, kdy neni zddné rozmazani (y(¢,i) =1 a v(i,j) = 0 pro
1 # j), jsou relace sousedstvi v apriornim i aposteriornim ndhodném poli stejné, coz usnadiiuje vypocet
odhadu 2.

Pokud ptedpokldddme, Ze parametry o2, 31, B2 a & jsou zndmé, je v gaussovském piipadé maxi-
mahzace aposterlornl hustoty (vypocet MAP odhadu) vzhledem k z celkem Jednoduchou ulohou Pro
zihani. Metody MCMC umoznuji provadét simulace z aposterlornlho rozdéleni. Kdyz nas zajima néjaka
kvantitativni informace souvisejici s obrazkem (oznacme ji g(Z)), miZzeme aposteriorni stfedni hodnotu
Elg(Z) | Y = y] aproximovat ergodickym primérem MCMC vystupu. Podobné muiZeme aproximovat
napiiklad kvantily aposteriorniho rozdéleni a ziskat tak intervaly spolehlivosti.

Pokud jsou parametry nezndmé, existuji piistupy zaloZzené na vérohodnosti (pseudovérohodnosti)
nebo lze pouzit plné bayesovsky pifstup. V bayesovském piistupu povazujeme o2, 31, B2, § za ndhodné
veli¢iny, predepiseme jejich apriorni rozdéleni a pracujeme s plnym aposteriornim rozdélenim

p(zao-?aﬁlaBQaé | y) X f(y ‘ Z7U§aﬁlaﬁ?aé)p(z7ggaﬁlaﬁ236)
= f(y | Z7U§aﬁlaﬁ236)p(z | ﬁlaﬁ?aé‘)p(ﬁlaﬁQaé‘)p(gg)a
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kde piedpokladdme nezavisla apriorni rozdéleni pro (31, 32,0) a o2. Z apriorni hustoty p(z | (1, 52,9)
se do vyjadfeni aposteriorni hustoty dostane normujici konstanta zavisejici na (1, B2 a §. Ta ponékud
komplikuje zvladnutelnost prace s aposteriornim rozdélenim. Vétsinou je tfeba pouzit specidlni MCMC
algoritmy.

Doposud jsme uvazovali, ze Y; ma spojité rozdéleni, ackoli Z; mohlo nabyvat diskrétnich hodnot.
V piipadé ¢ernobilych obrazkt nabyva Z; pouze hodnot 0 (bild) nebo 1 (Gernd). Nejjednodussi model,
kdy i Y; je cernobily obrazek, dostaneme, pokud pravdépodobnost, Ze je pozorovana Spatna barva, ma
alternativni rozdéleni. Mluvime pak o bindrnim Sumu (binary noise, flip noise). Pro p € (0,1) je tedy
Y; = Z; s pravdépodobnosti 1 — p a Y; # Z; s pravdépodobnosti p, neboli

1-p

logp(yi | 2i) = 1py,=,) log + logp.

Pro p = 1/2 nedava Y zadnou informaci o Z. Apriorni rozdéleni mtizeme volit napiiklad jako markovské
ndhodné pole s hustotou (Isingiv model)

p(z)ocexp | B D 1y

{i,5}ing

Aposteriorni rozdéleni tak je

p(Z | y) X eXp /8 Z 1[2»5:2]'] + '7 Z 1[Z¢:yi] 3

{i.3}inj i€l

kde v = log 1;%.

Pro bindrni obrazky nedéava aposteriorni stfedni hodnota rozumny odhad. Kromé MAP odhadu
se obvykle pouzivd odhad MPM (marginal posterior modes), ktery minimalizuje aposteriorni stfedni
hodnotu poctu Spatné klasifikovanych pixeli. Kazda slozka tohoto odhadu je modus aposteriorniho mar-
ginalniho rozdéleni. V nasem pripadé binarnich obrazka tak plati

5 _ L kdyzP(Z,=1|Y)>1/2,
1700, kdyzP(Zi=1]Y) <1/2.

K vypoctu tohoto odhadu mizeme generovat N realizaci z aposteriorniho rozdéleni a pokud pocet
pripadil Z; = 1 je vétsi nez N/2, polozime Z; = 1, jinak poloZime Z; = 0.

Literatura

[1] A. BADDELEY AND B. W. SILVERMAN (1984): A cautionary example on the use of second-order
methods for analyzing point patterns, Biometrics 40, 1089-1094.

[2] A. BADDELEY AND R. TURNER (2005): Spatstat: an R package for analyzing spatial point patterns,
Journal of Statistical Software 12, 1-42.

[3] Z. CieESIELSKI AND A. KAMONT (1995): Levy’s fractional Brownian random field and function
spaces, Acta Sci. Math. 60, 99-118.

[4] A. D. CLIFr AND J. K. ORD (1981): Spatial Processes; Models and Applications, Pion Limited,
London.

[5] N. A. C. CRESSIE (1993): Statistics for Spatial Data, Wiley, New York.

[6] D. J. DALEY AND D. VERE-JONES (1988): An Introduction to the Theory of Point Processes,
Springer-Verlag, New York.

[7] E. IsiNnG (1925): Beitrag zur Theorie des Ferromagnetismus, Z. Physik 31, 253-258.

[8] D. G. KRIGE (1951): A statistical approach to some basic mine valuation problems on the Witwa-
tersrand, J. Chem. Metal. Min. Soc. S. Afr. 52, 119-139.

41



[9] J. M@LLER AND R. P. WAAGEPETERSEN (2003): Statistical Inference and Simulation for Spatial
Point Processes, Chapman & Hall/CRC, Boca Raton.

[10] L. ONSAGER (1944): Crystal statistics. I. A two-dimensional model with an order-disorder transi-
tion, Phys. Rev. 65, 117-149.

[11] J. RATAJ (2006): Bodové procesy, Karolinum, Praha.

[12] R DEVELOPMENT CORE TEAM (2004): R: A language and environment for statistical computing,
R Foundation for Statistical Computing, Vienna, Austria. URL: http://www.R-project.org.

[13] H. RUE AND L. HELD (2005): Gaussian Markov Random Fields: Theory and Applications, Chap-
man & Hall/CRC, Boca Raton.

[14] O. SCHABENBERGER AND C. A. GOTWAY (2005): Statistical Methods for Spatial Data Analysis,
Chapman & Hall/CRC, Boca Raton.

[15] D. STOYAN, W. S. KENDALL AND J. MECKE (1995): Stochastic Geometry and Its Applications,
2nd edition, Wiley, New York.

[16] D. J. STRAUSS (1975): A model for clustering, Biometrika 62, 467-475.

42



