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Signál

• nech» {Xt, t = 0, 1, . . . } je Markovský øetìzec se spojitou mno-

¾inou stavù Xt ∈ Rnx, nx ∈ N.

• pravdìpodobnostní chování MØ je dáno speci�kací poèáteè-

ního rozdìlení X0 pomocí pøíslu¹né hustoty p0

• mno¾inou pøechodových jader Kt−1(dxt|xt−1)
s hustotami Kt−1(xt|xt−1) pro t = 1, . . . T .



Pozorování

• observaèní proces {Yt, t = 1, 2 . . . }, Yt ∈ Rny

urèen pomocí funkce ht na základì hodnot signálu

a dále se pøedpokládá za¹umìní aditivním ¹umem

formálnì je observaèní proces de�nován:

Yt = ht(Xt) + Vt, t > 0

Vt je ¹um, tj. náhodná velièina o známé hustotì gt.



Úloha �ltrace

• evoluce signálu a observaèního procesu:

X0 → X1 → . . . → Xt → . . .
↓ ↓ ↓
y1 . . . yt

• �ltraèní úloha spoèívá ve stanovení podmínìného rozdìlení

PXt|Y1:t aktuálního stavu signálu Xt na základì pozorováné

historie Y1 = y1, . . . , Yt = yt

• speciálnì pouze stanovení momentù tohoto podmínìného

rozdìlení
∫
f(Xt) dPXt|Y1:t



1D - Gaussovský lineární proces

• 1D - Gaussovský lineární signál/observaèní proces

Xt = aXt−1 + b + cWt, Yt = hXt + gVt, t ≥ 1.

• a, b, c, h, g reálné parametry, c, g > 0

• X0,W1, V1,W2, V2, . . . 1D - normálnì rozdìlené n.v.

• X0 ∼ N (µ0, σ20), ostatní i.i.d. ∼ N (0, 1)

• {Xt, t ≥ 0} Gaussovský Markovský øetìzec



1D - Gaussovský proces, �ltraèní úloha

• �ltraèní rozdìlení - podmínìná rozdìlení: PXt|Y1:t

• rozdìlení jsou normální, tj. urèená odpovídajícími momenty

(int. charakteristikami):

µ̂t = E[Xt |Y1:t]
σ̂2t = E[(Xt − µt)

2 |Y1:t]

• analytické øe¹ení ve formì rekurenèních rovnic



1D - Kalmánùv �ltr

• 1D - Kalmánùv �ltr

µ̂t =
g2

v2
b +

c2

v2
hyt +

g2

v2
a
σ̂2t−1ah(yt − bh) + v2µ̂t−1

h2σ̂2t−1a
2 + v2

,

σ̂2t =
g4

v2
a2

σ̂2t−1
h2σ̂2t−1a

2 + v2
+

g2c2

v2

pro v2 = c2h2 + g2, µ̂0 = µ0, σ̂0 = σ0



Filtraèní rozdìlení

• sdru¾ené rozdìlení signálu a pozorování má tvar

p(x0:t, y1:t) = p0(x0)
t∏

k=1
gk(yk|xk)Kk−1(xk|xk−1).

kde gk(yk|xk) = gk(yt − ht(xt)).

• �ltraèní hustota - odpovídá podmínìné hustotou p(x0:t|y1:t)

p(xt|y1:t) =
∫
p(x0:t, y1:t) dx0:t−1∫
p(x0:t, y1:t) dx0:t

• �ltraèní rovnice

p(xt|y1:t−1) =
∫

Kt−1(xt|xt−1) p(xt−1|y1:t−1) dxt−1,

p(xt|y1:t) =
gt(yt|xt) p(xt|y1:t−1)∫
gt(yt|xt) p(xt|y1:t−1) dxt

, t ∈ N



Èásticový �ltr

• sekvenènì generuje empirické míry approximující �ltraèní roz-

dìlení

π̂n
t (dx) ≈ PXt|Y1:t = p(xt|y1:t) dxt

• aproximující empirická míra má tvar vá¾eného souètu Dira-

kových mìr zalo¾eném na nosièi {w(xit), xit}ni=1

π̂n
t (dxt) =

n∑
i=1

w(xit) δxit
(dxt),

n∑
i=1

w(xit) = 1

• resampling: uniformì vá¾ená verze empirické míry zalo¾ená

na nosièi {1/n, xit}ni=1, který vzniká z {w(xit), xit}ni=1

πn
t (dxt) =

1
n

n∑
i=1

δxit
(dxt)



Èásticový �ltr - algoritmus

• 0. deklarace:

n - poèet vzorkù,

T - výpoèetní horizont,

p0(x0) - hustota poèáteèního rozdìlení π0 ∼ X0,

Kt−1(xt|xt−1), t = 1, . . . T , - podmínìné pøechodové hustoty

• 1. inicializace:

t = 0,
vzorkování {xi0 ∼ p0(dx0)}ni=1,
sestavení emp. míry π̂n

0 (dx0) =
1
n

∑n
i=1 δxi0

(dx0),

pøiøazení πn
0 (dx0) = π̂n

0 (dx0), i.e., {x
i
0 = xi0}

n
i=1.



• 2. importance sampling:

t = t + 1,
vzorkování {xit ∼ Kt−1(dxt|xit−1)}

n
i=1,

pro i = 1:n výpoèet vah

w̃(xit) =
gt(yt − ht(xit))∑
i gt(yt − ht(xit))

,

sestavení emp. míry π̂n
t (dxt) =

∑n
i=1 w̃(x

i
t) δxit

(dxt).

• 3. resampling

pøevzorkování {1/n, xit}ni=1 z {w(xit), xit}ni=1
a sestavení emp. míry πn

t (dxt) =
1
n

∑n
i=1 δxit

(dxt).

• 4. pokud t = T konec, jinak návrat do kroku 2.



Konvergence èásticového �ltru

Vìta. Nech» πn
t , t ≥ 1 je posloupnost empirických mìr genero-

vaných èásticovým �ltrem a πt, t ≥ 0 je posloupnost pøíslu¹ných

teoretických distribucí. Pak, pro v¹echna t ≥ 1 a f ∈ Cb platí

E[|πn
t f − πtf |2] ≤

c2t ||f ||2∞
n

.

Dùkaz. Doucet et. al. SMC Methods in Practice, Springer 2001.



Multinomiální resampling

• výchozí stav {wi, xi}ni=1, odpovídá empirické míøe π̂n
t (dx)

• výbìr z vracením z {xi}ni=1 s pravdìpodobnostmi {pi = wi}
získáme nový soubor {xi}ni=1, konstruujeme

πn
t (dx) =

1
n

n∑
i=1

δxi(dx)

• hodnoty duplikací (N1, . . . , Nn) ∼ M(n,w1, . . . , wn)

• vlastnosti pro f ∈ Cb

E
[∫

f(x)πn
t (dx)

]
= E

 1
n

n∑
i=1

f(xi)

 = n∑
i=1

wif(xi) =
∫

f(x) π̂n
t (dx)

V ar

 1
n

n∑
i=1

f(xi)

 = 1
n


n∑
i=1

wif
2(xi)−

 n∑
i=1

wif(xi)

2




Residuální resampling

• výchozí stav {wi, xi}ni=1, odpovídá empirické míøe π̂n
t (dx)

1. R =
∑n

i=1⌊nwi⌋

2. wi =
nwi−⌊nwi⌋

n−R

3. (N1, . . . , Nn) ∼ M(n−R,w1, . . . , wn)

4. Ni = ⌊nwi⌋ +N i ⇒ {xi}ni=1

• vlastnosti pro f ∈ Cb

E

[
1
n

n∑
i=1

f(xi)

]
=

∫
f(x) π̂n

t (dx)

V ar

[
1
n

n∑
i=1

f(xi)

]
=
1
n

{
n∑
i=1

wif
2(xi)−

(
n∑
i=1

⌊nwi⌋
n

f 2(xi)−
n−R

n

n∑
i=1

wif(xi)

)}



Strati�kovaný resampling

• výchozí stav {wi, xi}ni=1, odpovídá empirické míøe π̂n
t (dx)

1. Dinv(u) = i jestli¾e u ∈ (
∑i−1

j=1wj,
∑i

j=1wj]

2. (0, 1] = (0, 1/n] ∪ · · · ∪ ({n− 1}/n, 1]

3. U i ∼ R({n− 1}/n, 1]

4. xi = xDinv(Ui) pro i = 1, . . . , n

• vlastnosti pro f ∈ Cb

E

 1
n

n∑
i=1

f(xi)

 = ∫
f(x) π̂n

t (dx)

V ar

 1
n

n∑
i=1

f(xi)

 = 1
n


n∑
i=1

wif
2(xi)−

 n∑
i=1

n
∫ i/n

(i−1)/n
f(xDinv(u) du

2




Závìreèné poznámky

• reziduání a strati�kovaný sampling mají men¹í rozptyl ne¾

standardní multinomiální verze

• konvergence �ltru pro v¹echny tøi verze

• jádrové odhady �ltraèních hustot?

• konvegence jádrových odhadù hustot �ltraèních rozdìlení

(D. Coufal. Kernel methods in particle �ltering, to appear in Kybernetika)

• rychlost konvergence v závislosti na verzi resamplingu



Dìkuji za pozornost !!!


