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Abstrakt

Medzi najnov¹ie prelomové udalosti v oblasti umelej inteligencie patrí

výhra poèítaèa AlphaGo v strategickej hre Go nad profesionálnym hrá-

èom Lee Se-Dolom. Svoju prácu som sa rozhodla venova» práve tomuto

stroju a jeho vývoju. Vypracovanie AlphaGo ku stroju, ktorý je schopný

ukáza» takýto výkon, spoèíva vo vyu¾ití neurónových sietí, a ich schop-

nosti uèi» sa, s kombináciou vyhµadávacích stromových algoritmov. Preto

vo svojej práci najprv ujasním pojmy a matematické reprezentácie, ktoré

sú potrebné pre vysvetlenie stavby a fungovania poèítaèa AlphaGo, a ne-

skôr uká¾em ako vývojári z projektu Deep Mind dokázali vytvori» tak

silný stroj, ktorého rozhodnutia pripomínajú rozhodnutia µudského hráèa

vytvorené intuíciou a emóciami.

1 De�nícia neurónu a neurónovej siete

Umelé neurónové siete boli in¹pirované neurónovou sústavou v na¹om µudskom
tele. Ich stavba a prvky, z ktorých pozostávajú sú analogické väè¹ine zakladným
biologickým funkciám neurónu.

Neurón je základná stavebná jednotka umelej neurónovej siete, ktorý má
µubovolný poèet vstupov, nazývaných synapsie, a jeden výstup, ktorý je repre-
zentovaný jednou hodnotou, ¹írenou ïalej neurónovou sie»ou. Èím viac synapsií,
teda spojníc medzi neurónami, sie» obsahuje, tým má mo¾nos» uschova» väè¹ie
mno¾stvo dát. Neurónovou sie»ou rozumieme rozlo¾enie jednotlivých neurónov
vo vrstvách.

2 Matematický model neurónu

Matematicky mô¾eme neurón de�nova» ako funkciu f : RN+1 × RN+1 → R
prièom

f : (x,w) 7→ f(x,w) = ϕ(v)

kde dvojica (x,w) je vstupný vektor x = (x0, ..., xN )T ∈ RN+1 ohodnotený
váhovým vektorom w = (w0, ..., wN )T ∈ RN+1; ϕ : R→ R aktivaèná funkcia a
v ∈ R vnútorný neurónový potenciál získaný ¹tandardným skalárnym súèinom
(x ·w), teda v =

∑N
i=0 xiwi. Váhový vektor, inak nazývaný ako váha neurónu,

je parameter, ktorého veµkos» vyjadruje
”
skúsenos»\ neurónu, teda èím je táto
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hodnota vy¹¹ia, tým je daný vstup dôle¾itej¹í. Váhy sú väè¹inou inicializované
na malé náhodné hodnoty v intervale 〈−δ, δ〉, kde δ ∈ (0, 1) [24].

Obr. 1: Znázornenie matematického modelu a matematický zápis [1]

y = f(x,w) = ϕ(

N∑
i=0

xiwi)

Aktivaèná funkcia ϕ(·) umo¾òuje vykonáva» komplexnej¹ie výpoèty, prièom
výstup upravuje na hodnoty, ktoré sú ïalej ¹írené sie»ou.

Najjdednodu¹¹ou aktivaènou funkciou je skoková funkcia (obr. 2), ktorá
vracia hodnotu

ϕ(v) =

{
1 v ≥ 0
0 inak

Obr. 2: Skoková funkcia [20]

Ïal¹ími základnými aktivaènými funkciami sú hyperbolický tangens (obr.
3), ktorý je de�novaný pre ∀v ∈ R a vracia hodnoty z intervalu (−1, 1); a
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najpou¾ívanej¹ia sigmoida (obr. 4) de�novaná pre ∀v ∈ R s oborom hodnôt
(0, 1).

Obr. 3: Hyperbolický tangens [21]

Obr. 4: Sigmoida [22]

Príklad neurónovej siete: Neurónová sie» má dve vrstvy (obr. 5). Nech f1, f2, f3
sú neuróny v prvej vrstve a g neurón v druhej vrstve. Nech x = (x1, x2, x3)

T ∈
R3 je vstupný vektor pre neuróny f1, f2, f3; a = (a1, a2, a3) ∈ R3 výstupný
vektor pre neuróny f1, f2, f3 a vstupný vektor pre neurón g ; a y ∈ R je vý-
stup neurónu g a celej neurónovej siete. Nech W = (w

(1)
ij ) ∈ R3×3 je ma-

tica váhových vektorov kde j -ty ståpec je váhový vektor fj -teho neurónu a

w(2) = (w
(2)
1 , w

(2)
2 , w

(2)
3 ) je váhový vektor neurónu g v druhej vrstve. Ïalej nech

ϕ : R→ R je aktivaèná funkcia. [9]
Podµa vz»ahu uvedenom v matematickom modely sa a1, a2, a3 rovnajú

a1 = ϕ(x1w
(1)
11 + x2w

(1)
21 + x3w

(1)
31 )

a2 = ϕ(x1w
(1)
12 + x2w

(1)
22 + x3w

(1)
32 )
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a3 = ϕ(x1w
(1)
13 + x2w

(1)
23 + x3w

(1)
33 )

Potom
y = ϕ(a1w

(2)
1 + a2w

(2)
2 + a3w

(2)
3 )

alebo inak zapísané
y = ϕ(a ·w(2))

Obr. 5: Príklad neurónovej siete (hore) a detail váhového vektoru neurónu f1
nachádzajúceho sa v prvom ståpci matice W (dole)

4



3 Uèenie

Zaujímavou vlastnos»ou neurónových sietí je ich schopnos» uèi» sa. Strojové
uèenie, známej¹ie pod názvom

”
machine learning\, Arthur Samuel výsti¾ne de-

�noval ako
”
Odbor, ktorý dáva poèítaèom schopnos» uèi» sa, bez toho, aby boli

explicitne naprogramované.\ [7]. Neurónové siete uèiòujú proces uèenia prispô-
sobovaním si váh synapsií medzi neurónmi v sieti. Posilnením, resp. zoslabením
týchto spojníc umo¾òujú sieti mo¾nos» uèi» sa. Uèiace algoritmy vlastne po-
máhajú v situáciách kedy problém je tak zlo¾itý, ¾e nedoká¾e by» èlovekom
naprogramovateµný.

Algoritmy strojového uèenia rozdelené podµa spôsobu uèenia, ako fungujú a
ich pou¾itie:

Uèenie s uèiteµom (supervised learning)
Poèítaè dostane sadu dvojíc vstupov a výstupov (x,y), kde vstup x ∈ X a výstup
y ∈ Y . Nech F je trieda funkcií. Cieµom je nájs» funkciu f ∈ F , f : X → Y ,
ktorá spája konkrétny vstup x s jeho správnym výstupom y [2]. Algoritmus sa
uèí porovnávaním aktuálneho výstupu so správnym výstupom k x, vzhµadom
k èomu následne upraví váhy v neurónovej sieti. Prostredníctvom metód ako
sú napr. regresia, klasi�kácia alebo predikácia, uèenie s uèiteµom vyu¾íva tento
vytvorený vzor pre predpovedanie hodnôt na ïal¹ích nespracovaných dátach.
Uèenie s uèiteµom sa pou¾íva v alikáciach pre rozpoznávanie reèi èi obrazov; v
medicíne pri detekcií nádorov.

Uèenie bez uèiteµa (unsupervised learning)
V tomto type uèení poèítaè dostane iba sériu vstupov, teda povedzme ¾e iba
mno¾inu X. Algoritmus musí sám bez pomoci prís» na to, aké dáta mu ukazu-
jeme. Cieµom je tieto dáta preskúma» a nájs» v nich nejaké ¹truktúry. Vyu¾itie
mô¾eme nájs» napr. v reklamách, ktoré sa nám ukazujú na okrajoch interne-
tových stránok. Algoritmus si zozbiera informácie o tom èo èasto vyhµadávame
alebo nakupujeme, a podµa toho nám odporúèa nové \produkty, ktoré by nás
mohli zaujíma»\ na rôznych stránkach, ktoré dokonca s produktmi nemusia ma»
niè spoloèné.

Posilované uèenie (reinforcement learning)
Poèítaè zvyèajne nedostane ani vstupné dáta. Trénovanie algoritmu spoèíva v
pozorovaní vonkaj¹ieho prostredia a hµadaní akcií prostredníctvom pokusov a
omylov, ktoré prinesú najväè¹iu \odmenu\. Tento typ uèenia pozostáva z troch
dôle¾itých kompononetov:
1. Agent (teda stroj, ktorý sa uèí)
2. Vonkaj¹ie prostredie (ktoré agent pozoruje; prostredie mô¾e by» aj virtuálne)
3. Akcie (èo sa agent uèí robi») [8]
S posilovaným uèením sa stretneme hlavne v robotike a v hrách.
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4 Konvoluèné neurónové siete

Konvoluèné siete sú typ umelých neurónových sietí, ktoré boli navrhnuté pre
rozpoznávanie dvojrozmerných obrazových vzorov priamo z pixelov vstupných
obrázkov [17]. Z tohoto dôvodu ich uplatnenie nájdeme hlavne v rozpoznávaní
objektov alebo tvárí vo vstupnom obraze. Konvoluèné siete pozostávajú z kon-
voluèných vrstiev a subsamplingových vrstiev, ktoré sa navzájom striedajú. Na
konci sa nachádza výstup poslednej subsamlingovej vrstvy transformovaný do
jednorozmerného vektoru. Ka¾dý neurón v konvoluènej vrstve je prepojený s is-
tým malým okolím (recepèným polom) spracovávaného obrázku, napr. jedným
pixelom, vïaka èomu získava základné príznaky, ako sú hrany, rohy, farby atï.

Na vstupný obrázok je v prvej konvoluènej vrstve aplikovaný �lter, ktorého
cieµom je získa» príznaky obrázku. Recepèné pole sa aplikuje na ka¾dý pixel,
èím sa poèíta jedna operácia na rôznych èastiach obrázka. V konvoluènej vrstve
v¹etky neuróny zdieµajú tú istú mno¾inu váh, èo obmedzuje celkový poèet vý-
poètov a tým zrýchluje celý proces. Mno¾ina výstupov neurónov v konvoluènej
vrstve sa nazýva príznaková mapa.

Následuje subsamplingová vrstva, ktorej úlohou je zredukova» veµkos» vstupu,
teda veµkos» príznakových máp. Najpou¾ívanej¹ou funkciou v subsamplingovej
vrstve je vyberanie maxima. Z ka¾dej príznakovej mapy si funkcia vyèlení istú
oblas», povedzme ¾e o rozmere k × k, z predchádzajúcej vrstvy, povedzme ¾e o
rozmere n × n, a z nej ako výstup vyberie maximálnu hodnotu z tejto oblasti.
Tento výstup bude o rozmere n

k ×
n
k .

Po niekoµkých vystriedaniach konvoluèných a subsamplingových vrstiev je
výstup transformovaný do jednorozmerného vektoru, na ktorý je napojená kla-
sická neurónová sie», ktorá vypoèíta koneèný výstup (obr. 6) [18].

Obr. 6: Príklad architektúry konvoluènej neurónovej siete [18]

5 AlphaGo

V roku 1997 bol Garry Kasparov, majster v hraní ¹achu, porazený v súboji s
poèítaèom Deep Blue. Poèítaè mal vtedy ale vopred naprogramovaný \manuál\,
ako má hru hra» tak, aby vyhral. Tento rok vývojári umelej inteligencie z pro-
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jektu Deep Mind vyzvali na súboj druhého najlep¹ieho hráèa na svete v hre Go,
Lee Se-Dola, proti ich poèítaèu s názvom AlphaGo. V¹etkých poèítaè ohromil,
keï nejeden raz donútil Lee Se-Dola vzda» sa. Narozdiel od poèítaèu Deep Blue,
AlphaGo na zaèiatku svojej existencie poznal iba pár elementárnych pravidiel
ako hru Go hra», ktoré ani zïaleka nestaèili k tomu, aby dokázal vyhra» nad
akýmkoµvek amatérskym hráèom. Cieµom Deep Mind nebolo naprogramova» po-
èítaè, ktorý vie hru hra» ako profesionálni hráèi od jeho poèiatku, ale vytvori»
poèítaè, ktorý sa v¹etky svoje schopnosti doká¾e nauèi» sám.

Najprv si ale povieme v èom hra Go spoèíva a preèo je výhra AlphaGo nad
Lee Se-Dolom tak prelomová v oblasti umelej inteligencie. Go je strategická hra
pre dvoch hráèov, ktorá spoèíva hlavne v intuícii a in¹tinkte hráèa. Jej pravidlá
su veµmi jednoduché, ale hra vy¾aduje veµké logické myslenie, trpezlivos», dô-
vtipnos», rozhodnos» a schopnos» vcíti» sa do uva¾ovania súpera. Presne takéto
µudksé emócie by sme v poèítaèi asi nehµadali. Go sa hrá na doske s mrie¾kou o
rozmere 19x19, prièom hráèí nastriedaèku pokladajú èierne a biele kamienky na
prieseèníky mrie¾ky. Cieµom je ohranièi» èo najväè¹ie územie na doske a zaja»
súperové kamienky. Na konci hry si obidvaja hráèi spoèítajú v¹etky prieseèníky
územia a poèet zajatcov. Hráè s väè¹ím poètom vyhráva [11].

Obr. 7: hra Go [23]

Na väè¹inu strategických hier mô¾eme aplikova» rekurzívny stromový vyhµa-
dávací algoritmus minimax, ktorý doká¾e vyhodnoti» výsledok hry z ka¾dého jej
stavu s. Ohodnocovaciou funkciou v∗(s) algoritmus urèí k akému výsledku vedie
ka¾dý jeden »ah, za predpokladu ¾e hráèi vedú perfektnú hru (teda ¾e si vybe-
rajú iba tie »ahy, ktoré im bezprostredne prinesú výhru). Následne algoritmus
vyberie len tie najpriaznivej¹ie »ahy, ktoré vedú k výhre.

Poèet mo¾ných »ahov v hre Go sa odhaduje na pribli¾ne 10800, èo je roz-
hodne viac ako je atómov vo vesmíre (okolo 1080). Kvôli takémuto astronomic-
kému mno¾stvu mo¾ných »ahov je vyu¾itie minimaxu, hrubej sily alebo heuréky,
prípadne kombinácie v¹etkých troch ako to bolo v poèítaèi Deep Blue, zdaµeka
nereálne.

7



5.1 Uèenie AlphaGo

Doposiaµ v¹etky stroje, ktoré hrali strategické hry sa riadili vyhµadávacími stro-
mami a vopred èlovekom naprogramovanými pravidlami. Aby sa týmto pravid-
lám AlphaGo vyhlo, tvorcovia pri jeho vývoji uplatnili strojové uèenie. AlphaGo
kombinuje konvoluèné siete a algoritmus vyhµadávacieho stromu Monte Carlo.
Vyhµadávací strom Monte Carlo je stromový algoritmus, ktorý vyhodnocuje ka-
¾dé ¹tádium hry na základe priemerných výsledkov simulácií. Simulácia zaèína
v aktuálnom ¹tádiu hry a konèí vtedy, keï jeden z hráèov vyhrá. Narozdiel od
minimaxu nezva¾uje v¹etky mo¾né »ahy, ale vyberá si len tie najprínosnej¹ie. V
ka¾dom uzle stromu sú uchovávané dáta typu ako èasto bol uzol nav¹tívený, aký
»ah sa v òom vykonáva a aká je jeho pravdepodobnos», ¾e vedie k výhre. Najprv
algoritmus vykonáva náhodné simulácie poèas ktorých zozbiera tieto dáta. Èím
menej sú simulácie náhodné, tým viac sa presnos» dát zvy¹uje. Nakoniec si al-
goritmus vyberie tú najvhodnej¹iu cestu ku výhre.

AlphaGo vyu¾íva tri typy konvoluèných sietí: jednu vyhodnocovaciu sie» v
(value network), ktorá vyhodnocuje ví»aza hry, taktickú sie» p (policy network),
pre predpovedanie a vyberanie ïal¹ích »ahov, a simulaènú sie» (rollout network),
pre zrýchlenie procesu. Vstupom pre v¹etky typy sietí je obraz aktuálneho ¹tádia
a rozlo¾enia kamienkov na doske. Prvé vrstvy konvoluèných sietí obsahujú �ltre,
ktoré spracovávajú vstupný obraz, rozpoznávaním tvarov a farieb.

Samotné uèenie poèítaèu AlphaGo spoèívalo z niekoµkých etáp. Prvou bolo
uèenie s uèiteµom taktickej siete pσ, aby bola schopná vykonáva» »ahy, ktoré
sa najviac podobajú tým µudským za akéhokoµvek ¹tádia na hracej doske. To
dosiahli ukázaním poèítaèu 30 miliónov »ahov profesionálnych hráèov, teda uká-
zaním dvojíc (s|a) kde s je vstup reprezentovaný aktuálnym rozostavením ka-
mienkov na hracej doske, ktorý prejde konvoluènými sie»ami s váhami σ. Po-
sledná výstupová vrstva siete vracia rozdelenie pravdepodobnosti pσ(s|a) nad
v¹etkými prístupnými »ahmi a (obr.8). 13-vrstvové konvoluèné siete sa nezaují-
mali o výhru, ale len o vyberanie »ahov, ktoré by si vybrali tí najsilnej¹í hráèi.
Slabos» poèítaèa v tomto ¹tádiu uèenia ale spoèívala v tom, ¾e pri hraní v pod-
state imitoval profesionálných hráèov. AlphaGo bol síce dobrý v predpovedaní
»ahov súpera (jeho výber sa zhodoval s výberom hráèov 57% èasu), ale cieµom
bolo zdokonali» sie» tak, aby hru vyhrala.

Tento ciel dosiahla druhá etapa, ktorou bolo posilované uèenie taktických
sietí pρ s rovnakou stavbou ako siete uèené s uèteµom, s váhami ρ takými ¾e
ρ = σ. Posilované uèenie spoèívalo v nechaní taktických sietí pρ hra» tisíce hier
proti predchádzajúcim sie»am uèených s uèiteµom pσ, èím sa nauèili objavova»
sami nové stratégie. Inak povedané, nechali poèítaè hra» samého so sebou. Tieto
taktické siete boli trénované, aby vyberali práve tie výherné »ahy. Výsledkom
boli také silné taktické siete, ¾e vedeli v okamihu, bez akéhokoµvek stromového
vyhµadávania, porazi» programy, ktoré stavali veµké vyhµadávacie stromy repre-
zentujúce hru.

Poslednou etapou bolo trénovanie vyhodnocovacej siete na 30-tich miliónoch
herných pozíciách získaných poèas hrania taktických sietí samích proti sebe. Ku
ka¾dej hre poznali jej výsledok, preto boli vývojári schopní vytvori» vyhodno-
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covaciu funkciu P a na týchto dátach nauèi» vyhodnocovaciu sie» vθ s váhami
θ predpoveda» koneèného ví»aza vθ(s′) v ¹tádiu s′ po »ahu a. (obr. 8)

Obr. 8: Znázornenie architektúry taktickej a vyhodnocovacej siete. Výstupom
taktickej siete je rozdelenie pravdepodobnosti medzi mo¾né »ahy. Veµkos» zele-
ných tyèiek na vrchnej zelenej doske na obrázku reprezentuje pravdepodobnos»
výhry »ahu. Výstupom vyhodnocovacej siete je jediné reálne èíslo medzi 0 a 1.
Výhra bieleho hráèa je indikovaná èíslom 0 a výhra èierneho hráèa 1. Èíslo 0, 5
znamená remízu. [13]

Napriek tomu, ¾e samotná taktická sie» podávala výborné výsledky, jej vý-
ber nových »ahov bol dos» pomalý, keï¾e pre vyhodnotenie správnej odpovede
potreboval algoritmus prejs» v¹etkými tisícami mo¾nými »ahmi. Vy¹¹iu rýchlos»
vyrie¹ila nová simulaèná sie», ktorá sa nepozerala na celú hraciu dosku, ale len
na men¹ie okolie súperovho predchádzajúceho »ahu. Táto metóda len zaned-
bateµne zoslabila schopnos» taktických sietí správne predpoveda», ale výrazne
urýchlila celý proces (ako mo¾no vidie» v grafe obr. 9 ). [13]

5.2 Kombinácia konvoluèných sietí s vyhµadávacím stro-
mom

Samotné vyu¾itie algoritmu vyhµadávacieho stromu Monte Carlo by bolo ne-
efektívne kvôli dvom problémom, ktorými boli obrovská ¹írka a håbka stromu.
Vedením vyhµadávania v strome tromi typmi konvoluèných sietí tieto problémy
vyrie¹ilo.

(Následujúci algoritmus je znázornený na obr. 10 ) Nech s je súèasný stav hry
a a akcia, tedá následujúci »ah hráèa. Ka¾dý uzol stromu reprezentuje istú akciu
a obsahuje dáta: hodnotu akcie Q(s|a) a výstup vyhodnocovacej siete P (s|a).
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Obr. 9: Výkon AlphaGo pri rôznych kombináciach jeho sietí. Vertikálna osa
reprezentuje systém Elo rating. [13]

Chceme docieli», aby algoritmus postupoval cestou s najväè¹ími hodnotami Q.
Predstavme si, ¾e algoritmus je v stave rozhodovania, u¾ má nejaké vyhµadáva-
nie v strome za sebou a narazil na uzol (a. Selection, posledná èierna ¹ípka do
µava), ktorý e¹te nebol spracovaný ani vyhodnotený. Na neho sa zavolajú tak-
tické siete p, ktoré strom z tohoto stavu expandujú (b. Expansion). Namiesto
pridania v¹etkých mo¾ných »ahov, taktické siete obmedzia stovky nových »ahov
na 3-4 najvýhodnej¹ie, èím redukujú ¹írku stromu. Následne je zavolaná vyhod-
nocovacia sie» v, ktorá vyhodnotí P v¹etky nové »ahy, teda èi vedú ku výhre,
prehre alebo remíze. Tento výsledok je kombinovaný so ¹tatistickou analýzou si-
mulaènej siete, ktorá spustí simuláciu hry a¾ do jej konca (c. Evaluation), poèas
ktorej zozbiera dáta (poèet výhier a prehier oboch hráèov). Na konci simulácie
funkcia r(·) vyhodnotí ví»aza hry. Toto vedie k zní¾eniu håbky stromu. Posled-
nou etapou je vrátenie sa zo simulácií ku koreòu stromu, teda ku východziemu
stavu, poèas ktorého sa na ceste hore aktualizujú hodnoty Q na základe výsled-
kov z vyhodnocovacej siete v a funkcie r(·). AlphaGo koneène vyberie akciu s
najvy¹¹ou hodnotou Q. [13]
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Obr. 10: Znázornenie vyhµadávania v strome [13]

5.3 Výsledky

Nakoniec spomeniem zopár úspechov, ktoré AlphaGo dosiahol. Ako prvé boli
testované jeho taktické siete proti dovtedy najsilnej¹iemu hraciemu stroju Pat-
chi, ktorý sa výhradne spolieha na 100 000 simulácií vyhµadávacieho stromu
Monte Carlo v ka¾dom »ahu. AlphaGo vyhral 85% odohraných zápasov. Sys-
tém, ktorý hodnotí silu hráèov Go sa nazýva Elo rating, ïalej len Elo. Prvým
µudským profesionálnym hráèom, s ktorým AlphaGo hral, bol Fan Hui (Elo
2908). AlphaGo malo v tom èase Elo len 2890, ale aj napriek tomu dokázalo
vyhra» v¹etky súboje. Ïal¹í turnaj viedol poèítaè proti Lee Se-Dolovi, druhému
najlep¹iemu hráèovi Go na svete s Elo 3520. V tej dobe malo AlphaGo Elo 3140,
ktoré staèilo na to, aby Lee Se-Dola porazil v ¹tyroch hrách z piatich. Takýto
veµkolepý úspech mu zvý¹il Elo na 3586. Jediným existujúcim èlovekom na svete
s vy¹¹ím Elo ako AlphaGo je u¾ len Ke Jie s 3621. Aj keï sa tento súboj e¹te
neuskotoènil, na základe získaných poznatkov o stroji AlphaGo mô¾eme µahko
predpoveda» ako by zrejme dopadol [12].
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