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1. Uvod

V Kklasické statistice je zédkladnim pojmem nahodny vybér (posloupnost nezavislych ndhodnych veli¢in
se stejnym rozdélenim). V praxi se ovSem casto stava, ze data netvor{ ndhodny vybér. To je piiklad
nehomogennich dat (nelze je povazovat za realizaci stejné rozdélenych ndhodnych veli¢in) nebo zavislych
dat. Rada modelii ¢asovych fad je zalozena na zavislych stejné rozdélenych pozorovanich. Jinym moznym
zobecnénim nahodného vybéru je situace, kdy v daném case pozorujeme vice nez jednu ndhodnou veli¢inu.
Dostavame se tak do oblasti mnohorozmérné statistiky, kde pracujeme s posloupnosti ndhodnych vektort.
Oproti tomu v prostorové statistice jsou analyzovana data, na ktera lze pohlizet jako na méfeni urcité
veli¢iny v riiznych mistech prostoru. Data tohoto typu se vyskytuji v celé fadé oborti, napiiklad v geologii,
epidemiologii, lesnictvi, ekologii, sociologii, zpracovani obrazu, astronomii nebo meteorologii. Prostorova
data obvykle nejsou nezéavisla (podobné jako u ¢asovych fad). Je typické, Ze pozorovani, kterd pochazeji
z dvou blizkych poloh, jsou korelovana. Proto je tfeba, aby prostorové modely zahrnovaly prostorovou
zéavislost. Hlavnim problémem pfi zobecnéni ¢asovych modelt je, ze v prostoru neni zadna analogie
minulosti a budoucnosti, a rovnéz prostorova data se obvykle nevyskytuji pravidelné, na rozdil od vétsiny
casovych fad, kde jsou pozorovani v pravidelnych casovych intervalech.

Budeme uvazovat data jako realizaci ndhodného procesu {Z(z) : € D C R%}. Vzhledem k tomu,
7e parametr x je prostorovy, mluvime o ndhodném poli. Pokud je Z(z) ndhodny vektor, jedna se o vice-
rozmérné ndhodné pole. Rozlisujeme tfi zakladni typy prostorovych dat:

1. bodové vzorky: D je ndhodné lokalné konec¢nd mnozina, kterou miizeme interpretovat jako mista
vyskytu néjaké udalosti. P¥ikladem mohou byt prostorové usporadani epicenter zemétieseni, polohy
stromt v lese, rozmisténi hnizd ptaki v krajin€, organizace jader buné€k v zivocisné tkani nebo mista
vyskytu nakazenych klistat. Kromé samotného mista x mohou data obsahovat dalsi informaci Z(z)
(tzv. kétu), napf. sila zemétfeseni nebo vyska stromu. Prvni otdzkou pfi analyze téchto dat byva, zda
body vzorku jsou pravidelné, ndhodné nebo shlukové usporadany, piipadné jak prostorové rozmisténi
bodt ovliviiuje velikosti két. Na obrazku 1 je kétovany bodovy vzorek, kde body piedstavuji polohy
smrkii a kdty jsou jejich tloustky.

Obrazek 1. Polohy a tloustky smrki ztepilych ve zkoumané oblasti (tzv. trvalé zkusné plose)
na Ceskomoravské vrchoviné. Zaméfené soufadnice stromi odpovidaji stfed@im krouzkd, zjisténé
vycetni tloustky (tloustky méfené ve vysce 130 cm nad zemi) jsou imérné primérim zobrazenych
krouzkt. Data poskytnuta Ustavem pro hospodaiskou tipravu lesti se sidlem v Brandyse nad Labem.
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2. geostatisticka data: D C R? je pevna (nendhodna) spojitd mnozina (obsahuje d-rozmérnou kouli).
Néhodné pole {Z(x) : x € D} jsme schopni teoreticky pozorovat vSude na D. V praxi ovSem
mame k dispozici hodnoty v koneéné mnoha mistech. Prikladem je méreni teploty, kvality vzdu-
chu nebo koncentrace minerald v pudé. Cilem miize byt rekonstrukce povrchu sledované velic¢iny
(pFipadné vektoru), odhad prostorové zévislosti (odhad tzv. variogramu) nebo prostorové predikce
(tzv. krigovani). Informace o kvalité ovzdusi v CR jsou ziskdvany z méfeni zne¢isténi ve vybranych
monitorovacich stanicich. Jejich prostorové rozmisténi v Moravskoslezském kraji je znadzornéno na
obrazku 2, kde jsou pro vybrané lokality uvedené i primeérné naméfené hodnoty koncentrace oxidu

Obrazek 2. Lokality v Moravskoslezském kraji, kde se méfi zneéisténi ovzdusi. Polohy jsou znézor-
nény podle seznamu stanic Ceského hydrometeorologického tistavu. U nékterych stanic jsou uvedné
priimérné namétené hodnoty oxidu sifi¢itého (v ug/m3) za ¥ijen 2009.

3. regionalni data: D C RY je pevna (nendhodnd) diskrétni mnozina (sjednoceni koneéné nebo spo-
¢etné mnoha bodit). Obvykle se 0 mnozing D mluvi jako o m¥izi (at uz pravidelné nebo nepravidelné
uspotfddané). Body miize ¢asto predstavuji jisty region. Ndhodn4 veli¢ina (nebo ndhodny vektor)
Z(x) pak udavé agregovanou hodnotu pfes cely region. Piikladem téchto dat jsou vynosy plodin
z daného pole, vegeta¢ni index v uréité oblasti, pozorovéani spojené s pixely (u mikroskopickych i sa-
telitnich snimk), po¢ty pfipadi nakazenych jedincit nebo mira kriminality ¢ nezaméstnanosti v da-
ném okrese (pfipadné meésté). Typickym cilem je vyhlazeni pozorovanych hodnot (volba vhodného
modelu a odhad parametri) a vyhodnoceni vazeb na dalsich veli¢indch. Na obrazku 3 je ptiklad re-
giondlnich dat, jedna se o prostorové uspoiradani mist narozeni fotbalist reprezentujicich CR, tdaje
jsou agregované v ramci jednotlivych kraji. Regionadlni data lze také obdrzet z predchozich dvou
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typt dat prostorovou agregaci, napit. u bodového vzorku spocitanim udélosti v nékolika disjunktnich
oblastech nebo u geostatistickych dat vyintegrovanim ndhodného pole pies riizné disjunktni oblasti.

Obrazek 3. Pocty fotbalovych reprezentant@i CR (v letech 1994-2009) podle kraji, ve kterych se
narodili.

2. Bodové procesy

Bodové procesy se daji definovat obecné na tuplnych separabilnich lokdlné kompaktnich metrickych pro-
storech. Pro ucely této pfednasky si vystac¢ime s bodovymi procesy na d-rozmérném euklidovském pro-
storu. Obecnym bodovym procestim se vice vénuje specialni vybérova prednaska doc. Rataje, ke které
jsou k dispozici skripta [11].

2.1 Zakladni definice a tvrzeni

Ozna¢me B? systém borelovskych podmnozin R¢ a B C B? systém omezenych borelovskych mnozin.
Definujme prostor lokalng kone¢nych podmnozin R jako ' = {p C R? : ¢(B) < oo VB € B3}, kde p(B)
oznacuje poCet bodtt mnoZiny ¢ N B. Na N lze zavést o-algebru nasledovné: M = o{{p € N : p(B) =
m},m € Ny, B € Bd}. Nékdy se pro prvky N pouziva oznaceni bodovd konfigurace (point configuration,).
Bodovy proces miizeme definovat jako ndhodnou bodovou konfiguraci.

Definice 1. Bodovy proces (point process) ® je méfitelné zobrazeni ® : (Q, A,P) — (N,M), kde
(92, A, P) je pravdépodobnostni prostor. Rozdéleni (distribution) bodového procesu je mira II na (N, 1)
definovéna vztahem II(U) = P({w € Q : ®(w) € U}), U € N. Rekneme, %e bodovy proces je konecny
(finite), jestlize mé koneéné mnoho bodt s.j.

Pozndmka: V této definici pfipoustime pouze tzv. jednoduché (simple) bodové procesy, tj. & mé na-
vzéjem ruzné body. Obecnéji lze bodovy proces definovat jako ndhodnou celo¢iselnou lokalné kone¢nou
(tj. kone¢nou na omezenych mnozindch) miru. Potom pfipoustime, Ze nékteré body se mohou zapodcitavat
s vétsi nasobnosti. Realizace bodového procesu je lokalné koneéna mnozina, a proto mize mit nejvyse
spocetné mnoho bodii. Mnoziné ¢ = {x;,2,...} odpovida atomickd mira ), d,,, kde J, je Diracova
mira v bodé x. Nékdy je vyhodnéjsi pohlizet na realizaci bodového procesu jako na lokalné konecnou
mnozinu, jindy zase jako na lokalné konecnou miru.

Pozndmka: Historicky se vzil pojem ,bodovy proces“, vhodnéjsi by mozna byl nizev ,bodové pole“.
V pripad€ d > 1 nema totiz oznaceni ,proces” nic spole¢ného s dynamickym vyvojem v ¢ase. U bodovych
procest nas zajima rozmisténi bodu v d-rozmérném euklidovském prostoru v pevném ¢asovém okamziku.
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Obecnéjsi tfidu tvori casoprostorové bodové procesy, kde kazdy bod predstavuje ¢asovy okamzik udalosti
a jejl umisténi v prostoru. V cCasoprostorovych procesech se tedy vyskytuje jak evoluce v case, tak
prostorové rozmisténi bodt. Toto téma jiz ale pfesahuje ramec piednasky.

Pozndmka: Bodovy proces ® je zobrazeni z (2, A, P) do (M, M), tedy pro w € Q je ®(w) lokdlné konecna
mnozina. Pocdet bodfi mnoziny ®(w) v dané mnoziné B € B? oznacujeme symbolem ®(w)(B), ¢asto
proménnou w vynechédvame a piSeme pouze ®(B).

Na obrazku 4 jsou znazornény tii priklady bodovych procest ve ¢tvercovém okné pozorovani. V prv-
nim z nich jsou body rozmisténé nezavisle na sobé, ve druhém maji tendenci se pritahovat a vytvaret
tak shluky a ve tfetim se zase spiSe odpuzuji a vytvareji regularni bodovy vzorek.

N | . % T L !

. . .. "f‘ . o ©
.0. : ° ..o r » " .: . . . * °
o« ° ¢ o ._. * ° * o

Obrazek 4. T¥irtzné realizace rovinnych bodovych procestu ukazujici t¥i zékladni rysy: iplné prostorova
nahodnost (vlevo), shlukovani (uprostfed) a regularita (vpravo).

Véta 1. ® je bodovy proces pravé tehdy, kdyz ®(B) je ndhodna veli¢ina pro kazdé B € Bg.

Diikaz: Viz cviceni.

O

Definice 2. Necht ® je bodovy proces. Prdzdnymi pravdépodobnostmi (void probabilities) rozumime
pravdépodobnosti P(®(B) = 0), B € Bg.

Véta 2. Rozdéleni bodového procesu ® je jednoznacné urceno prazdnymi pravdépodobnostmi.

Diikaz: Pro B € Bd a m € Ny ozna¢me Up,m = {¢ € N : ¢(B) = m}. Pfipometime, Ze tyto mnoZiny
generuji o-algebru M, tj. M = o{Up m : B € B, m € Ng}. Ve skuteénosti si vystacime s mensi mnozinou
generéatorti, plati totiz také M = o{Upo : B € Bi}. Jedna inkluze je ziejma, a tak staci ukdzat, ze
NCo{Upo:B e Bg}. Prostor R? mtizeme rozdélit na navzajem disjunktni krychlicky o hrané délky 2~ ™.
Polozime D, = {D,.,, : z € Z4}, kde D, ,, = [2/2", (2 +1)/2") a [a, b) = [a1,b1) X [ag,b2) X -+ X [ag,ba)
pro a,b € RY. Mame tak posloupnost {D,,n € N} zjemiiujicich se spocetnych rozkladi prostoru R.
Nyni si uvédomime, ze ¢ € Up ,, pravé tehdy, kdyz existuje ng € N takové, ze pro kazdé n > ng existuji
21y 2m € 24 tak, ze (BN D, n) >0,i=1,...,map(B\U";D,,,) = 0. Neboli

Upm = U ﬂ U (m(uBmD%m’o)c muB\U;'LlDzi,mO) € U{UB)() :B e Bg}

noENn>ng 21,...,2,, €Z4 \i=1

pro kazdé B € B am € Ny, a tudiz M C o{Up, : B € BY}.

Pokud II je rozdéleni bodového procesu @, tak jeho prazdné pravdépodobnosti jsou P(®(B) = 0) =
(Ug o). Systém mnozin {Ug o, B € B3} je uzavieny na kone¢né primiky (nebot U, oNUp, 0 = Up,uB,.0)
a generuje o-algebru M. Z véty o jednoznacnosti miry tak plyne, ze pokud se dvé rozdéleni shoduji na
{Up.0, B € B4} (coz znamena, Ze maji stejné prazdné pravdépodobnosti), shoduji se také na M.

O

Definice 3. Bodovy proces @ je staciondrni (stationary), jestlize jeho rozdéleni je invariantni vaéi
posunutim, tj. rozdéleni ®+y = {X +y : X € ®} je stejné jako rozdéleni ® pro libovolné y € R?. Bodovy
proces ® je izotropni (isotropic), jestlize jeho rozdéleni je invariantni viiéi rotacim kolem pocatku v R?,
tj. O = {OX : X € &} a & maji stejné rozdéleni pro libovolnou rotaci O kolem poéatku.
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Definice 4. Pro bodovy proces ® definujeme miru intenzity (intensity measure) pfedpisem
A(B) =E®(B), Be B,

neboli A(B) je stfedni pocet bodl procesu ® v mnoziné B. Existuje-li hustota A miry A vzhledem
k Lebesgueové mife (tj. A(B) = [, A(z)dz, B € B?), potom X se nazyva funkce intenzity (intensity
function).

Pozndmka: Mira intenzity je borelovska mira, o-aditivita plyne z Leviho véty o monoténni konvergenci.
Mira intenzity nemusi byt lokalné kone¢na, miize se tedy stat, ze A(B) = oo pro n&akou B € Bi. My
vsak budeme vétsinou pracovat s bodovymi procesy, u kterjch predpoklddame lokalné koneénou miru
intenzity.

Pozndmka: Vyznam funkce intenzity lze heuristicky chapat tak, ze A(x)dx je pravdépodobnost, Ze se
v infinitezimalné malé kouli se stiedem v z a objemem dx vyskytuje bod procesu.

Lemma 3. Je-li ® stacionarni bodovy proces s lokalné kone¢nou mirou intenzity A, pak A je nezapornym
nasobkem Lebesgueovy miry.

Diikaz: Pro stacionarni bodové procesy plati A(B +y) = A(B) pro kazdé y € R%. Tvrzeni plyne z toho,
7e Lebesgueova mira je aZ na nasobek jedina lokalné koneén4 transla¢né invariantni mira na (R9, B9).

O

Definice 5. Z lemmatu 3 vime, Ze pro stacionarni bodovy proces je mira intenzity nasobkem Lebes-
gueovy miry: A(B) = A|B|. Funkce intenzity je konstantni a rovna tomuto ndsobku A > 0, kterému se
iika intenzita (intensity) staciondrniho bodového procesu. Intenzita udavé stiedni pocet bodi procesu
v mnozin€ s jednotkovym objemem.

Pozndmka: P¥ipad A = 0 neni moc zajimavy, znamend, ze ® = () skoro jisté.

2.2 Poissonuv bodovy proces
Jesté nez se dostaneme k Poissonovu bodovému procesu, definujeme ptribuzny proces.

Definice 6. Necht v je diféizni (neatomicka) mira (tedy v({z}) = 0 pro kazdé x € R?). M&me B € B¢
takovou, ze 0 < v(B) < co. Necht n € N a Xj,...,X,, jsou nezavislé stejné rozdélené (v-rovnomérné)
nahodné vektory:

P(x; € 4) = X4)

2 C d.
J(B)’ ACB, AeB

Potom &™) = {X;,..., X, } je binomicky (binomial) bodovy proces o n bodech v B.

Pozndmka: MéFitelnost &™) plyne z véty 1, protoze &™) (A) = Y7 | 1(x,c4] je ndhodna veli¢ina. Mizeme
si povsimnout, ze ®(™ (A) ma binomické rozdéleni s parametry n a (AN B)/v(B).

Pozndmka: Casto predpokladame, Ze v ma hustotu vzhledem k Lebesgueové mife, oznaéme ji f. Potom
body X; jsou ndhodné vektory s pravdépodobnostni hustotou f/v(B).

Pozndmka: Knihovna spatstat [2] v R [12] umoziiuje generovani realizaci binomického bodového procesu
pomoci funkci runifpoint, runifdisc a rpoint. Pfiklady t¥i realizaci binomického procesu s 10 rovnomérné
rozdélenymi body jsou znazornény na obrazku 5.

Obrazek 5. TFi rizné realizace binomického bodového procesu s 10 rovnomérné rozdélenymi body
v rovinném okné jednotkového obsahu.



Poissonuv proces predstavuje zakladni model bodovych procesi. SlouZi jako referencni proces pii
studiu popisnych charakteristik a pouziva se jako zéklad pro konstrukci slozitéjSich modeld. Jde o model
Uplné nezavislosti bodt, ve kterém neexistuji zadné interakce mezi body.

V pripadé d = 1 byva Poissontiv proces ¢asto definovan pomoci nezavislych prirtastkd, které maji
exponencialni rozdéleni. Ve vétsi dimenzi budeme misto ¢asovych prirtstkt uvazovat pocty udalosti
(bodtt) v disjunktnich oblastech.

Definice 7. Nechf A je lokalné kone¢na diftizni mira na (R¢, B%). Bodovy proces ® takovy, Ze

(i) ®(B) m4 Poissonovo rozdéleni s parametrem A(B) pro kazdé B € B,

(i) ®(Bi1),...,®(B,) jsou nezavislé pro kazdé n € N a By, ..., B, € B po dvou disjunktni,
nazveme Poissoniv bodovy proces (Poisson point process) s mirou intenzity A. Pokud existuje funkce
intenzity A a je konstantni, pak ® je homogenni (homogeneous) Poissoniv proces s intenzitou A. Jestlize
navic je tato intenzita rovna jedné, mluvime o standardnim (standard) nebo také jednotkovém (unit rate)
Poissonové procesu.
Pozndmka: Homogenni Poissontv proces je staciondrni a izotropni (viz cviceni). Intenzita homogenniho
Poissonova procesu splyva s intenzitou z definice 5.

V knihovné spatstat se k simulovani Poissonova bodového procesu da vyuzit funkce rpoispp. Piiklady
t¥i realizaci homogenniho Poissonova procesu s intenzitou 10 v jednotkovém okné jsou znazornény na
obrazku 6.

Obrazek 6. Tii rizné realizace homogenniho Poissonova bodového procesu s intenzitou 10 v rovinném
okné jednotkového obsahu. Pocty bodi v okné jsou postupné 10, 7 a 13.

Vé&ta 4. Necht' A lokélné konecné difiizni mira na R?. Potom existuje Poissoniiv bodovy proces s mirou
intenzity A a je jednoznac¢né urcen.

Diikaz: 7 definice Poissonova bodového procesu plyne, Ze prazdné pravdépodobnosti jsou e A5, Jedno-
znacnost tak plyne z véty 2. Na cviceni jsme si ukazali konstrukéni dikaz existence.

O

Véta 5. Necht ® je Poissoniiv bodovy proces s mirou intenzity A. Zvolme pevné B € B? takovou, Ze
A(B) < co0. Potom podminéné pti ®(B) = n je restrikce ® na B binomicky bodovy proces na B s mirou
A an body.

Diikaz: Oznac¢me &g = & N B restrikci ® na mnozinu B. Pro libovolnou borelovskou A C B je

P(®p(A) =0|®(B) =n) = P(@(A)PLDO(, ;(lj >1)A) =n) _P(2(4) E&)gfi Bn\) A) = n)
e—A(A)we—A(B\A) AB\ A"
S ( A(B) > |

coz jsou presné prazdné pravdépodobnosti binomického procesu. Staci tak vyuzit vétu 2.

O

Véta b tika, ze z jedné realizace nepozname rozdil mezi binomickym a Poissonovym procesem.
Zatimco u binomického procesu je pocet bodd v okné pevny, tak u Poissonova procesu ma Poissonovo
rozdéleni, viz obrazek 5 a obrazek 6.



2.3 Momentové miry

Definice 8. Pro bodovy proces ® je momentovd mira n-tého fidu (n-th order moment measure) ddna
vztahem
M™(A)=E Y L,.xa0ea; A€ (B!
X1,...,.X,€P
a faktoridlni momentovd mira n-tého vddu (n-th order factorial moment measure) vztahem

#
Oz(n)(A) =E Z 1[(X1,...,Xn)6A]a Ae (Bd)n,
X1,.,Xn€P
kde Z;é znamena, ze se s¢itd pouze pres n-tice navzajem ruznych bodu Xi,..., X,.
X1,..,Xn €D
Pozndmka: Momentové miry prvniho fadu splyvaji s mirou intenzity M = o) = A. Vztah mezi
momentovou mirou n-tého fadu a momenty poc¢ti bodi je nésledujici:
M (By x --- x B,) =E[®(By)---®(B,)], Bu,...B,c B,

specialng M (B x --- x B) = E®(B)" pro B € B® Podobné faktoridlni momentova mira souvisi
s faktoridlnim momentem poc¢tu bodtt v dané oblasti: a(™ (B x - -- x B) = E[®(B)(®(B) —1) --- (®(B) —
n+1)].
Definice 9. Nechf existuje hustota A("") faktorialni momentové miry (™ vzhledem k (nd)-rozmérné
Lebesgueové mife. Hustota A\(™) se nazjva soucinovd hustota n-tého rddu (n-th order product density).
Pozndmka: Souéinova hustota prvniho fadu splyvéa s funkei intenzity. Budeme psat A1) = .
Pozndmka: Podobné jako u funkce intenzity muzeme soucinovou hustotu n-tého fadu zavést heuristicky.
Uvazujme n infinitezimalné malych disjunktnich kouli se stfedy v z1,...,2, a objemy dzi,...,dz,.
Potom A\ (z1,...,z,)dz; - - dz, je pravdépodobnost, ze v kazdé z téchto kouli je bod procesu.

Pro Poissoniiv bodovy proces méa faktoridlni momentova mira jednoduchy tvar.

Véta 6. Necht @ je Poissontiv bodovy proces s diftizni mirou intenzity A. Jeho faktoridlni momentova
mira je o) = A", kde A" znaéi n-tou mocninu miry A ve smyslu sou¢inu mér. Pokud existuje funkce
intenzity A procesu ®, tak pro souc¢inovou hustotu n-tého fadu plati A\ (zy, ..., 2,) = [} M)
Diikaz: Pro By, ..., B, € B% po dvou disjunktni je

o™ (By x -+ x By) = E®(By)--- ®(B,,).
Z vlastnosti (ii) Poissonova procesu (definice 7) pak plyne

o™ (By x -+ x By) = A(B1) --- A(By).
Ozna¢me (RY)™ = {(z1,...,2,) : 7; € RY a 2; # z; pro i # j} mnozinu viech n-tic bod navzajem
riiznych bodi z R. Jedna se o otevienou podmnozinu (R9)". Systém mnozin {B; x --- X B, : B; €
B%a B;NB; =0 proi # j} je uzavieny na kone¢né primniky a generuje borelovskou o-algebru (B%)™)
na prostoru (Rd)(”). Protoze miry o™ a A" splyvaji na tomto systému mnozin, jsou si podle véty
o jednoznaénosti miry rovny na (B84)(™. Jelikoz o™ m4 nulovou miru na (R%)"™\ (R%)(™) jsme s diikazem
rovnosti mér hotovi. P¥ejdeme-li k hustotdm mér o™ a A", dostaneme vztah pro souc¢inovou hustotu
n-tého radu.

Ul

Nasledujici véta se ndm bude ¢asto hodit.

Véta 7. (Campbellova véta) Pro bodovy proces ® a libovolnou nezapornou méfitelnou funkci h plati:

E ) h(Xl,...,Xn):/ / h(zy, ... xn) M (dzy, ... dz,)
R4 R4

X1, Xn€P

£
E ) h(Xl,...,Xn):/ / Wy, ... an) @™ (dzy, ..., dzy,).
x Rd R4

150, Xn€P

Diikaz: Pro indikétory plynou vztahy z definice 8. Pomoci standardnich argumentt teorie miry (standard
measure theory argument) se oba vztahy ukazou nejprve pro jednoduché funkce a pak limitnim pfechodem
pro nezaporné méritelné funkce.

O

Pozndmka: Véta 7 je formulovana pro nezaporné funkce, aplné stejné vSak plati pro integrovatelné funkce.



2.4 Palmovo rozdéleni

Definice 10. Necht @ je bodovy proces s mirou intenzity A. Definujeme Campbellovu miru (Campbell
measure) jako

C(A)=E Z L(xa)ca, A€BixMN
Xead

Redukovand Campbellova mira (reduced Campbell measure) je potom déna vztahem

C(A)=E ) Ljxaexpea, A€BIxoN
Xed

Pozndamka: Campbellova mira je téz urcena vztahem

C(B xU) =Eljgqq®(B), BeB’ UeN

Povgimnéme si, ze A(-) = C(- x N). Pro kazdé B € B% a U € M plati, Ze pokud A(B) = 0,
pak C(B x U) = 0. To znamend, ze mira C(- x U) je absolutné spojitd vzhledem k mife A. Budeme
predpoklddat, Ze mira intenzity A je o-kone¢na (to plati napiiklad, kdyZ je lokélné konec¢nd). Potom
existuje (A-s.j. jednozna¢na) Radonova-Nikodymova hustota P, (), neboli plati

C(B x U) = /B Po(U) A(de). (1)

Na zobrazeni P : %t x R? — [0, 1] dané ptedpisem P(U, x) = P, (U) lze pohliZet jako na (M, B¢)-nahodnou
pravdépodobnostni miru ve smyslu definice 8.1 v [8]. D4 se ukazat, Ze existuje regularni verze. Casto se
také pouziva pojem markovské jadro.

Definice 11. Mgé&jme dva méfitelné prostory (5,S) a (T, 7). Zobrazeni K : S x T — [0,1] se nazyvé
markovské jadro (Markov kernel) nebo také pravdépodobnostni jdadro (probability kernel) z (S,S) do
(T, T), jestlize

(i) pro kazdé B € T je s — K(s, B) nezdpornd méfitelnd funkce na S,

(ii) pro kazdé s € S je K(s,-) pravdépodobnostni mira na (7', 7).

Systém {P,(U) : U € 9} hustot z (1) lze volit tak, Ze tvori markovské jadro.

Tvrzeni 8. Necht ® je bodovy proces se o-konecnou mirou intenzity A. Potom existuje markovské jadro
P z (R, BY) do (N, M) takové, Ze

C(BxU) = / P(z,U)A(dz), BB UecN.
B

Je-li P’ jiné markovské jadro spliujici vztah (1), tak pro kazdé U € N je P(x,U) = P'(x,U) pro A-
s.v. z € RY.
Diikaz: Jelikoz N tvoii tplny separabilni metricky prostor ([11], véta 2.2), miiZeme vyuzit vétu o existenci
reguldrni verze ndhodné pravdépodobnostni miry ([8], véta 8.9). Cely diikaz lze také nalézt v [5], kap. 12
nebo [11], kap. 7.

U

Definice 12. Je-li P markovské jidro z tvrzeni 8, tak rozdéleni P,(-) = P(z,-) se nazyva Palmovo
rozdéleni (Palm distribution) bodového procesu ® v bodé x. Analogicky lze definovat rozdéleni P,
kterému se ¥ik& redukované Palmovo rozdéleni (reduced Palm distribution). To splituje vztah

c’(Bxu):/ PL(U)A(dz), BeBi Uen
B

Pozndmka: Ve skute¢nosti nemé smysl mluvit o Palmové rozdéleni v jednom konkrétnim bodé, protoze to
miize byt definovano libovolné. Nicméné tvrzeni 8 zarucuje, ze systém Palmovych rozdéleni { P, : z € R?}
je jednoznacné uréen pro A-s.v. x.



Pozndmka: Palmovo rozdéleni P, 1ze interpretovat jako podminéné rozdéleni bodového procesu za pod-
minky, ze x je bod procesu. Pro £ > 0 malé totiz mame:

_P(® U, ®(b(x,e) >0)  Elgaq®b(z,e)) Cb(x,e) xU)
P(@ U | 2(b(z,e)) > 0) = P(®(b(z,e)) >0) E®(b(z,e)  Ab(x,e) Fot),

kde b(x,e) znadi kouli o stfedu x a poloméru . Lemma 7.2 v [11] nabiz{ matematicky pfesné odvozeni.
Podobné P! lze interpretovat jako podminéné rozdéleni bodového procesu za podminky, Ze = je bod
procesu a ten nezapocitavame.

Pozndmka: V teorii bodovych procesti se ¢asto pouziva oznadeni typicky bod (typical point). Jeho vyznam
se interpretuje pomoci Palmova rozdéleni. Pokud za Palmova rozdéleni P, ma bod x néjakou danou
vlastnost, fekneme, Ze typicky bod ma tuto vlastnost.

Véta 9. (Campbellova-Meckeho véta) Pro bodovy proces @ a libovolnou nezapornou méfitelnou funkci

h plati:
E}%h}(@ / /R C(dz,dy) = /R/ (2, ) Py(dg) A(dx)
EXXG;hXQ\{X} / / de, dg) = /R/ (z, ) P (dgp) A(dx).

Diikaz: Probihé standardnim postupem teorie miry.

O

Véta 10. Necht ® je staciondrni bodovy proces s intenzitou A > 0. Zvolme libovolnou omezenou
borelovskou mnozinu A € B¢ s kladnou Lebesgueovou mirou (|A| > 0). ProUd € M a v € R? oznacme
U—z={p—x:pcelU},kdep—x={y—x:y € p}. Potom

1
PU) = +E Z lo_xecu), UEMN,

AL &
P.(U) =P,(U—=z), UeMN,

jsou Palmova rozdéleni procesu .

Diikaz: Je t¥eba ovérit, ze takto definovany systém rozdéleni splituje (1), a tudiz vyhovuje definici Pal-
movych rozdéleni. Ze stacionarity vime, Ze mira intenzity A je ndsobkem Lebesgueovy miry (lemma 3),

proto
/P /\/P( dw-/A|A|Ezlq>Yeuxd

YednA
1

B yveana

Nyni bude vyhodnéjsi pohlizet na bodovy proces ® jako na nadhodnou lokalné konecnou citaci miru.
Posledni vztah pak lze pfepsat ve tvaru

/ 2 (U) A(dx) |A|/ / [®—y+zel] (dy) dfl?* // [®—y+zeld] ¢(dy) dz,

kde jsme pro zdménu integralu a stfedni hodnoty pouzili Fubiniho vétu. Protoze (® + z)(B) = ®(B — x),
vede substituce z = ¢ — y na ®(dy) = (® + z)(dz). Odtud s vyuzitim stacionarity ® dostaneme

1
/;PE(U) A(d:c) = WE//1[168]1[m—z€A]1[®+z€U] (<D + Z)(d:l?) dz

1
= WIE//1[aceB]1[zeac_,4]1[q,eu] &(dz)dz
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O

Pozndmka: Stejny postup jako v pfedchozim diikazu lze najit v [11], véta 9.1, kde se obecnéji pracuje
s Palmovym rozdélenim stacionarni nahodné miry na R¢.

Pokud budeme mluvit o Palmové rozdéleni stacionarniho bodového procesu, méame na mysli soubor
rozdéleni (P, z € R?) z véty 10, ktery je uréen Palmovym rozdélenim P, v po¢atku a vztahem P, (-) =
P,(- — x). Podobné redukované Palmovo rozdéleni staciondrniho bodového procesu budeme uvazovat

tvaru ,
|
PolU) = 3B D Limvxp-xeop, UeEM

XeanA
PLU)=P\(U -z), UeN
Campbellova-Meckeho véta mé pak nasledujici tvar.

Véta 11. Pro stacionarni bodovy proces ® s intenzitou A a libovolnou nezapornou méiitelnou funkci h

plati:
IEZ (X, D) // (z,¢) Pp(dp)dx = A // (z,0+ ) P,(dp) dz
Xed Re R
IEZhX(I)\{X}_/\// (z, ) P\ (dp)dz = A // z, ¢ + ) P (dy) d.
Xed Re

Pozndmka: Symbolem E, (resp. E!) budeme znacit stfedni hodnotu vzhledem k P, (resp. P!), tj
Bh(@) = [ (o) Pa(de), BLh(@) = [ h(e) Pi(d)

Tvrzeni 12. (Slivnyakova véta) Pro Poissontiv proces s rozdélenim II a lokalné kone¢nou mirou intenzity
A plati P, =1I pro A-s.v. € R%.
Diikaz: [11], véta 7.3.

2.5 Charakteristiky bodovych procest

V této podkapitole se budeme vénovat popisnym charakteristikdm bodovych procesti. Rozlisujeme ¢i-
selné a funkcionalni charakteristiky. Ciselné charakteristiky popisuji vlastnosti bodového procesu jednou
¢iselnou hodnotou. U stacionarnich bodovych procesi je nejjednodussi a nejdilezitéjsi ciselnou charakte-
ristikou intenzita (definice 5). Moderni prostorova statistika pouzivéa spiSe funkciondlni charakteristiky.
Piikladem funkcionalni charakteristiky je funkce intenzity (definice 4). Intenzita a funkce intenzity jsou
charakteristiky prvniho faddu (jsou odvozeny od momentové miry prvniho faddu). Funkce intenzity je de-
finovéana i pro nestacionarni bodové procesy. My se v této podkapitole zaméfime na stacionarni bodové
procesy, i kdyz nékteré definice lze rozsirit pro specialni pfipady nestacionarnich procesi. Nejprve si
uvedme piiklady dvou ¢iselnych charakteristik, které jsou zalozeny na vzéjemnych vzdalenostech mezi
body procesu.

Definice 13. Uvazujme stacionarni bodovy proces ® s intenzitou A a jako D ozna¢me vzdalenost od
pocatku o k nejblizséimu bodu procesu @, tj. D = infxcq || X||. Definujeme Pielouvé index ndhodnosti
(Pielouw’s indez of randomness) jako

PI = \wqED?

a index agregace (aggregation index) nebo také Clarkiv-Evansiv index (Clark-FEvans index) pfedpisem

1/d
d(/\wd) E' D,

OB = "raja)

kde wq = |b(0,1)| = 1“(%;2/2) je objem d-rozmérné jednotkové koule.

Tyto indexy tzce souvisi s nasledujicimi funkciondlnimi charakteristikami.
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Definice 14. Necht ® je stacionarni bodovy proces a D je vzdalenost od pocéatku k nejbliz§imu bodu
procesu. Kontakini distribucéni funkce (spherical contact distribution function, empty space function,
point-to-nearest-event distribution function) je ddna predpisem

F(r)=P(®((o,r)) >0)=P(D<r), r>0.

Oproti tomu distribucni funkci vzddlenosti nejblizstho souseda (nearest neighbour distance distribution
function, event-to-event distribution function) definujeme jako

G(r) = P,({p € N : ¢(b(o0,7)) > 0}), r>0.
Dale jesté zavedeme J-funkci (J-function):

_1=-Gr)

J(T)—m, T>OF(T)<].

Pozndmka: Misto kouli b(o, r) v definici F' a G lze uvazovat obecnéjsi mnoziny.

U funkce G podobné jako u indexu agregace nas zajiméa vzdalenost od typického bodu procesu
k nejbliz§imu bodu procesu (tzv. sousedu), zatimco u funkce F i Pielouvé indexu ndhodnosti se divame
na vzdalenost od daného bodu v prostoru k nejbliz§imu bodu procesu.

Véta 13. V piipadé homogenniho Poissonova procesu plati PI=CE =1, G(r) = F(r) =1 — e~ war?
aJ(r)=1.
Drikaz: Viz cviceni.

O
Pozndmka: Odchylky charakteristik od teoretickych hodnot pro Poissontv proces indikuji bud shlukovani
bodti nebo tendence k regularité. Pro shlukovani svéd¢i hodnoty Pielouvé indexu nédhodnosti vétsi nez

1, hodnoty indexu agregace mensi nez 1 a hodnoty funkce J mensi nez 1, zatimco pro regularitu je tomu
naopak.

Doposud zavedené charakteristiky byly definovany pomoci vzdalenosti k nejblizsimu bodu procesu,
a tudiz jsou pon¢kud ,kratkozraké“, nebot vzdalenosti mezi vice vzdalenymi body se jiz neberou v tvahu.
Na druhou stranu casto se podstatné prostorové korelace v datech objevuji pfedevsim mezi body, které
jsou blizko u sebe. Jina tfida charakteristik je zaloZena na momentové mife druhého rfadu.

Definice 15. Necht ® je stacionarni bodovy proces s intenzitou \. Redukovand momentovd mira druhého
fddu (second order reduced moment measure) K je definovana pomoci vztahu

MC(B) = /N #(B\ {0}) Po(dy) = /N #(B) P(dg) =E.&(B), B e B

Dale definujeme redukovanou momentovou funkci druhého vddu (second order reduced moment function)
nebo zkracend K -funkci (K -function) jako

K(r)=K(@(o,7)), 7>0.

Pozndmka: Mtzeme tedy MK (r) interpretovat jako stiedni pocet boda rtznych od pocétku v kruhu
o poloméru r se stfedem v poc¢atku za podminky, Ze v pocatku je bod procesu. Alternativné lze K-funkci
definovat predpisem

_ Q(O(X,r)\{X}) 7 lixea,|x—v|<r)
M =E 3 A “ED ANAT @)
XeanA XYed

kde A € B¢ je libovolna s kladnou Lebesgueovou mirou (|A| > 0). Prvni rovnost v (2) plyne z véty 10 nebo
z véty 11 (viz cviCeni). Druhd rovnost rovnost je rozepsani ®(b(X,r)\{X}) jako >y c g vy Ljx—v | <r]-
Obecnéji plati

# lixeay_XxeB]

B e B?
N4 TSR

AC(B) =E )

X,Yed
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pro libovolnou A € B¢ s |A| > 0.

Definice 16. Uvazujme bodovy proces ®, ktery nemusi byt nutné stacionarni. Za predpokladu, Ze
existuje funkce intenzity A a existuje sou¢inova hustota druhého ¥adu A(?), definujeme pdrovou korelacni
funkci (pair correlation function) pfedpisem

g(z,y) = W, z,y € RY: A(x) > 0,\(y) >0

w = g(x —y) funkcemi

Je-li ® stacionarni, jsou A\ (z,y) = \®(z—y,0) = \®(z—y) a g(z,y) =
rozdilu x — y. Je-li ® navic izotropni, jsou A (z,y) = A& (||lz — y||) a g(x,y) = g(||]z — y||) funkcemi
vzdalenosti z a y. Poznamenejme, Ze na tomto misté i jinde ponékud zneuzivame znaceni a pouzivame
pro funkce rozdilu « — y nebo velikosti rozdilu ||z — y|| stejné oznaceni jako pro funkci dvojice (z,y).

Pozndmka: Parova korela¢ni funkce miiZe nabyvat hodnot v intervalu [0, 00). Oznaceni ,korelaéni funkce*

je proto ponékud zavadéjici.
Véta 14. Pro Poissoniiv bodovy proces je g(x,y) =1 a K(r) = war?.

Diikaz: 7 véty 6 vime, 7e A\ (z, ) = M(x)A(y), a proto plati g(x, y) = 1. Z definice redukované momentové
miry druhého fadu a tvrzeni 12 dostaneme AC(B) = E®(B) = A|B|. Odtud jiz plyne, ze K (r) = wqr.
U

Poznamka: Parova korelacni funkce pfedstavuje uziteCny néstroj pro grafické znazornéni odchylek od
Poissonova procesu. Pokud g(z,y) > 1, tak soucasny vyskyt bodt = a y je pravdépodobnéjsi nez u Pois-
sonova procesu se stejnou funkci intenzity. Pro stacionarni a izotropni procesy hodnoty parové korelacni
funkce g(r) vétsi nez 1 odpovidaji tomu, Ze vzdalenosti r mezi body jsou typi¢téjsi nez u modelu s upl-
nou prostorovou nezavislosti mezi body. Tedy g(r) > 1 indikuje shlukovéni ve vzdalenostech r, zatimco
g(r) < 1 znamen4 regularitu v piislusnych vzdalenostech r.

Poznamka: Nékdy se misto K-funkce pouziva jeji transformace

L(r) = <@)l/d, r>0,

wq

kterou nazveme L-funkce (L-function). Jednim z dtivodu oblibenosti L-funkce je, Ze pro Poissontiv proces
je (podle véty 14) rovna identité (L(r) = r). Situace, kdy pro mald r je L(r) > r, odpovida shlukovani
v piislusnych vzdalenostech. U shlukovych procesti je totiz typicky bod procesu obvykle c¢asti shluku
a v jeho blizkosti se nachézi vice bodi, nez jak by tomu bylo pro Poissoniiv proces se stejnou intenzitou.
Naopak pro reguldrni procesy je L(r) < r pro mald r, protoze typicky bod procesu je spiSe izolovany
a pocet bodt ve vzdalenosti r je mensi nez pro Poissontiv proces se stejnou intenzitou.

Véta 15. Pro stacionarni a izotropni proces, pro ktery existuje parova korelacni funkce, plati

K'(r)

ogrd—1’

g(r) =

2 d

kde K'(r) je derivace K-funkce a o4 = dwq = #d//;) je povrch jednotkové stéry S4—1 v RY.

Diikaz: RozepiSeme-li vztah (2) podle véty 7 a definice 9, dostaneme

Ledlo=yls (2 Leeaja—yi<r] (2 ded
// A ¥ (d(z,y)) // A2|A| (z,y) dzrdy

1x xr T :E x ks
://g(f”’y [€A|”A| hardy= [ [ota -t aray

Dale pouzijeme substituci v = x —

K(r) |A|// il <rg(u dudx—/( )g(u)du.
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S vyuzitim izotropie tak pomoci polarni dekompozice Lebesgueovy miry (sférické soufadnice) méme

= U u= Ta sdfl s)ds.
K(r)—/b(mmn a /Od g(s)d

Podobné jako jsme ukézali, ze
K(r)= / g(u) du,
b(o,r)

1ze odvodit vztah

Jestlize existuje souc¢inova hustota druhého fadu stacionarniho bodového procesu, pak redukovana mo-
mentova mira druhého fadu K je absolutné spojita vzhledem k Lebesgueové mife a jeji hustota je rovna
péarové korelacni funkci g.

Péarova korelacni funkce a K-funkce patfi mezi charakteristiky druhého fadu. Popisuji jisty druh
zéavislosti mezi body procesu. Existuji vSak procesy, které maji stejné charakteristiky prvniho a druhého
fadu, ale maji vizualné velmi rozdilné realizace. P¥ikladem (viz obrazek 7) je homogenni Poissontiv proces
a proces z ¢lanku [1], jehoZ realizace v balicku spatstat generuje funkce rcell.

®
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. e S ° °
[ ] L4 b [ ] ° b [ ] °
. o ° ° °
hd °® °
° ° ° °
° °
° ° ® °
o ° °
. . e °, e o
°
° °
°
. ° . .
b L ®e o
[ ®e o
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. o 0 [
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Obrazek 7. Realizace dvou rtznych procest se shodnymi charakteristikami druhého fadu: homogenni
Poissontiv bodovy proces (vlevo) a Baddeleyho-Silvermantv proces (vpravo) v rovinném okné jednotko-
vého obsahu (v obou ptipadech je intenzita rovna 64).

2.6 Modely bodovych procestu

Coxovy procesy

Definice 17. Necht A je ndhodn4 lokalné koneéna diftizni mira na (RY, B%). Bodovy proces ® takovy,
7e podminéné pfi A = p je ® Poissontiv bodovy proces s mirou intenzity u, se nazyva Cozuv bodovy
proces (Coz point process) s Fidict mirou (driving measure) A. N&kdy se také pouziva oznadeni dvojné
stochasticky (doubly stochastic) Poissoniiv proces. Pokud existuje ndhodné pole Y = {Y(z) : z € R%},
které je hustotou miry A vzhledem k Lebesgueové miie, tedy takové, ze A(B) = [, Y (z)dxz, B € B, pak
fekneme, ze Y je Fidict funkce (driving function) Coxova procesu ®. Podminéné rozdéleni ® pii daném
Y je rozdéleni Poissonova procesu s funkci intenzity Y.

Symbolem A nyni zna¢ime nahodnou ¥idici miru, mira intenzity Coxova procesu je MM (B) =
E®(B) = E[E(®(B) | A)] = EA(B). Podobné se s vyuzitim véty 6 ukéaze, Ze pro faktoridlni momentovou
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miru n-tého fadu plati o™ (B; x --- x B,) = EA(B;)---A(B,,). Pokud existuje ¥idici funkce Y, tak
soucinové hustota Coxova procesu mé tvar A" (zy,... x,) = EY (x1)---Y(x,), jak plyne z Fubiniho
véty pro nezaporné funkce. Prazdné pravdépodobnosti Coxova procesu jsou

P(®(B) = 0) = Eljg(5)=0) = E[E(Lja(8)=0] | A)] = E[P(®(B) = 0 | A)] = Ee "), B € Bf.

Coxtiv proces je prirozenym zobecnénim Poissonova procesu, kdy mira intenzity neni determinis-
tickd, ale je ndhodna. Poissontv proces je specidlnim piipadem Coxova procesu (A je deterministickd
mira). Nejjednodussi netrividlni piiklad Coxova procesu obdrzime, kdyz A bude (ndhodnym) ndsobkem
Lebesgueovy miry.

Definice 18. Coxiiv proces s fidici mirou tvaru A(B) = |B|-Y, kde Y je ndhodn4 veli¢ina, se nazyva
smiseny (mized) Poissoniv proces.

Pozndmka: SmiSeny Poissontv proces je staciondrni bodovy proces s intenzitou EY. Plati totiz E®(B) =
EA(B) = |BJEY . Ridici funkce smiSeného Poissonova procesu je konstantni a rovna Y.

7 jedné realizace Coxova procesu nelze poznat rozdil od Poissonova procesu. Na obrazku 8 jsou tii
rizné realizace smiseného Poissonova procesu v rovinném ctvercovém okné jednotkového obsahu. Pocet
bodd v okné mé Poissonovo rozdéleni s ndhodnou intenzitou Y, kterd ma exponencialni rozdéleni, coz
znamend, ze po¢et bodd mé geometrické rozdéleni (viz cviceni). Oproti realizacim Poissonova procesu
(obrazek 6) je v tomto piipadé vétsi variabilita v poétu bodi v okné.

Obrazek 8. Tii realizace smiseného Poissonova procesu s Fidici ndhodnou veli¢inou Y, kterd mé expo-
nencialni rozdeéleni se stfedni hodnotou 10. Okno pozorovani je jednotkovy ¢tverec. Poéty bodid v jed-
notlivych oknech jsou postupné 14, 6 a 22.

Shlukové procesy
Definice 19. Mé&jme bodovy proces ®, (tzv. rodicovsky proces (parent process)) a kolekci koneénych
bodovych procesti {¥,,z € R?}. Potom
o= [J ux
Xea,

se nazyva shlukovy bodovy proces (cluster point process). Pro X € ®, se ¥x oznaluje jako dcefinny
proces (daughter process) pFislusny bodu X.

Definice 20. Shlukovy proces ® takovy, ze

e ®, je Poissoniiv bodovy proces,

o U, 2 cR% jsou navzajem nezavislé a nezavislé na b,
nazyvame Poissonovym shlukovym bodovym procesem.

Nasledujici véta ukazuje, ze ne€které Poissonovy shlukové procesy jsou zaroven Coxovymi procesy.

Véta 16. Necht ® je Poissoniiv shlukovy proces takovy, Zze ¥, jsou kone¢né Poissonovy bodové procesy
s mirou intenzity A,. Predpoklidejme, Ze A(B) =3 ycq Ax(B) < o0 s.j. pro kazdé B € Bd. Potom ®
je Coxuv proces s Fidici mirou A.
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Diikaz: Pro B € B¢ je

P(®(B) = 0) = E[P(2(B) = 0| &,)] = E[P( () [¥x(B) =0]| 2,)]

Xeo,
=E[ [] B(¥x(B)=0]&,)] =E[ [[ ¢ **®)
Xed, Xco,
=Eexp{~ )  Ax(B)} =Ee ",

Xed,

coz jsou prazdné pravdépodobnosti Coxova procesu. Véta tak plyne z véty 2.

O

Definice 21. Mgé&jme pevné danu pravdépodobnostni hustotu p na R%. Necht ® je Poissontiv shlukovy
proces takovy, ze
e U, (R?), 2 € R? jsou nezavislé stejné rozdélené nahodné veliciny,
o U, = U;P:zl(Rd)Yi, kde Y; jsou nezévislé stejné rozdélené ndhodné vektory s hustotou p(- — x), tj. body
centrovanych procestt ¥, — x jsou nezavislé stejné rozdélené s hustotou p.
Pak ® se nazyva Neymanitv-Scottové proces (Neyman-Scott process). Pokud navic ¥,(RY) maji Po-
issonovo rozdéleni s intenzitou A., jde o Neymanuv-Scottové Poissontiv proces. V tom pripadé je ¥,

Poissontv proces s funkei intenzity A.p(- — x).
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Obrazek 9. Realizace Neymanova-Scottové bodového procesu ve ¢tvercovém okné jednotkového obsahu.
Intenzita rodi¢ovského bodového procesu je 10 (body zndzornény na levém obrazku kiizky), po¢ty bodt
dcefinnych procest maji binomické rozdéleni s parametry 10 a 1/2 a body dcefinngch procest (zndzornény
puntiky) jsou rovnomérné rozdéleny ve ¢tverci o strané délky 0,2 (vyznacen na levém obrazku). Na pravém
obrazku je samotné realizace procesu (pouze body decefinnych procestt).

Na obrazku 9 je vlevo vysvétlen vznik Neymanova-Scottové bodového procesu. Rodi¢ovsky proces
®,, je Poissontiv bodovy proces (body jsou zndzornény kiizky), pocty boda dcefinnych procesii jsou
nezavislé stejné rozdélené nahodné veli¢iny s binomickym rozdélenim se stiedni hodnotou E¥ x (R?) = 5
a body kazdého dcerinného procesu jsou nezavislé stejné rozdélené nahodné vektory s rovnomérnym
rozdé€lenim ve Ctverci se stfedem v bodé rodi¢ovského procesu a délkou strany 0,2, tj. hustota p ma
tvar p(xr) = 1/0,2% pro z € [-0,1;0,1]2. Vzhledem k tomu, Ze se nosi¢e hustot pro jednotlivé shluky
(dcefinné procesy) protinaji, nelze z vysledné realizace shlukového procesu rozlisit, ktery bod néalezi
kterému dcefinnému procesu. Rovnéz si miizeme povsimnout, ze dcefinné body v okné pozorovani mohou
pochézet od rodic¢ovskych bodt, které lezi mimo okno. Vyslednéa realizace Neymanova-Scottové procesu je
vykreslena na obrazku 9 vpravo. V té uz nevystupuji body rodicovského procesu. V knihovné spatstat se
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dé generovat Neymanuv-Scottové bodovy proces pomoci funkce rNeymanScott. Dva priklady Neymanova-
Scottové Poissonova procesu jsou na obrazku 10.

Véta 17. Méjme Neymaniiv-Scottové Poissoniiv proces ® takovy, ze ®, je stacionarni Poissontiv bodovy
proces s intenzitou Ap, pak @ je staciondrni proces s intenzitou A = A\pA. a parovou korela¢ni funkei g(x) =

1+ h(m) , kde h(z) = [ p(y)p(y —x) dy je hustota X1 — X5, kde X1 a X» jsou dva dcefinné body. Pokud je
rozde]em dcer rad1a1ne symetncke (tj. p(z) = p(||z||) = p(r)), tak ® je izotropni a g(z) = g(||z||) = g(r).

Diikaz: Podle véty 16 je ® Coxtiv proces s Fidici mirou A(B) = 3 xcg Ax(B), kde Ax ma hustotu
Acp(- — X) vzhledem k Lebesgueové mife. Mira intenzity procesu @ je podle véty 7

=E > Ax(B)=) | Au(B)dz=), Aep(y — x) dydz = M\ Ae|B| = \|B.
R4 R JB

Xed,

Podobné uzitim véty 7 a vlastnosti Poissonova procesu dostaneme pro faktoridlni momentovou miru
druhého tadu procesu ¢

EA(B1)A(B2) =E Y Ax(Bi)Ay(By) =E Z’é Ax(B1)Ay(By) +E > Ax(B1)Ax(Bz)
X, Yed, X, YeEP, Xeo,

_A2/Rd/ Ay(Bz)dydz + ), / A (B1)A,(Bs)dx

—)\2/\2/ / // (u—2)p(v —y)dvdudydx
R JRe J B, J By
+Ap/\§/ / / p(u — z)p(v — x) dvdudx
R J B, J B,
:)‘2'|Bl|'|B2|+/\/\c/ //p(u—x)p(v—x)dxdvdu.
B1 J By JRe

Odtud vidime, Ze sou¢inova hustota druhého fadu je
AP (y,v) = X2 + )\)\c/ p(u— z)p(v — z) d,
R4

a proto parova korelac¢ni funkce ma tvar

1
gu,v) =1+ — [ plu—z)p(v —z)dz.
Ay Jra

Provedeme-li substituci y = u — x, zjistime, ze

1
g(u,v) =1+ " p(y)p(v —u+y)dy
p JRA

je funkei u — v: g(u,v) = g(u —v,0) = g(u — v).
U

Vsimnéme si, Ze pro Neymanovy-Scottové Poissonovy procesy je parova korela¢ni funkce vzdy ale-
spon 1. Nejznaméjsimi piiklady téchto procest s radidlné symetrickym rozdélenim bodd shlukt jsou:
a) Thomasiiv proces: p je hustota d-rozmérného normélniho rozdéleni N(0,02I) s nulovou stiedni
hodnotou a varianéni matici, ktera je nasobkem jednotkové matice,
b) Matérniv shlukovy proces: p je hustota rovnomérného rozdéleni na kouli b(o, R).

Knihovna spatstat umoziiuje generovani téchto modelt pomoci funkci rThomas a rMatClust. Priklady
konkrétnich realizaci naleznete na obrazku 10.
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Obrazek 10. Realizace Thomasova procesu (vlevo) a Matérnova shlukového procesu (vpravo) ve étver-
covém okné jednotkového obsahu. Rodicovsky bodovy proces je v obou piipadech stejny a jeho intenzita
je 10. Pocty bodti ve shluku maji Poissonovo rozdéleni se stfedni hodnotou 5 a jsou v obou pripadech
pro kazdy bod rodic¢ovského procesu stejné. Lisi se pouze rozdéleni bodt v jednotlivych dcefinnjych pro-
cesech. U Thomasova procesu jde o normalni rozdéleni se smérodatnou odchylkou ¢ = 0,05, zatimco
u Matérnova shlukového procesu jsou body shluku rovnomérné rozdéleny na kouli o poloméru R = 0,1.

Procesy s pevnym jadrem

U procest s pevnym jadrem nejsou zadné dva body procesu od sebe blize nez o danou vzdalenost r > 0.
Jedna z moznosti, jak takovy proces zkonstruovat, je vyjit z bodového procesu a nékteré body z ného
vypustit. Takovéto operaci se k4 ztenéend (thinning). Nejprve uvazujme pfipad tzv. nezdvislého ztencent
(independent thinning), kdy odebrani daného bodu nezavisi na ostatnich bodech.

Definice 22. Nechf ® je bodovy proces, p : R? — [0,1] je méfitelna funkce a {U(z) : x € R4}
jsou nezavislé ndhodné veli¢iny s rovnomérnym rozdélenim na (0,1) a nezdvislé na ®. Bodovy proces
Oy ={X € ®:U(X) < p(X)} se nazyva ztenceny bodovy proces (thinned point process).

7 Poissonova bodového procesu dostaneme nezavislym ztencenim opét Poissontiv bodovy proces.

Véta 18. Pro Poissontiv bodovy proces ® s mirou intenzity A je piislusny ztenceny proces ®y1, Poissontv
bodovy proces s mirou intenzity

A(B) = /B p(y) A(dy), BB

Drikaz: Spocteme prazdné pravdépodobnosti ztenéeného procesu @y, a ukazeme, Ze se rovnaji prazdnym
pravdépodobnostem Poissonova bodového procesu s mirou intenzity Ay. Dtkaz tim bude hotov diky
vété 2. Pro B € BY je

P(®n(B) = =n)P(®w(B) =0 ®(B) =n)

[ PUX)=px

)| ®(B) =n)

XeonB

o [/ /
—A) exp{/ 1oy

[u>p(>

A(dz)} =

18

A(da)
B)

du}

o Sy P Adz)

o0

(§]

—A(B)

n!

[ = s

n



P1i vypoctu jsme vyuzili vétu 5.
O
V definici nasledujicich dvou procest s pevnym jadrem se vyuziva tzv. zdvislé ztendeni (dependent
thinning).

Definice 23. Mgé&jme dano r > 0 a bud ® homogenn{ Poissontiv bodovy proces. Bodovy proces
O;={X€d: | X-Y|>rVWedY +#X}
se nazyva Matérniv proces s pevngm jadrem typu I (Matérn hard-core process I). Bodovy proces
O, ={Xed:UX)<UY)VY ednd(X,r)\{X}},

kde {U(z) : z € R4} jsou navzdjem nezévislé ndhodné veli¢iny, nezavislé na ® a rovnomérné rozdélené
na intervalu (0, 1), se nazyva Matérniv proces s pevnym jadrem typu II (Matérn hard-core process II).

Pro generovani Matérnovych bodovych procesti s pevnym jadrem lze v balicku spatstat pouzit funkce
rMaternl a rMaternll. Na obrazku 11 je zobrazen homogenni Poissoniiv bodovy proces, jehoz ztencenim
se dostanou Matérnovy procesy s pevnym jadrem typu I a II. V pripadé procesu typu I se diky piisnéjsi
podmince na ztencovani ziskd mensi pocet bodl nez u typu IL.

. & Y hd ® [ hd

[ ] ° [ _J ° [ ° [

[ ] [ ]
. e 9 ° ° o ° . °

> ° ° > ° ° » °

° ° °
oo ° ° .o ° °
» b ° ° °

° °
° ° ° ° °
o o® °
L) ° (14 ° °
°
.’0 ° R ° L4 ° (] (]
N ° ° * ° ® °

1] o o Y

Obrazek 11. Vlevo je znazornéna realizace homogenniho Poissonova bodového procesu s intenzitou 50
v rovinném okné jednotkového obsahu. Z této konfigurace bodu je odvozena realizace Matérnova procesu
s pevnym jadrem typu II (uprostied) a typu I (vpravo), pevné jadro je zvoleno jako r = 0,1.

Véta 19. Necht ® je homogenni Poissoniiv bodovy proces s intenzitou A. Bodové procesy ®; a @
z definice 23 jsou stacionarni a jejich intenzity jsou

—Awgr?
_ d 1—e d
/\]Z)\e Awar a )\]127(1
wqr

Diikaz: Stacionarita plyne z konstrukce procesi a intenzita je dana soucinem A a pravdépodobnosti
zachovani bodu v daném procesu s pevnym jadrem. Pro typ I je pravdépodobnost zachovani bodu

ziejme rovna
“dwgr?

P(®(b(o, 7)) = 0) = e MNPl = ¢

vvvvvv

®;; podminime hodnotou ndhodného éisla U(X) pfitazeného bodu X. Potom hledané pravdépodobnost

Je
1

/ P(X € & | U(X) = u)du = / P(® (b(X, 7)) = 0) du,
0 0

kde @Eﬁ) ={Y € @ : U(Y) < u} je nezavisle zten¢eny Poissoniv bodovy proces. Podle véty 18 tak

dostaneme
1—e" Awgr?

1 1
(u) X — — —Au|b(o,r _
/o P((I)th (b(X,r) = 0)du = /0 ¢ Mol du = Awgrd
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O

Jind moznost, jak konstruovat procesy s pevnym jadrem, je zalozena na sekven¢nim postupu.

Definice 24. Je danor > 0 a B € Bg. Proces s jednoduchou sekvenéni prekdzkou (simple sequential
inhibition (SSI) process) v mnoziné B se konstruuje nasledovné:

(i) zvolme X; € B rovnomérné ndhodné,

(ii) je-li k — 1 bodt zvoleno, zvolme X} rovnomérné ndhodné v B\ UF-'b(X;,r),
(iii) komnstrukce konéi v n krocich, jestlize B C U ,b(X;,r).

Pozndmka: Mnoziny B\ Uf;llb(Xi, ) mohou mit komplikovany geometricky tvar, proto se v praxi ¢asto
pouziva zamitaci metoda. Bod X} se generuje rovnomérné ndhodné v mnoziné B a pokud je bliz nez
néktery z jiz zvolenych bodid, zamitne se a generuje se nové Xj. Tato procedura se opakuje, dokud
X} nepadne do B\ Uf;llb(Xi,r). Algoritmus se zastavi, pokud doslo k pfedem stanovenému poctu
zamitnutych iteraci. Toto je i zptisob, jak spatstat generuje realizaci procesu s jednoduchou sekvencni
prekazkou pomoci funkce rSSI. Také se da algoritmus zastavit, pokud je jiz v okné umistén predem dany
pocet bodt. TTi nasimulované realizace procesu s jednoduchou sekvenéni prekazkou pro rizné volby r
jsou na obrazku 12.
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Obrazek 12. T¥i realizace procesu s jednoduchou sekvenéni prekézkou v jednotkovém ¢&tverci pro
r = 0,05 (vlevo), r = 0,1 (uprostied) a r = 0,15 (vpravo).

Proces s jednoduchou sekvencni pirekazkou je piikladem koneéného bodového procesu. V dalsi pod-
kapitole se budeme zabyvat kone¢nymi bodovymi procesy s hustotou vzhledem k rozdéleni Poissonova
procesu.

2.7 Kone¢né bodové procesy s hustotou

V této podkapitole budeme pracovat s koneénymi bodovymi procesy. Systém koneénych bodovych kon-
figuraci ozna¢me

Ne={p e N: p(R?) < oa}.
Méjme Poissontiv bodovy proces ®p s koneénou diftzni mirou intenzity A. Rozdéleni konecného
Poissonova bodového procesu lze vyjadiit nasledovné (U € N):

IU) =P(®p eU) = > P(®p(RY) = n)P(®p € U | Bp(R?) =n)
n=0
= A(RH)" A(dz A(dz,
Loeu + Z (n!) /R . /R Lior o onyet A((Rdl)) A((Rd))

= AR ll[@eu] + Z ] ~/]Rd s /Rd 1[{11,...,xn}eu] A(dxl) e 'A(dxn)
n=1

Budeme vysetfovat bodové procesy, jejichZ rozdéleni je absolutné spojité vzhledem k II. Pokud p : N —
R* je méfitelna funkce takova, ze [ N p(p) II(dp) = 1, miZeme uvazovat bodovy proces ® s hustotou p
vzhledem k rozdéleni II, tj. plati

P(® € U) = /M p() TI(dg) = Ep(@p)lgperg, U EN.

— o~ ARY

3)
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Diky (3) lze rozdéleni bodového procesu ® také piepsat jako

_AR? 1
P(q) S Z/{) = e A(R?) [1[@6u]p(®) + Z ﬁ /I‘Rd N /I‘Rd 1[{117...@”}6”]})({:61, ceey In}) A(dxl) e A(den)
n=1

Bodovy proces ® s hustotou p je koneény (diky podmince A(R?) < oo) a jednoduchy (diky tomu, Ze
A je neatomickd). Casto se uvazuje piipad, kdy A je restrikce Lebesgueovy miry na omezené mnozing
B C R%, hustota p je potom vzhledem k rozdéleni standardniho Poissonova procesu na B (homogenni
Poissontiv proces s jednotkovou intenzitou na B). PovSimnéme si, Ze pro libovolnou Il-integrovatelnou
funkci h na N; plati Eh(®) = Eh(®p)p(Pp).

Definice 25. Nechf A je koneéna difiizni mira na R? a k : R? — R je nezdporna méfitelnd funkce
takové, ze K = [p, k(z) A(dz) < co. Rekneme, Ze méfitelna funkce h : Ni — R je lokdiné stabilni
(locally stable), jestlize pro kazdé ¢ € Nf a kazdé x € R? plati h(p U {z}) < k(z)h(p). Funkce h je
stabilni ve smyslu Ruelleho (Ruelle stable), jestlize existuje konstanta ¢ > 0 tak, Ze h(p) < c][,, k()
pro kazdé ¢ € M.

Definice 26. Nezipornd méfitelnd funkce h na N se nazyva dédicnd (hereditary), kdyz pro kazdé
¢ € N plati
h(p) >0=h(¢) >0 Vi C .

Véta 20. Necht h : Ni — R je méfitelnd funkce a Il je rozdéleni kone¢ného Poissonova bodového
procesu s mirou intenzity A.

a) Je-li h lokalné stabilni, potom je stabilni ve smyslu Ruelleho.

b) Je-li h stabilni ve smyslu Ruelleho, potom je Il-integrovatelna.

c) Je-li h lokalné stabilni, potom je dédicna.
Diikaz: a) Polozme ¢ = h(()). Tvrzeni se lehce dokaze indukci podle n = ¢(R?). Pro n = 0 je ziejmé
h(p) = c. Pokud tvrzeni plati pro n, pak h(p U {z}) < k(2)h(p) < k(z)c[],c, k(W) = ]l couia KY)-

b)

/ W) TI(dg) = e~ AR
Nt

h(0) + Z;%/R/R h({xl,...,xn})A(dxl)---A(dxn)]

< e—A(Rd)

c+ 2%/}1@.../]@ ck(wl)...k(xn)A(dxl)...A(dxn)]

— ce A®RY E —1' K™ = ce MR K < 0.
n!
n=0

Prvni rovnost plyne z (3) standardnim postupem teorie miry.
¢) Z definice lokéaln{ stability plyne, ze h(e U {z}) > 0 = h(p) > 0.
O

Definice 27. Pro bodovy proces ® s hustotou p je Papangelouova podminénd intenzita (Papangelou
conditional intensity) definovana jako

plpU{x})

, zeRY peN:p(p) >0.
p(y)

Az, p) =
Pozndmka: Pro dédiéné hustoty p lze lokdlni stabilitu ekvivalentné definovat jako A*(z, ) < k(z) pro
kazdé x € R? a ¢ € Nt s p(p) > 0.

Definice 28. V mnoha aplikacich se vyskytuji bodové procesy s pdrovymi interakcemi (pairwise inter-
action point processes), které maji hustotu vzhledem k rozdéleni Poissonova procesu tvaru

p@)=a]gl=)) T[ oz}, (4)

zEp {z,y}Ce

21



kde g je tzv. interakénd funkce (interaction function), tedy nezdporna funkce takova, Zze prava strana
v (4) je I-integrovatelna. Pokud g({z}) = ( je konstanta a g({z,y}) = 0(]|z — y||) je invariantni viiéi
posunutim a rotacim, mluvime o homogennim procesu s parovymi interakcemi.

Papangelouva podminénd intenzita bodovych procest s parovymi interakcemi ma tvar

X (z,0) = g({=}) [] 9z, v})-

yEp

Funkce (4) je zfejmé dédiéna a pokud [p. g({z}) A(dz) < oo a g({x,y}) < 1, tak je i lokdlné stabilni
(nebot A (z,¢) < g({x})).

Pokud A je restrikce Lebesgueovy miry na omezené mnozinég, g({z}) = A«) a g({z,y}) = 1, dosta-
neme Poissontiv proces s funkei intenzity A (viz cviceni).

Nejzndméjsim netrividlnim prikladem konec¢ného homogenniho bodového procesu s parovymi inter-
akcemi je Strausstiv proces: 0(r) = ytir<r,

Definice 29. Méjme realné parametry > 0, 0 < v <1 a R > 0. Straussiv proces (Strauss process)
je bodovy proces ® s hustotou p(p) = a3*E®)ySr(®) kde Sg(p) = > (v} Co Llz—yl<R) je poet dvojic
riznych bodu konfigurace ¢, jejichz vzdalenost je nejvyse R.
-1

Normujici konstanta o = ( / " BeE)ASr() H(dcp)) je vétsinou neznama. Lze ji spocitat naptiklad
pro limitni p¥ipad v = 1, ktery odpovida Poissonovu procesu s mirou intenzity GA (viz cviceni). Piipad
v = 0 znamena, Ze pokud méa byt p(¢) > 0, musi byt Sr(p) = 0 (pokldddme 0° = 1) a vysledkem
je bodovy proces s pevnym jadrem, tj. zadné dva body procesu nemutzou byt bliz nez R. Na obrazku
13 jsou nasimulované realizace Straussova procesu pro limitni hodnoty v = 1 (vlevo) a v = 0 (vpravo)
a také pro v = 0,5 (uprostied), kde existuji dvojice bodl ve vzdélenosti mensi nez R, ale je tomu tak
méné asto nez u Poissonova procesu (pfipad v = 1). V knihovné spatstat 1ze pro generovani Straussova
procesu pouzit funkci rStrauss.

° ° L4 .
o, © 0% ° ° LI ° ° °
o ©® ’ ° . ° ® °
° v ° ° d L4 .. ° °
Py ° i °
® o °
° [ ] .
°
° [ Y .. o ° . . ° R [ ]
° ® o o .
° o9 ° .
b ' X3 :o ° . .o! ° . ° .o o

Obrazek 13. Tii realizace Straussova procesu ve ¢tvercovém okné jednotkového obsahu. Volba para-
metru je =50, R=0,1ay =1 (vlevo), v = 0,5 (uprostfed) a v = 0 (vpravo).

Strauss nazval tento proces modelem shlukovani [15], to by odpovidalo pfipadu vy > 1, pro ktery
v8ak p(p) neni II-integrovatelnd (viz cviéeni). Pro 0 <y < 1 plyne II-integrovatelnost z lokaln{ stability.
Strausstv proces je tak modelem pro odpudivé interakce mezi body.

Pokud bychom v$ak uvazovali podminény Strausstiv proces (podminéné pii daném poctu op(R9)
bodt procesu), hustota p(p) uz nezdvisi na parametru § a je II-integrovatelna pro vSechna v > 0. Tedy
pro v > 1 mtzeme dostat model pro shlukovani bodti, ktery ov§em neni moc vhodny, v praxi se pouzivaji
lepsi modely, napf. saturacni Geyertiv proces (viz cviceni).

Procesy s parovou interakci jsou specialnim pfipadem obecnéjsi tfidy procest, tzv. markovskych
bodovych procesti.

Markovské bodové procesy

Definice 30. Bud ~ reflexivni a symetricka relace na R% x R?. Pokud z ~ y, fikdme, Ze z,y € R¢ jsou
sousedé (neighbours). Pro B € B¢ definujeme sousedstvi (neighbourhood) B jako OB = {x € R% : Jy €
B,x ~y}.
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Nejpouzivangjsim piikladem relace sousedstvi je © ~ y < |z — y|| < R pro dané R > 0 (tzv. R-
sousedstur).

Definice 31. M¢fitelnd funkce h : Ny — RT spliuje lokdlni markovskou vlastnost (local Markov
property) vzhledem k ~, pokud pro kazdé ¢ € N; takové, ze h(p) > 0 a pro kazdé =z ¢ ¢ zavisi
h(eU{x})/h(p) pouze na x a ¢NO{x}. Rekneme, Ze h je markovskd funkce (Markov function) vzhledem
k relaci ~, jestlize je dédi¢na a splnuje lokalni markovskou vlastnost.

Definice 32. Nechf ® je kone¢ny bodovy proces s hustotou p vzhledem k rozdéleni Poissonova procesu
s kone¢nou mirou intenzity A. Bodovy proces ® je markovsky (Markov), jestlize p je markovska.
Pozndmka: Papangelouova podminénd intenzita A*(x, ) zévisi pouze na = a ¢ N d{x}.

Definice 33. Mnozina A C R? je klika (clique) vzhledem k ~, jestlize x ~ y pro kazdé =,y € A.
Rekneme, 7e nezdporna métitelna funkce g je interakéni funkce (interaction function) vzhledem k ~,
jestlize g(y) = 1 pro kazdé ¢ € N, které neni klika.

Véta 21. (Hammersleyho-Cliffordova-Ripleyho-Kellyho véta) Méfitelnd funkce h : N — RT je mar-
kovské pravé tehdy, kdy# existuje interakéni funkce g : N — R takova, Ze

= [ o), ven. (5)

P

Dikaz: Jedna implikace je zfejmd. Funkce h ddna vztahem (5) je dédiénd a spliiuje lokalni markovskou
vlastnost.
Predpokladejme, Ze h je markovskd a definujme g indukei: g(0) = h(0); g() = 1, kdyZ ¢ neni klika;

h(e)
qug@ 9(¢)’

kdyz ¢ # 0 je klika. Je-li qugwg(w) = 0, potom existuje ¢ C ¢ tak, ze g(¢») = 0, a proto h(¢)) = 0,
coz z dédi¢nosti implikuje h(p) = 0. V tom ptipadé definujeme g(¢) = 1 (neboli pokldaddme 0/0 = 1).
Funkce g je korektné definovdna a je to interakéni funkce. Abychom ukézali, Zze plati (5) rozlisime t¥i
pripady.

1. ¢ je Klika: h(0) = g(0) a h(p) = [Iyc, 9(+) pro ¢ # 0.

2. h() = 0 a ¢ neni klika: existuji ,y € ¢ tak, Ze x £ y. Je-li [[,,c, 9(¢) =0, pak [],,c, 9(¢) =
0 = h(p). Sporem ukéZeme, Ze nemtize byt [T, g(+)) > 0. Piedpokladejme proto, Ze [Tyc,9(®) > 0.
Specidlné to znamena, ze g({z}) > 0 pro kazde z € ¢, a tudiz také h({z}) > 0 pro kazdé z € . Mizeme

tak najit ¢ C ¢ tak, ze z,y € ¥, h(¢ \ {z}) > 0 a h(¢)) = 0. Z lokdlni markovské vlastnosti vime, ze

% nezavisi na y, a tak

9(p) =

(O N CAN )

h(\{z})  h(\{zy})’
neboli (¢ \{y}) = 0. Je-li ¢\ {y} klika, je g(¢\ {y}) = 0, coz je spor. Pokud ¢\ {y} neni klika, najdeme
Z,5 € ¥\ {y} takové, ze T £ § a celou tvahu miizeme opakovat. Takto postupujeme, dokud nedojdeme
ke klice. Tim dostaneme spor s Hpr (1) > 0.

3. h(p) > 0 a ¢ neni klika: existuji z,y € p tak, ze x £ y. Ozna¢me ¥ = ¢\ {x, y}. Z dédi¢nosti plyne,
7e h(y)) > 0. Uz vime, ze vztah (5) plati pro kliky. Nyni ho ukdZeme obecné indukci podle n = ¢(R?):
Pron=0je h(0) = g((Z)) z definice, pro n =1 je h({z}) = g(0)g({z}) z definice (pro tyto dva p¥ipady je
¢ klika). Pfedpoklddejme, Ze vztah plati pro n — 1 a ukdzeme ho pro n. Z lokalni markovské vlastnosti
dostaneme

o) = "o i (o) = M U g,

Nyni vyuzijeme indukéniho pfedpokladu a toho, ze g(x) = 1, pokud {z,y} C x (nebot z £ y):

h(g) = ooty 900 Tcpuray 900 _ I

ngw 9(x) 900

xCyu{z,y}
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Prikladem markovského bodového procesu vzhledem k R-sousedstvi je Straussiv proces z definice
29. Papangelouova podminén intenzita \*(z,¢) = B2z} z4visi pouze na x a o N O{x}. Interakéni
funkce z véty 21 je g(0) = o; g({z}) = B; 9({=,y}) =7, kdyZ ||z — y|| < R; g(¢) = 1 jinak.

Podle veéty 21 ma kazdy markovsky bodovy proces hustotu

p() =[] 9@) = g@exp{ Y logg(w) p = M_

YT Yo, p#0

Ve statistické fyzice se pouziva oznaceni Gibbsiiv bodovy proces (Gibbs point process) s energii (energy)

Ul)=— Y logg(t)

Yo, P70
a particnd funket (partition function) Z = 1/g(0).

2.8 Statistika bodovych procesu

Piedpoklddejme, Ze mame realizaci bodového procesu ® na mnozing W € B¢, tzv. okno pozorovdni (ob-
servation window, sampling window). V podkapitole jsme vidéli rizné modely nekoneénych bodovyjch
procestii, okno W v tom pfipadé predstavuje omezenou oblast, ve které je realizace procesu pozorovana.
Cilem je odhadnout charakteristiky (definované v podkapitole ) procesu ® na zdkladé dané realizace.
Uvedeme ptehled zékladnich odhadu, které jsou vesmés implementovany v balicku spatstat. V literatute
vérohodnost, parametrické fitovani modelu, diagnostika a testovani hypotéz) budou na prednésce Pro-
storové modelovani, prostorovd statistika 2.

Okrajové efekty

Nejvétsi problém pii odhadovani ¢iselnych a funkcionalnich popisnych charakteristik hraji tzv. okrajove
efekty (edge effects), které jsou zpisobeny tim, ze bodovy proces pozorujeme v omezeném okné. Napiiklad
odhad K-funkce bychom mohli zaloZit na poc¢tech bodu v koulich se stfedem v bodé procesu a poloméru r.
Pokud je ovSem vzdélenost bodu procesu od hranice okna mensi nez r, tak tento pocet z dat nezjistime.
Situace je zndzornéna na obrazku 14 vlevo — skuteény pocet v kouli b(X,r) je 5, ale z pozorovani
v okné W vidime pouze t¥i body. Jako jiny piiklad uvedme situaci p¥i odhadu G-funkce, kdy hleddame
nejblizsiho souseda bodu X procesu. Z informace, kterou mame z okna W, bychom na obrazku 14 vpravo
za nejblizsiho souseda bodu X oznacili bod Y. Ve skutecnosti je vSak nejblizsim sousedem bodu X bod
Z, ktery lezi mimo okno W. Je tedy vidét, ze zanedbanim okrajovych efektl mtizeme dostat zkreslené
zévéry o charakteristikach procesu.

[ ] W ° [ ] W
(] L] [ (]

[ J [ J

[ ] ™Y [ ]

[ J
° o® ° ° ° o® ° °
Y
[ ] [ ]
X
[ ] ° [ ] T
[ J
VA

Obrazek 14. Ilustrace okrajovych efekti v pfipadé odhadovani K-funkce (vlevo) a G-funkce (vpravo).
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Odhad funkce intenzity

Necht @ je staciondrni bodovy proces s intenzitou A. P¥imo z definice plyne, Ze

~ (W

)
W

je nestranny odhad A. Pokud @ je homogenni Poissontiv proces, tak A je dokonce maximalné vérohodny

odhad. Vérohodnostni funkce m4 totiz tvar (viz cviceni)

L\, ) = AP 101w

a lehce se zjisti, Ze nabyva maxima pro A = p(W)/|W]|.
Pro nestacionarni bodové procesy se pouziva jddrovy (kernel) neparametricky odhad funkce intenzity
(density.ppp)

Az) = ewp(x) Z ky(z=Y), xzeW,
Yeanw

kde k;, je jadrova funkce se §irkou pdsma (bandwidth) b > 0, tj. ky(x) = k(;{b)

, kde k je néjaka prav-
dépodobnostni hustota, a cw () je korekce na okrajové efekty (edge correction factor). Odhad M) je
obvykle citlivy na volbu §itky pasma, zatimco volba jadrové funkce neni tak dileZita. Pro malé hodnoty
b je odhad prilis koncentrovan kolem bodid procesu, pro velké hodnoty b dochéazi k velkému vychla-
zeni. Mezi nejobvyklejsi volby funkce k patii hustota rovnomérného rozdéleni na jednotkové kouli nebo
hustota d-rozmérného normalniho rozdéleni. Casto se také voli k jako soudin jednorozmérnych hustot:
k(x) = ki(21) - ka(xq) pro @ = (21,...,24) € R%. Oblibenym piikladem jednorozmérné jadrové funkce
je Epanecnikovovo jddro:
e(u) = %(1 —u?), wel-1,1].

Pro nestacionarni Poissontiv proces je mozné opét explicitng vyjadfit vérohodnostni funkci (viz

cviceni). Existuje nékolik postupt, jak fesit ilohu nalezeni maximélné vérohodného odhadu.

Ve zbytku podkapitoly budeme ptredpokladat, ze ® je stacionéarni.

Odhad K-funkce

Nasledujici odhady lze v knihovné spatstat dostat pomoci funkce Kest.

0. nekorigovany odhad (uncorrected estimate): Na zakladé vztahu (2) bychom teoreticky mohli uvazovat
nestranny odhad A\? K (r) tvaru

AQ/K?) _ Z 20X, )\ {X}) _ Z?é 1[XEW,||X—YH§T]'

W] Wi

Xeenw X, Yed

Tento odhad je ale pouzitelny pouze, pokud mame dodate¢nou informaci z vnéjsku okna W o bodech Y,
které lezi ve vzdélenosti nejvyse r od bodt procesu @ lezicich v okné, tzv. plusovy vgbér (plus sampling).
Problém spoéiva v okrajovych efektech: nejsme schopni vycislit ®(b(X,r) \ {X}) jenom z informace
uvnitt okna W, viz obrazek 14 (vlevo). Pokud bychom ignorovali okrajové efekty a uvazovali pouze body
uvnitf okna, dostaneme zaporné vychyleny odhad:

27& Lix-vi<r
XY ednW Wi

Knihovna spatstat umoznuje spocitat tento odhad volbou correction="none". Je to vSak jen z instruk-
taznich dtvodl. V praxi je tento odhad nepouzitelny.

1. minusovy odhad (border-corrected estimate, reduced sample estimate), correction="border": Nejjedno-
dussim postupem, jak se vyhnout okrajovym efektiim, je uvazovat ® v mensim okné

Weor =W oblo,r) ={y e W:bly,r) CW}={yeW:d(y,oW) >r},
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tzv. minusovy vgbér (minus sampling). Zde OW znaé{ hranici mnoziny W. Pak

/\ﬁ(b\(r): Z (I)(b(XvT)\{X}): Z# Lixewg,, |X—Y|<r]

|W®T| |W6T|

XednWe, X,YednW

je nestranny odhad A\2K (r), jak se d4 ukdzat z Campbellovy véty (véta 7).

2. translaéné korigovany odhad (translation-corrected estimate), correction="translate”: Jind moznost
je vyuzit korekénich faktorti, coz jsou jakési vahy prifazené tomu, Ze pozorujeme dva body v urcité
vzdalenosti. Mzeme pouzit tzv. translanéni korekéni faktor:

T # Lx—yj<n
2K, (r) = = .
=3 WA (W+X-Y)
XY ednW

Tento odhad je nestranny, pokud |[WN(W+zx)| > 0 pro vSechna ||z|| < r. Dikaz je zaloZen na Campbellové
vété (véta 7). Podobné muzeme definovat odhad redukované momentové miry druhého radu

—

# lix_vesn
2K(B) = E .
A*K(B) Wn(W+X-Y)]
X,Y €dnNW

Odhad jadrové vyhlazené hustoty této miry se da spocitat prikazem Kmeasure.

3. Ripleyho izotropicky korigovany odhad (Ripley isotropic correction estimate), correction="isotropic"
nebo correction="Ripley”: Jiny koreké¢ni faktor navrhl B. Ripley:

5T 7  1yx—vy|<r |0b(X, || X —Y|)]
MK (r) = <r ,
Rl = > WX, X —Y W]

X, yeenw

Pokud je proces navic izotropni lze ukdzat, ze se jednd o nestranny odhad pro r < ro = inf{t > 0 :
W®| < |W|}, kde WO = {z € W : 9b(x,t) N W # (}. Nékdy se uvadi Ohserova modifikace tohoto
odhadu:

Ko 7 Agx—vizg 06X, [ X — Y|
NEKo(r) = =l .
o= 2. RN X X - YT W]
X,Yeenw
Tento odhad je nestranny pro r < r* = sup{s > 0: [W®)| > 0}. Pro W = [0,1]? je ro = V/2/2, 7" = v/2
a W) =W pro viechna s < ro.

Pii odhadovéni K (r) je tfeba délit odhadem druhé mocniny intenzity, coz mé za nasledek poruseni
nestrannosti. Vychyleni a rozptyl se typicky zvétsuji s rostoucim r. Pro obdélnikové okno se doporucuje
odhady pocitat pro r mensi nez ¢tvrtina kratsi strany obdélniku. Vysledné odhady nemusi byt monoténni
funkce v 7 (na rozdil od teoretické funkce).

S rostoucim r a dimenzi prostoru dochazi u okrajové metody k vyznamné ztraté informace z dat.
Statisticky lepsi vlastnosti maji odhady zaloZené na korekénich faktorech. Na druhou stranu vypocet K,
je rychlejsi.

Odhad parové korelaéni funkce

Podle véty 15 pro staciondrni a izotropni proces souvisi parova korelaéni funkce s K-funkci: g(r) = %
Lze pouzit jadrovy odhad s transla¢nim nebo Ripleyho korekénim faktorem:

R 1 Z# k(| X Y] —r)
e WA (W L X V)|

)2
X,YednW

on(r) = & Z# (X =Yl —r)  [O6(X, X - V)]
% ey oAWK, X Y)W
kde k; je vhodnd jadrova funkce s vhodnou sifkou pasma (vyhlazovacim okénkem) b. V bali¢ku spatstat
Ize parovou korela¢ni funkci odhadnout pomoci pcf. Odhad §; odpovida volbé correction="translate”,
zatimco odhad gr volbé correction="ripley".
Dalsi moznost je vyuzit neéktery z odhadi K-funkce a aproximovat derivaci numerickymi metodami
(napf. pomoci splinid). To obvykle nen{ snadné, protoze odhad K-funkce je po ¢astech konstantni funkce.
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Odhad distribuéni funkce nejbliZsiho souseda

K vypoctu nasledujicich odhada distribu¢ni funkce nejblizsiho souseda lze pouzit Gest.

0. nekorigovany odhad (uncorrected estimate), correction="none" : Kdybychom pro kazdy pozorovany bod
procesu znali vzdélenost k nejbliz§imu sousedu, tak miZeme odhadnout distribu¢ni funkci nejblizsiho
souseda klasickym zptisobem jako empirickou distribuc¢ni funkci

. 1
G(r) = —— 1 e T
(r) ) ngm:w e(X)<r]

kde e(z) = d(z, @\ {z}) je vzdalenost bodu z k nejblizs§imu sousedu. Z Campbellovy-Meckeho véty (véta
9) plyne, Ze tento odhad je podilové nestranny, tj.

EY xeasnw Lex)<r _ G0r)
ED (W) '

Opét diky okrajovym efektim nejsme schopni ziskat e(X) pro kazdé X € ® N W, viz obrézek 14. Pokud
nahradime e(X) vzdalenosti e*(X) = d(X, (® \ {X}) N W), kterou jsme schopni pozorovat, dostavime
nasledujici naivni odhad

1
G’I"(T) = =T E 1 e* r]-
(D(W) Xeenw o=

”

1. minusovy odhad (border corrected estimate, reduced sample estimate), correction="border" nebo "rs":
Prejdeme-li opét k erodovanému oknu Weg,., dostaneme podilové nestranny odhad

A 1
Gb(r) = T 1 e r|-
d(Wear) Xeq;Wer [e(X)<r]

2. Kaplaniv-Meierdv odhad (Kaplan-Meier estimate), correction="km": Okrajové efekty lze chapat jako
druh cenzorovéani (viz podkapitola 5.1). Mizeme tak zavést odhad Kaplanova-Meierova typu:

. B #{XedNW:e(X)=s,e(X) <c(X)}
Gru(r) =1-]] (1_ X cBAW :e(X) > 5, 0(X) > 5 )

s<r

kde ¢(x) = d(x,0W) je vzdalenost 2 od hranice okna. Uvédomme si, ze k vypoétu tohoto odhadu ndm
stacl informace, kterou mame z okna W.

Pokud mame absolutné spojitou distribuéni funkci H (t) s hustotou h(t), tak rizikovd funkce (hazard
function) je definovéana jako Ap(t) = h(t)/(1 — H(t)). Prostorova Kaplanova-Meierova metoda umoziiuje
odhadnout rizikovou funkci Ap(r) distribuéni funkce G(r). Musime vSak byt opatrni, protoze G nemusi
mit nutné hustotu. V balicku spatstat se tento odhad pocita spolecné s Kaplanovym-Meierovym odhadem
G-funkce.

3. Hanischiv odhad (Hanisch estimate), correction="han" nebo "Hanisch": Jiné vylepSeni minusového
odhadu prinasi nasledujici korekce na okrajové efekty:

Z Le(x)<e(x))

1
|Wee(X)| le(X)<r]>

XeenW

kde
Lie(x)<e(x))

A= .
|W96(X)|

Xednw
Odhady G nemusi byt distribu¢ni funkce: Gy, nemust byt monoténni a maximalni hodnota muze byt

vétsi nebo mensi nez 1, G s je neklesajici, ale maximalni hodnota mizZe byt mensi nez 1. Kaplantv-
Meiertiv odhad je vydatnéjsi nez minusovy odhad.
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Odhad kontaktni distribuéni funkce

V prostoru R? zvolme pravidelnou miiz I:
Io=y+aZ' ={(y1 + a121,...,ya + aaza) € R? : z; € Z},

kde y = (y1,...,ya) € R aa = (a1,...,aq) € RL, tj. a; > 0 proi = 1,...,d. K vypoctu nasledujicich
odhadt kontaktni distribu¢ni funkce v rovinném pripadé lze pouzit Fest.

0. nekorigovany odhad (uncorrected estimate), correction="none": Pro kazdy bod mfiZze v okné W na-
jdéme nejblizsi bod procesu, ten ovsem muze lezet mimo okno. Pokud budeme naivné uvazovat pouze
body ® N W, dostaneme

Fr( Z 1 [d(z,2NW)<r]s

mEI nw
kde I,(W) je pocet prvkit mnoziny I, N W. Tento odhad je zaporné vychyleny, tj. EF,(r) < F(r), nebot
Lia(z,anw)<r] < l{d(e,@)<r] @ P(d(z,®) < 7r) = F(r) ze stacionarity. Vychyleni je zptisobeno okrajovymi
efekty.

1. minusovy odhad (border corrected estimate, reduced sample estimate), correction="border" nebo "rs
Ozna¢me d(x) = d(x, ®) vzdalenost = od nejbliz§iho bodu procesu. Potom

A 1
Fb(r) = T i N 1 d(x)<r
L(Wer) melazm:WeT s

je nestranny odhad F(r), nebot vzhledem ke stacionarité P(d(x) < r) = F(r). Spojita verze tohoto
odhadu (kdyZz a — 0) mé tvar

kde ®, = {x € R?: d(z,®) < r} = Uxcab(X,r). Opét se jednd o nestranny odhad.
2. Kaplaniv-Meieriv odhad (Kaplan-Meier estimate), correction="km" :

. B #lrel, "W :d(z) = s,d(x) < c(x)}
FKM(T)_I_SE[T(I_ #rel,NW :d(z) > s,c(x) > s} )’

kde ¢(x) = d(x, 0W) je vzdalenost z od hranice okna.
Kontaktni distribuéni funkce F'(r) stacionarniho procesu je absolutné spojita a rizikova funkce A (r)
existuje. Odhad je zaloZen na Kaplan-Meierové odhadu Fi (7).

3. Chitv-Stoyaniv odhad (Chiu-Stoyan estimate), correction="cs" nebo "Hanisch”: Pouzitim stejné ko-
rekce na okrajové efekty jako u Hanischova odhadu G-funkce dostaneme

- 1 Ld(z)<c(@))
F == 71
cs(r) c. L Wouw| [d(z) <]

kde 1
C, = ld(z)<Sc(@)]

vetow | Wed)|
Spojité verze tohoto odhadu ma tvar

Fes(r / L ]1[d< y<rdz,
|Wed xT T

O / Lla@<e@) 4
|W6d(m)|
Odhady F nemusi byt distribu¢ni funkce: F}, nemusi byt spojitda ani monoténni a maximalni hodnota

mize byt vétsi nebo mensi nez 1, Fxas je neklesajici, ale maximalni hodnota mtze byt mensi nez 1.
Kaplan-Meiertiv odhad je vydatnéjsi nez minusovy odhad.

kde

28



Odhad J-funkce

V balicku spatstat je mozné J-funkci odhadnout pomoci Jest.
Odhad J-funkce vychazi z jeji definice:
. 1-G
J(r)=——F—= (r) )
1-—F(r)

Rozlisime nésledujici odhady (podle toho, jaké odhady G a F pouzijeme): nekorigovany (uncorrec-
ted, correction="none" ), minusovy (border corrected, reduced sample, correction="border" nebo "rs" ),
Kaplaniv-Meieriv (Kaplan-Meier, correction="km" ) a Hanischiv (Hanisch-style, correction=""Hanisch” ).

I kdyz nekorigované odhady G,aF, jsou vyrazné vychylené, tak jejich podilem se dostane piiblizné
nestranny odhad (alespoii kdyZ dany bodovy proces je blizko Poissonovu procesu). Vyhodou tohoto
odhadu je necitlivost vzhledem k okrajovym efektim, mél by se tedy pouzit, pokud jsou okrajové efekty
vyznamné.

Dalsi tii odhady jsou mirné vychylené (podil dvou pfiblizné nestrannych odhadi). Logaritmus
Kaplanova-Meierova odhadu je nestranny odhad log J.

Knihovna spatstat umoznuje odhadnout ¢ty¥i zédkladni sumarni statistiky (F', G, J, K funkce) na-
jednou pomoci allstats.

Odhad indexu agregace

Pro kazdou nezdpornou nédhodnou veli¢inu T plati mezi jeji stfedni hodnotou ET' a distribuéni funkci
H (t) nasledujici vztah

ET = /00(1 — H(t))dt.
0

Méme-li odhad G(t) distribuéni funkce nejblizsiho souseda G(t), mizeme tak dostat odhad Clarkova-

Evansova indexu jako
_— d(j\)l/d /OO R
CE = 1-G(t))dt.

V knihovné spatstat je pro odhad CE urcena funkce clarkevans.

3. Geostatistika

3.1 Nahodna pole
P1i modelovani geostatistickych dat je zadkladnim pojmem nédhodné pole.

Definice 34. Nechf D je pevna podmnozina R? s kladnou d-rozmérnou Lebesgueovou mirou. Ndhodné
pole (random field) je kolekce ndhodnych veli¢in {Z(z) : © € D} definovanych na pravdépodobnostnim
prostoru (92, A, P).

Nejvice studovana jsou gaussovska nahodné pole.

Definice 35. Nahodné pole {Z(z) : © € D} je gaussovské (Gaussian), jestlize vSechna jeho kone¢né
rozmérnd rozdéleni jsou normalni, tj. pro kazdé n € N a z1,...,z, € D ma vektor (Z(z1),...,Z(z,))"
n-rozmérné normalni rozdéleni.

Pozndmka: Gaussovské ndhodné pole je uréeno st¥edni hodnotou p(z) = EZ(z) a kovariancemi C(z,y) =
cov(Z(z), Z(y)), =,y € D.

V praxi vétsinou pozorujeme pouze jednu realizaci z ndhodného pole Z v koneéné mnoha bodech
r1,...,ZTn. K tomu, abychom mohli délat néjaké statistické zavéry, tak potfebujeme prijmout dalsi pfed-
poklady na nédhodné pole Z.

Definice 36. Nahodné pole {Z(z) : = € D} je strikiné staciondrni (strict(ly) stationary, strong(ly)
stationary), pokud koneéné rozmérné rozdéleni vektort (Z (1), ..., Z(z,))T a (Z(x1+h), ..., Z(z,+h))T
jsou stejné pro kazdé n € N, z1,...,x, € D a h € R takové, 7e 1 + h,...,z, + h € D. Rekneme,
Ze ndhodné pole s koneénymi druhymi momenty je slabé staciondrni (weak(ly) stationary, second-order
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stationary), pokud stiedni hodnota je konstantni (EZ(z) = p pro vSechna = € D) a (auto)kovarianéni
funkce C(z,y) = cov(Z(z),Z(y)) je invariantni vici posunutim, tj. C(x + h,y + h) = C(z,y) pro
kazdé z,y € D a h € R? splijici z + h,y + h € D. V tom piipadé je C(z,y) = C(x — y) pro
v8echna x,y € D. Pro kovarianéni funkci C'(h) = cov(Z(x + h), Z(x)) se v geostatistice také uziva nazev
kovariogram (covariogram). Je-li splnéna pouze podminka na kovarianéni funkci (stfedni hodnota nemusi
byt konstantni), tak ndhodné pole je kovarianéné staciondrni (covariance stationary).

Pozndmka: Striktné stacionarni ndhodné pole s koneénymi druhymi momenty je slabé stacionarni. U gaus-
sovského nahodného pole plyne ze slabé stacionarity striktni stacionarita.

Definice 37. Rekneme, Ze nahodné pole je vnitiné staciondrni (intrinsic(ally) stationary), pokud pro
kazdé z,y € D je E(Z(z) — Z(y)) =0 a var(Z(z) — Z(y)) je funkei rozdilu z — y.
Pozndmka: Pro slabé staciondrni ndhodné pole plati: E(Z(x) — Z(y)) =p—p=0a

var(Z(x 4+ h) — Z(x)) = var Z(x + h) + var Z(z) — 2cov(Z(z), Z(x + h)) = 2(C(0) — C(h)). (6)

Znamené to, ze kazdé slabé stacionarni ndhodné pole je také vnitiné stacionarni. Obracend implikace
neplati, napf. pro d = 1 je Wienertv proces vnitiné stacionarni (var((Z(z + h) — Z(x)) = |h|), ale neni
slabé stacionarni (var Z(x) = |z]).

Definice 38. Rekneme, Ze ndhodné pole {Z(z) : = € D} je La-spojité (La-continuous) nebo také spojité
podle kvadratického stredu (mean square continuous) v bodé x € D, jestlize E(Z(z + h) — Z(z))? — 0
pro ||h]| — 0. Pole je Ls-spojité, pokud je La-spojité v kazdém bodé z € D.

Pozndmka: Uvédomte si, ze La-spojitost neznamend spojitost realizaci nahodného pole.

O hladkosti ndhodného pole vypovida jeho diferencovatelnost.

Definice 39. Nahodné pole {Z(z) : x € D} je Lo-diferencovatelné (Lo-differentiable) nebo také dife-

rencovatelné podle stiedu (mean square differentiable) v bodé x € D ve sméru h € R, jestlize existuje

Z(x+th)—Z(x)
t

limita pro ¢ — 0 podilu v prostoru Ly. Pokud tuto limitu oznacime Z'(z, h), tak musi tedy

platit
Z(x+th) - Z 2
lim E ( (w+th) = Z(@) Z’(:c,h)) —0.
t—0 t
Necht {e1,...,eq} je kanonickd baze prostoru RY, pak Z'(x,e;), j = 1,...,d, jsou parcidlni derivace

(partial derivatives) ndhodného pole v bodé x.
3.2 Variogram a kovarian¢ni funkce

Definice a vlastnosti

Definice 40. Pro vnitiné staciondrni ndhodné pole definujeme variogram (variogram) jako
2y(h) =var(Z(x + h) — Z(z)), heD-D,

kde D—D={heR?:h=x—y,x € D,y € D}. Pro y(h) se pouzivéa oznaceni semivariogram (semiva-
riogram). Pokud navic je y(h) pouze funkci ||h||, mluvime o izotropnim semivariogramu a variogramu.
Pozndmka: Pro kovarianéné staciondrni ndhodna pole je (semi)variogram omezend funkce a z (6) dosta-
vame vztah mezi semivariogramem a kovariogramem: y(h) = C (o) — C(h).

Z definice je vidét, ze ziejmé plati y(h) = v(—h), v(0) = 0 a y(h) > 0. Dale v(h) — 0 pro |h|| — 0
pravé tehdy, kdyz nahodné pole je Lo-spojité. To plyne piimo z definice, nebot pro vnitiné stacionarni
néhodné pole je 2y(h) = var(Z(z+h)—Z(x)) = E(Z(x+h) — Z(z))?. Pokud y(h) neni spojita v po¢atku,
tak se hovoii o tzv. nugget efektu (nugget effect). Funkce v nemusi byt omezena.

Definice 41. Pokud existuje limita lim;, o 2v(h) = co > 0, nazyva se zbytkovy rozptyl (nugget). Pokud
existuje konetnd limita lim,|_e 27(h) = 202, nazyva se prdh (sill). V tom pfipadé definujeme rozsah
(range) jako

7 =inf{s > 0: 2v(h) = 20° pro véechna h € R? : ||| > s}.

Pozndmka: Zbytkovy rozptyl znamend, ze opakovana méreni ve stejném misté davaji rozdilné hodnoty.
Vyskytuje se napriklad v situaci, kdy nepozorujeme pfimo realizaci ndhodného pole, ale pozorované
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hodnoty jsou zatiZeny né&jakou chybou. Mé&jme vnitiné staciondrni ndhodné pole {S(x) : x € D} (tzv
signél) s variogramem 2vg(h), ktery je spojity v poc¢atku, a vnitiné staciondrni ndhodné pole {s(x)

D} (tzv. Sum), které je nezavislé na {S(z) : € D}. Pozorujeme realizaci ndhodného pole {Z(x) : « € D},
kde Z(xz) = S(x) + (). Pokud £(x) jsou nekorelované ndhodné veli¢iny s konstantni stfedni hodnotou
a rozptylem co/2 (tzv. bily sum (white noise)), potom variogram {Z(x) : « € D} je 2vy(h) = 2vs(h) +
col{n.o a zbytkovy rozptyl je tudiz roven cy.

Kovariogram slabé staciondrniho ndhodného pole méa nasledujici vlastnosti: C'(h) = C(—h); C(o0) =
var Z(x) > 0; |C(h)] < C(0), tudiz C' je omezend funkce; C spojita v o pravé tehdy, kdyz Z je spojité podle
kvadratického stiedu. D4 se ukazat, ze Lo-diferencovatelnost nadhodného pole souvisi s diferencovatelnosti
kovarianéni funkce (pfipadné variogramu) v po¢atku.

Nyni vyslovime pomocné tvrzeni, které se bude hodit pii vypoctech charakteristik druhého rfadu
nahodného pole.

Lemma 22. Pro kovariancné stacionarni nahodné pole Z plati:
n n n n
cov ZajZ(:Cj),ZﬁjZ(:EJ Zzagﬁkc Ty — T5)
j=1 j=1 j=1k=1

pro kazdén € N, z1,...,2n € R  aaq,...,an,B1,..., 0, € R.
Pro vnitiné stacionarni nahodné pole Z plati:

n n n n
cov ZajZ(:Cj),ZﬁjZ(:vj Zzagﬁlﬂ T — T5)
j=1 j=1 j=1k=1
prokazdén € N, x1,...,2, €ERYaay,...,an,B1,---,0n € R spliujici 337 o =377, 3 =0

Dikaz: Prvni vztah je obvykly vzorecek pro vypocet kovariance linearnich kombinaci ndhodnych veli¢in.
K dtikazu druhého vztahu pouzijeme

D_aiZ(wy) = 0i(Zey) = Z(w), D 0i4(e) = Y Bi(Z ;) = Z(1)
a identity

2v(x; — a) = 2y(x; — x1) + 2v(xk — 1) — 2c0v(Z(x)) — Z(21), Z (k) — Z(21)),

kterd plyne z Z(z;) — Z(xr) = Z(z;) — Z(x1) + Z(x1) — Z(x1) spoctenim rozptylu na obou stranach.
Celkem tak méame

cov ZajZ(xj),ZﬁjZ(%’) = Z

j=1k=1
O
Definice 42. Nechf f : R? — R je symetricka funkee, tj. f(z) = f(—x) pro kazdé x € RY. Rekneme, Ze f
je pozitivné semidefinitni (positive semidefinite), jestlize pro kazdén € N, z1,...,2, € R%aay,...,a, €
R plati
n n
ZZQ apf(z; —xk) > 0.

Jj=1k=1
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Funkce f se nazyvd podminéné negativné definitni (conditional negative definite), jestlize pro kazdé
neN, z1,...,z, €RYa By,..., 3, €R spliujici Z?Zl B; = 0 plati

S BiBef (@ —wx) 0.

j=1 k=1

Dusledek 23. Kovariancni funkce kovariancné stacionarniho nahodného pole je pozitivné semidefinitni.
Variogram vnitiné stacionarniho nahodného pole je podminéné negativné definitni.

Dikaz: Z lemmatu 22 plyne

0< vari a;Z(z;) = cov iajZ(:zrj), iajZ(:er iia arC(zj; — xy)
j=1 j=1 j=1

j=1k=1

M:

BiBry(xj — xk).

OgvarZBjZ(:zrj):COV Zﬁjz(xj)vZ@'Z(xa Z
j=1 Jj=1 Jj=1

j=1

el
Il

1

O

Plati dokonce, Ze tfida vSech kovariogrami kovarianéné stacionarnich nahodnych poli splyva s tfidou

pozitivné semidefinitnich funkci. Podobné tiida vSech variogrami vnitiné stacionarnich ndhodnych poli
splyva s tiidou podminéné negativné definitnich funkci.

Véta 24. Ke kazdé pozitivné semidefinitni funkci C' : R? — R existuje kovarianéné stacionarni ndhodné
pole takové, ze C' je jeho kovarianc¢ni funkce.
Diikaz: Pro kazdé n € N a libovolna 1,...,2, € R? je matice ¥ = (C(z; — 2;))i j=1,....n POzitivné
semidefinitn{ (plyne z pozitivni semidefinitnosti funkce C) a mizeme tak uvazovat n-rozmérné centrované
normalni rozdéleni s varianéni matici . Dostavame systém konec¢né rozmérnych rozdéleni, ktery je
projektivni, a proto podle Daniellovy-Kolmogorovovy véty ([14], véta 1.9.4) existuje gaussovské ndhodné
pole {Z(x) : z € R%}, které spliuje cov(Z(z), Z(y)) = C(x — y).

O

Spektralni rozklad

Podobné jako u ndhodnych procesi 1ze uvazovat spektralni rozklad kovarianéni funkce ndhodného pole.
Pro (komplexni) slabé staciondrni Ls-spojité ndhodné pole lze kovarianéni funkci vyjadfit jako (Boch-
nerova véta)

C(h) = /R aS(w), e, (7)

kde S je tzv. spektrdlni distribucni funkce (spectral distribution function), kterd ma nésledujici vliastnosti:
L limmin, ;4w —o00 S(Wi,...,waq) = C(0),
2. limy, -0 S(w1,...,wq) =0 pro kazdé i = 1,...,d,
3. S je zprava spojita v kazdé sloZce,
4. S je neklesajici v w neboli pro kazdé w, 9 € RY takové, ze w; < ¥, i = 1,...,d, plati

ps((@,9) =D - ) (—1)d_2j:15i5(w1 +01(01 —w1), .. wa + 64(9q — wa)) >0,
51=0 64=0

kde (w,d] = (w1,91] X -+ X (Wa, Vgl
Funkce S generuje koneénou Lebesgueovu-Stieltjesovu miru ug. Integrdl v (7) je tfeba chéapat jako
integrél podle této miry (misto d.S(w) bychom mohli psat us(dw)), jedné se tedy o Lebesguetiv-Stieltjestv
integrél. Pokud existuje hustota s(w) funkce S(w), nazyva se spektrdlni hustota (spectral density). Inverzni
formule pro spektralni hustotu mé tvar (pokud [ |C(h)|dh < c0)

1

_ —iwTh d
s(w)——(2w)d /Rde C(h)dh, weR“
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Pro ndhodné pole s redlnymi hodnotami je

C(h) = /R dcos(wTh)dS(w): / cos(wTh)s(w)dw, heR?

Rd

1

= —— COS (.(JT w d
s(w) = ok /R (WTh)C(h)dh, w e RY,

pokud existuje spektralni hustota. Pro izotropni kovarian¢ni funkci plati

C([ln]) = / " Qu(hflw) dH (), (8)

kde
2

20 = (3) T2,
v =d/2 -1 a J, je Besselova funkce prvniho druhu fddu v (viz podkapitola 5.2). Funkce H(u) je
neklesajici na RT s koneénou limitou pro u — oo a souvisi se spektralni distribu¢ni funkci vztahem
H(u) = ps(b(o,u)) = fb(o W dS(w). Vyjédieni (8) se nazyva Hankelova transformace (Hankel transform).
Funkce Qg je zdkladni funkce (basis function) kovariogramu. Specidlné je Q4 (t) = cost, Qa2(t) = Jo(t),

Qs(t) = 2L a limg oo Qa(t) = e, Tyto funkce jsou zndzornény na obréazku 15.

1.0

0.5

Q(1)
0.0
|

-1.0

Obrazek 15. Zdkladni funkce Q4(t) prod=1,d=2,d =3 a d — oc.

Izotropni variogram vnitiné stacionadrniho ndhodného pole ma rovnéz spektralni reprezentaci:

2(||A]) = / 712 QalhD gy,

w2

kde [;°(14w?)"tdH (w) < oo.
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Neparametrické odhady

Jak uz bylo zminéno, pro vnitiné stacionarni ndhodné pole je 2y(h) = var(Z(z + h) — Z(x)) = E(Z(z +
h) — Z(x))%. Pokud chceme neparametricky odhadnout 2v(h) na zakladé pozorovani z(x1),. .., z(zy,),
které povazujeme za realizaci ndhodného pole Z v n bodech zi,...,z, € D, tak momentovad metoda
dava nasledujici nestranny odhad:

2wm:5$m§jwun—ﬂﬁw, (9)

N(h)

kde N(h) = {(zi,x;) : & —x; = h,i,j = 1,...,n} a |N(h)| je poCet rtznych dvojic v N(h). Vyhodou
je, ze nemusime odhadovat stfedni hodnotu, coz je rozdil od klasického odhadu kovariogramu pro slabé

stacionarni pole:
. 1 _ _

kde Z = 13" | Z(x;) je klasicky odhad stiedni hodnoty . Pov§imnéme si, ze 29(h) # 2(C(0) — C(h)),
tedy vztah (6; neni zachovan pti prechodu k momentovym odhadém.

Pokud jsou body 21, ..., 2, nereguldrné rozmistény v prostoru, tak mnozina N (h) miZe obsahovat
velmi malo dvojic a odhad variogramu je proto velmi variabilni. V tom pfipadé mtzeme (podobné jako
u tvorby histogramu) dvojice bodi rozdélit do nékolika skupin s podobnymi hodnotami rozdild z; — z;
a spocitat prameér veli¢in (Z(z;) — Z(z;))? v kazdé skupiné. Jind moznost je pouzit vyhlazeni pomoci
vhodné jadrové funkce kj s Sifkou pasma b:

S i (Z(i) = Z(x5)) k(i — x5 — h)
Zi;&j ky(zi — 2 — h) '

25(h) =

Casto predpokladame, Ze ndhodné pole je izotropni, variogram je pak funkce vzdalenosti ||k||, ¢ehoz
lze vyuzit pri jeho odhadovani, napf. u odhadu na bazi histogramu uvazujeme skupiny dvojic bodu
s blizkymi vzdalenostmi mezi sebou nebo v jidrové vyhlazeném odhadu pokladame ky(||z; — x;| — || 2]]),
kde kp je jednorozmérna jadrova funkce.

Nevyhodou téchto neparametrickych odhadt je jejich velky rozptyl a také to, ze odhady variogramu
a kovariogramu nemusi davat platny variogram nebo kovariogram. Jak vime, kazdy variogram musi byt
podminéné negativné definitni a kazdy kovariogram pozitivné semidefinitni funkce, ale 4 a C uz tyto
vlastnosti mit nemusi (a ¢asto taky nemaji).

Parametrické modely

Proto se uvazuji parametrické modely variogramu a kovariogramu. Uvedme si nékolik zdkladnich para-
metrickych modelt pro izotropni variogramy. Ve vSech modelech je jednim z parametrt zbytkovy rozptyl
Co Z 0.

1. mocninng (power):

0 pro h = o,
QWM—{@+ww”pmh¢a

kde 0 < v < 2ab > 0. Tento model nema prah, pokud v > 0. Pfipad v = 0 se oznacuje jako nugget model.
Nekorelované ndhodné veli¢iny s konstantni stfedni hodnotou a kone¢nym rozptylem o2 = (co + b)/2
(bily Sum) tvofi piiklad ndhodného pole, jehoz variogram je nugget model. Pro v = 1 se mocninny model
nazyva linedrni (linear). P¥ipad d = 1 a ¢y = 0 odpovid4 frakciondlnimu Brownovu pohybu s Hurstovym
parametrem H = v/2 (viz cviGeni). Pro d > 1 a ¢g = 0 mame tzv. frakciondlni izotropni Browniv
pohyb (fractional isotropic Brownian motion) v RY nebo také Lévyho frakciondini Brownovo ndhodné
pole (Lévy’s fractional Brownian random field), viz nap¥. [3].

2. sféricky (spherical):

27(h) = coljpro] + Cs (1 -
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kde c¢; > 0, o > 0. Prah tohoto modelu je 202 = ¢ + ¢, a rozsah r = 2p. Nej¢astéji pouzivany je sféricky
model pro d = 3:

0 pro h = o,
3
29(h) =< co+cs (32};” - ”2% ) pro 0 < ||A] <,
co + cs pro ||| > r.

Tento model je platny také pro nizsi dimenze d =1 a d = 2. Obecné vSak model platny v nizsi dimenzi
neni platny ve vyssi dimenzi (viz cviceni).
3. zobecnény exponencidlni (generalized exponential):

29(h) = colpnro) + ce (1 — exp{=([|h[l/a)"}),

kde c. > 0, a > 0 a 0 < v < 2. Prah tohoto modelu je 202 = cg + ¢, rozsah je nekone¢ny. Nejéast&ji
jsou uzivané dva specidlni p¥ipady: pro ¥ = 1 méme exponencidini (exponential) model a pro v = 2
dostédvame gaussovsky (Gaussian) model.

Podobné lze uvazovat parametrické modely pro kovariogram, napt. sféricky: C'(h) = UQW

nebo zobecnény exponencialni: C'(h) = o2 exp{—(||h||/a)"}. Celkem Sirokou flexibilni ti{du parametric-
kych modelti izotropniho kovariogramu tvori Matérntiv model:

9 1

Ch)=o¢ m

(allhl)” Ky (R, (10)

kde v > 0, a > 0, 02 > 0 jsou parametry a K, znaé modifikovanou Besselovu funkci druhého druhu
fadu v (viz podkapitola 5.2). Tento model (stejné jako pfedchozi uvedené) je pfipadné mozné rozsifit
o nugget jako dalsi parametr. Parametr o2 je rozptyl ndhodného pole, « je parametr méfitka a parametr
v souvisi s diferencovatelnosti kovariogramu a tedy také piislusného nahodného pole. Pro v = 1/2
jde o exponencialn{ kovarianéni funkci (C(h) = o2 exp{—al|h|}) a pro v — oo se dostava gaussovskd
kovarianéni funkce. Spektralni hustota kovarianéni funkce (10) mé nésledujici tvar:

oI (V + %) ) a®
Ty (2 oty i T

s(w)y=o0c

Pro odhad parametrii variogramu nebo kovariogramu z dat existuji alesponl dvé moznosti. Prvni
je zaloZena na neparametrickém odhadu spocteném v nékolika bodech h; a prolozeni kiivky definujici
model variogramu body (h;,4(h;)) metodou (védzenych) nejmensich ¢tverct. Druhd moznost je hledat
odhad parametrti metodou maximélni vérohodnosti. Pro gaussovské ndhodné pole se stfedni hodnotou

u mé logaritmické vérohodnostni funkce zalozena na datech z = (2(z1),...,2(x,))T tento tvar:
—2log L(1,0) = nlog 27 + logdet(C,, (0)) + (2 — p1)*C(0) " (2 — pl),

kde 1 = (1,...,1)T a C,(0)i; = C(x; — ;) z4visi na vektoru parametrii kovarian¢ni funkce. Pro dané 6
je L(u,0) maximélni pro
p=1rC,0) 1)1 C,(0) 2. (11)

Jedna se o zobecnéni klasického odhadu metodou nejmensich ¢tverct. Dosazenim i do L(u,6) dosta-
neme funkeci 6 (tzv. profilovd vérohodnost (profile likelihood)), kterou je tfeba maximalizovat (vétSinou
numericky). Odhad p pak dostaneme dosazenim odhadu 6 do (11). Populdrni variantou maximalni véro-
hodnosti je REML — odhad metodou rezidudlni mazimding vérohodnosti (restricted mazimum likelihood,
residual maximum likelihood).

3.3 Krigovani

Nasim cilem je nalezeni predikce Z(xo) hodnoty Z(xo) na zakladé vektoru Z = (Z(x1),..., Z(zn))".
Pro metody prostorové predikce zalozené na minimalizaci stfedni kvadratické chyby se pouziva nazev
krigovdni (kriging). Ten je odvozen od D. G. Krigeho, jehoZ prace [7] zabyvajici se odhadem zasob rudy
je v geostatistice povazovana za prukopnickou.

35



Jednoduché krigovani

7 prednasek Teorie pravdepodobnosti I nebo Matematickd statistika 1 je dobie zndmo, Ze za predpokladu
koneénych druhych momentt je stiedni kvadratické chyba E[Z(x0)—Z (20)]? minimalizovana podminénou
stfedni hodnotou E[Z(z¢) | Z] a chyba predikce je E[Z(x0) — Z(x0)]? = Evar[Z(xo) | Z]. V praxi viak
byva obtizné podminénou stiedni hodnotu urcit. Pro jednoduchost proto uvazujme linedrni predikci
Z(x0) = a+ BT Z. Cheeme odhadnout o a @ tak, aby stfedni kvadraticks chyba byla minimalni. Z teorie
linearnich modelt vime, Ze fesenim je

Bo=Crlen, ao=pu(zg) — prBo,
kde p,, = EZ = (u(z1), ..., p(x,))T je vektor stiednich hodnot Z, u(zo) = EZ(z0),
Chn = (cov(Z(:), Z(25)))ij=1,...n

je varian¢ni matice vektoru Z a ¢, = (C(xg,1),...,C(x0,7,))T. Tedy

Z(wo) = ul0) + Bo (Z — my,)

a chyba predikce je .
E(Z(z0) — Z(x0))? = var Z(xo) — cL C; e,

Tato prostorové predikce se nazyva jednoduché krigovdni (simple kriging). I kdyz jsme to nepozadovali,
tak predikce Z(z0) je nestrannd, tj. EZ(zo) = EZ(x). VSimnéme si, ze chyba predikce nezavisi na
datech. Pokud g je jedna z poloh 1, ..., x,, tak Z(xo) = Z(xo), prostorové predikce tedy interpoluje
data. Pro gaussovské ndhodné pole je jednoduché krigovani optiméalni.

Lemma 25. Necht {Z(z) : & € D} je gaussovské nahodné pole. Nejlepsi linedrni predikce Z(zo) =
(o) + By (Z — p,,) je nejlepsi predikce Z(xo) a plati

Z(x0) | Z ~ N(Z(w0),B(Z(x0) — Z(20))?).

Driikaz: Sdruzené rozdéleni (Z(z¢), Z)T je (n-+1)-rozmérné normalni. Napiiklad z prednasky Matematickd
statistika 1 vime, ze podminéna rozdéleni v mnohorozmérném normélnim rozdéleni jsou opét normalni.
V nasem piipadé je podminéné rozdéleni Z(z) | Z normélni se st¥edni hodnotou u(zg) +cXC-(Z —p,,)
a rozptylem var Z(xg) — ¢ C, tc,. Nejlepsi (ne nutné linearni) predikce Z(wg) je podminéna stfedni
hodnota E[Z(x¢) | Z].

O

Problém je, ze w,,, p(zo), ¢, a Cy jsou v praxi nezndmé. Obecné se jednd o (n 4+ 1) +n + (”'H)

neznamych parametrt, které by bylo tfeba odhadnout pouze z n dat.
Obyc¢ejné krigovani
Predpokladejme nyni, Ze ndhodné pole mé konstantni konecnou stredni hodnotu p a linearni predikce
ma tvar
n
Z(wo) =A"Z, kde » N =AT1=1

j=1
Prostorové predikce za téchto pfedpokladu se oznacuje jako obycejné krigovdani (ordinary kriging). Pro
vnitfné staciondrni ndhodné pole je podle lemmatu 22

E(Z(w0) — Z(x0))* = E(Z(w0) — A" 2)* = Var(Z( 0) = A'2)

=Y A\ — ) +2Zm i — o). (12)
]

K urceni predikce A (o) tedy nepotfebujeme znat stfedni hodnotu . Pro minimalizaci (12) za podminky

AT1 =1 se d4 uzit Lagrangeova véta o multiplikdtorech. Pomoci ni je mozno ukazat, ze
5 1- 1TF7:1’711 B -1
Z(ZC()): (’Yn'i‘lw Fn Z7
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kde v, = (v(zo — z1),...,v(w0o — zn))T a Ty = (y(z; — x;))ij=1,....n. Podobné lze pro slabé staci-
ondrni ndhodnéd pole pfepsat obycejné krigovani pomoci kovariogramu. Predikce hodnoty Z(zp) na
zakladé dat z = (2(71),...,2(2,))T mé tvar Aiz(x1) + ... + A\pz(zn), kde \; jsou slozky vektoru

A Tp—1 T
AT = (’yn + 111:21517,"117") [';! a oznacuji se jako predikéni vdhy (prediction weights). Typicky by-

vaji predikéni vahy odpovidajici bodim blizkym x( velké, ale jejich pfesnd hodnota zavisi na polohach
x; a kovarian¢ni struktufe dat. Mize se stat, ze A\; bude zaporné nebo vétsi nez 1.

Univerzalni krigovani

V nésledujicim odstavci se budeme zabyvat situaci, kdy stfedni hodnota p(z) = EZ(z) neni konstantni.
Nejjednodussim zptisobem je pak pouzit linedrni model

pla) = Bfi (@),
7=0

kde fo(z),..., fp(z) jsou zndmé pozorované hodnoty funkci f; v misté = a [So,..., 0, jsou neznamé
parametry. Za fo se typicky voli konstantni funkce rovna jedné, By je pak absolutni ¢len. Castou volbou
fi(x) je polynom prostorovych soufadnic polohy x. Takto je moZzné modelovat napiiklad linearni trend.
Jind moznost je, ze f;(x) pfedstavuje pozorovanou vysvétlujici proménnou (covariate). Ozna¢me f =
(fo(zo), - -, fp(m0))T a F matici typu n x (p+1), jejiz prvky jsou f;(z;),i =1,...,n,j =0,...,p. Pokud
uvazujeme predikci tvaru

Z(x0) =ATZ, kde ATF = f7T,

mluvime o univerzdlnim krigovdni (univeral kriging). Volba A'F = f7 zarud, 7Ze tato predikce je ne-
strannd, nebot

EZ(x0) = A"EZ = ATFB = £78 = pu(x0) = EZ(x0).

OptimAlni predikci (minimalizujici stfedni ¢tvercovou chybu) lze opét hledat pomoci Lagrangeovych
multiplikatori. D4 se ukéazat, ze optimalni predikéni vahy maji tvar

AT = (v, + F(FTT F) 7N (f = FTT ) T
Chyba predikce je
721—‘;1777, + (.f - FTF;17n)T(FTF;1F)71(f - FTF;LYn)

Jedné se zobecnéni vzorcli pro obycejné krigovani. Pomoci kovarianci 1ze predikéni vahy prepsat jako

AT = (eq + F(FTCUF) M (F - FTCte,)) ' €,
chybu predikce jako
C(0) —crCrlle, + (f — FTC te,) " (FTC P F) X (f — FTC tey).
Pomoci zobecnénych nejmensich ¢tverci lze pak odhadnout i parametr 3:
B=(FT'C;'F)'FTC Z.
Predikce se tak da zapsat ve tvaru

Z(xo) = fTB+crC Y (Z — FB).

V piipadé, Ze veliéina Z(xg) je nekorelovana s daty, tak predikce Z (z0) splyva s nejlepsim linedrnim
nestrannym odhadem stfedni hodnoty. Obecné jsou predikce Z(x¢) a odhad EZ(z() odlisné.
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3.4 Vliv odhadu kovarian¢nich parametri

Vzorecky pro prostorovou predikci odvozené v minulé podkapitole zavisi na hodnotach kovariogramu nebo
variogramu, které jsou v praxi typicky neznamé a je tieba je néjakym zptisobem odhadnout. Jiz byly
zminény zakladni postupy, kterymi lze odhadovat parametry variogramu nebo kovariogramu. Dosazenim
odhadt parametrt za neznamé parametry do parametrického tvaru pfislusné funkce dostaneme tzv. plug-
in odhad. Postup tedy probiha v nésledujicich krocich:

1. vybereme parametricky model pro variogram 7y (h) nebo kovariogram Cpy(h),

2. odhadneme parametry 6,

3. upravime statistickou inferenci vzhledem k tomu, Ze misto konstanty 6 pracujeme s ndhodnou veli-

¢inou 6.

U obycejného krigovani plug-in predikce

N ~ T
A M 1-1%C,(0) ten(0) !
Z(mo) = < 2 (0) +1 TG, (0) 11 ) Cu(0)Z

uz neni nejlepsi nestrannd linearni predikce (best linear unbiased predictor — BLUP) Z(xp), je to pouze
odhad této predikce, tzv. EBLUP. Zatimco chyba predikce Z(zg) je

(1- 1TCn(9)7lcn(9))2
1TC,(6)-11

C(0) — cn(0)TCr(0) e, (0) + , (13)

tak chybu predikce Z(xo) nezname. Dosadime-li § do (13), dostaneme odhad chyby predikce Z (o),
tedy jiné predikce nez ve skutecnosti pouzivame. Takto ziskany odhad chyby predikce mé tendenci

podhodnocovat skute¢nou chybu predikce Z (z0), protoze nepostihujeme fakt, ze ndhodné 6 vnasi dalst
variabilitu do odhadu predikce.

Vratme se k situaci univerzalniho krigovéni, kdy uvazujme model Z(x) = F(z)T8 + e(z), kde
F(z) = (fo(z),...,fp(x))T a {e(x) : € D} je vniting staciondrni nadhodné pole s variogramem
parametrizovanym pomoci 6. Pro odhad parametru 6 neni rozumné pouzit empiricky odhad z dat
Z = (Z(x1),...,Z(xn))Y, protoze ten je vychyleny. Vychyleni odhadu (9) je zptisobeno tim, ze Z(z)
nemd konstantni stfedni hodnotu, a proto E(Z(z;) — Z(z;))? = var(Z(z;) — Z(z;)) + (u(x:) — p(z;))>.
Potfebovali bychom odhad variogramu {e(x) : © € D}, ovéem ndhodné pole chyb {e(z) : x € D} nepo-
zorujeme. Pokud by vsak bylo 3 zndmé, pak e(z) = Z(x) — F(z)T3 a z hodnot e = (e(x1),...,e(z,))T
bychom mohli odhadnout . Jenze parametr 3 je neznamy. Pokud je pole {e(z) : © € D} slabé staciondrni
s kovarianéni funkci Cy(h), tak dostaneme odhad B pomoci metody zobecnénych nejmensich &tverclt

B=(FTC,(0)*F)"'FTC, ()" Z.

Tento odhad vSak vyzaduje znalost parametru 6. Znamena to, Ze nemiZeme rozumné odhadnout 6 bez
znalosti 3 a na druhou stranu k odhadu 3 potfebujeme odhad 8. O této kruhové situaci se nékdy mluvi
jako hie kocky s mysi univerzdlniho krigovéni (cat and mouse game of universal kriging).
Mozné feSeni nabizi metoda IRWGLS (iteratively re-weighted generalized least squares):
1. ziskdme pocateéni odhad parametru G nezavisle na 6, napf. metodou obycejnych nejmensich ¢tverci:
B=(FTF)'F'z,
spocteme rezidua r = Z — FB,
odhadneme parametricky model variogramu nebo kovariogramu rezidui a dostaneme é,
spocteme novy odhad 3 jako 8 = (FTC,(0) " 'F)"'FTC,(0)"' Z,
5. opakujeme kroky 2.-4., az dokud relativni zmény v odhadech 8 a 6 jsou malé.
Odhad variogramu je vychyleny, ale tentokrat neni vychyleni zptisobeno nekonstantni stfedni hodnotou,
ale tim, Ze odhadujeme variogram rezidui a ne pole {e(z) : € D}.
Studium chovéani této procedury je slozité. Neni zaruc¢eno, ze odhady budou konvergovat k teoretic-
kym hodnotam.
Jind mozZnost je pouzit metodu maximéalni vérohodnosti k odhadu 3 a 6 soucasné.

= wN
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3.5 Bayesovsky pristup

Na zékladé pozorovanych dat z je v klasickém p¥istupu nejlepsi predikce E[Z(xo) | Z = z] a jeji chyba je
rovna var[Z(zg) | Z = z]. Casto nas vak spise nez stiedni hodnota nebo rozptyl zajima celé podminéné
rozdéleni Z(zg) za podminky Z = z, tzv. prediktivni rozdéleni (predictive distribution). V bayesovském
pfistupu je prediktivni rozdéleni rovno aposteriornimu rozdéleni Z(x).

Pripomernime, ze v bayesovské statistice se parametry modelu povazuji za ndhodné. Znamen3 to, ze
neni rozdil mezi predikci a odhadem parametri. Bayesovsky pristup je zalozen na kombinaci historické
informace o neznamych parametrech 6 a pozorovanych dat z. Informace o parametrech je urcena apri-
ornim (prior) rozdélenim s hustotou p(#) vzhledem k o-koneéné mife v na parametrickém prostoru ©.
Pokud mé Z pii daném 6 hustotu f(z | 0), tak aposteriorni (posterior) rozdéleni 6 za podminky Z = z
je ddno Bayesovou vétou

fz] 9) (©)

o F(z | 0)p(0) v(d6)’
pokud je jmenovatel nenulovy. Tento vztah se vétSinou zkracené zapisuje jako p(0 | z) < f(z | 0)p(6),

symbol o znaci rovnost az na multiplikativni konstantu.
Pro predikci Z(xg) dostaneme prediktivni hustotu (predictive density) vyintegrovanim pies

flzo | 2) = /fmz p(0 | 2)w(d6).

Pokud umime spocitat aposteriorni hustoty p(6 | z) a p(@ | z, 20), tak lze pouzit vztah

p(O|z) =

feo | 9) = fen | 20) B

Priklad: Uvazujme linearni model
Z(x) = F(x)"B + e(),
kde F(z) = (fo(z),..., fp(z))T je vektor vysvétlujicich proménnych, B3 = (Bo,...,B,)T je vektor re-
gresnich parametrt s apriornim rozdélenim N,41(m, Q) a {e(z) : x € D} je slabé staciondrni centrované
gaussovské ndhodné pole s kovarianén{ funkci C'(h). Pfedpoklddame, Ze zndme vektor m, matici ) i funkci
C. Cilem je prostorovéa predikce Z(7o) na zékladé dat Z = (Z(x1),...,Z(xy,))T. Ozna¢me C,, matici
s prvky C(z; — x;4), 4,5 = 1,...,n, a F matici typu n x (p + 1), jejiz prvky jsou f;i(z;), i =1,...,n
j=0,...,p. Dale piedpokladejme, ze Q i FTC, 1 F maji plnou hodnost. Diky konjugovanosti norméalnfho
rozdéleni je aposteriorni rozdéleni 3 | Z mnohorozmérné normalni N, 1(m*, Q*), kde
= Q'+ FIC'F) N (FTC 2+ Q7 m), Q= (Q M+ FTCTR)T!

Sdruzené rozdéleni (Z, Z(x0))T je mnohorozmérné normalni Ny, 1(F,0B, Cno), kde

fo = <F<2>T)

C, ¢,
Cno = (cT 0(0)) ’

n

cn = (C(xg —x1),...,0(x9 — ,))". Prediktivni hustotu dostaneme z vyjadfeni

f(zo | 2) = / f(z0 | 2.B)p(8 | 2)dB,

pfitom p(B | z) je hustota N,11(m*,Q*) a f(z0 | 2z,8) je hustota normélniho rozdéleni se stfedni
hodnotou F(x9)TB + cXC,; (2 — FB) a rozptylem C(0) — c:C, tc,. Po pfimocarém (i kdyz ponékud
zdlouhavém) vypoctu se zjisti, ze prediktivni rozdéleni je normélni se stiedni hodnotou

(F(z0)" —epC'F)Q* Q7 'm A+ [en Ct + (Fxo)' — e C P F)QFTCLY Z

a rozptylem
C(0) = €, O ten + (F(20)" — ¢, F)Q*(F(w0) " — €, C L F)T.

V praxi vét$inou nezndme funkci C. Mzeme vSak pouzit néktery z parametrickych modelti (napf.
Matérniv), specifikovat vhodné apriorni rozdéleni pro parametry kovarianéni funkce a odvodit aposteri-
orni rozdéleni.
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3.6 Dalsi témata

Transformace gaussovského modelu

I kdyz je linearni predikce optimalni v pripadé gaussovského modelu, mtze mit $patné vlastnosti, pokud
jsou poruseny predpoklady normalniho rozdéleni. K vyrovnani se s timto problémem se ve statistice ¢asto
pouziva transformace dat vedouci na normalni rozdéleni. Piikladem je tzv. Bozova-Coxova transformace

(Box-Coz transformation)
-1
g)\(z) = { PR A 7é 07

logz, A=0.

Existuji riizné metody, jak odhadnout parametr A. Rovnéz je mozné volit bayesovsky pristup a povazovat
A za ndhodné.

Blokové krigovani

Piedpokladejme, Ze misto predikce Z(xz¢) z dat Z(z1),. .., Z(x,) nés zajima pfedpovéd primérné hod-
noty v néjaké oblasti (bloku) B

Z(B) = ﬁ/BZ(x)dx.

Analogie oby¢ejného krigovani vede k blokovému krigovdni (block kriging)

kde cg = (cov(Z(B), Z(x1)),...,cov(Z(B), Z(z,)))T. Vyjadfeni pomoci variogramu by vypadalo ana-
logicky.

Podobné nas mize zajimat predikce g(Z(zo)), kde g je dand funkce. Dalsim castym piikladem
je tloha odhadu pravdépodobnosti P(Z(x0) < y | Z), kde y je danéd redlnd hodnota. Mluvi se pak
o indikdtorovém krigovdni (indicator kriging).

4. Prostorové modely na mfrizich

4.1 Markovska nahodna pole

Necht L C R? je koneénd mnozina, kterou budeme oznacovat jako mi? (lattice). Nemusi nutné jit
o regularni m¥iz bodi jako je napt. L = {1,2,..., N}%. Vrcholy mfiZe ¢asto reprezentuji néjakou oblast
(napf. okresy). Pocet bod miize budeme znacit n = |L|.

Méjme symetrickou relaci ~ na L x L. Rekneme, Ze dva body miize jsou sousedé, pokud jsou v této
relaci. Pro jednoduchost budeme pouzivat nésledujici znaceni: 0i = {j € L : j ~i,j # 14}, —i = L\ {i}
proi € La—A=L\AproAC L. Mnozina L spolu s relaci ~ generuje neorientovany graf, jehoz
mnozina vrcholi je L a dva vrcholy 4,5 € L jsou spojeny hranou pravé tehdy, kdyz i ~ j. Opét budeme
pouzivat oznaceni klika (viz definice 33) pro podmnozinu A C L, ve které jsou kazdé dva body sousedé.

Budeme uvazovat ndhodna pole {Z;,i € L} s hodnotami v .S C R. Pro A C L budeme psét zkracené
Zjy={Z;,j € A}. Oznaéme p(z) hustotu ndhodného pole {Z;,i € L} vzhledem k o-koneéné mife v na
ST, Proménnd z = (z;,i € L) je prvek prostoru S*. Opét budeme zkracené psat z4 = (2,7 € A) a déle
zawp pro disjunktni A a B bude znadit (y;,9 € AU B), pfitom y; = z;, kdyz i € A, a y; = w;, kdyz
1€ B.

Definice 43. Ndhodné pole {Z;,i € L} se nazyva markovské vzhledem k relaci ~, jestlize podminéné
rozdéleni Z; | Z_; je stejné jako podminéné rozdéleni Z; | Zy;. V Fe¢i podminénych hustot to znamend,
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7e p(zi | z—i) = p(2i | zoi) pro v-s.v. z = (z;,i € L) € ST splijici p(z) > 0. Hustoty p(z; | zai) se
nazyvaji lokdini charakteristiky (local characteristics).

Pozndmka: Markovsky fetézec {Z1,...,Z,} je jednorozmérné markovské ndhodné pole (d =1 a L =
{1,...,n}) vzhledem k relaci i ~ j < |i — j| < 1 (viz cvideni).

Pocet sousedti je vétsinou daleko mensi nez pocet vSech vrcholit miize. Zatimco plné podminéna
rozdéleni mohou byt komplikovana, tak lokalni charakteristiky zavisi jenom na sousedech daného vrcholu.
Diky markovské vlastnosti je tak struktura ndhodného pole jednodussi. Naptiklad u metod MCMC jsou
kroky v Gibbsové vybérovém planu typicky daleko snadnéjsi.

U markovskych Fetézct pravdépodobnosti pfechodu (nebo pfechodové hustoty) spolu s poc¢atecnim
rozdélenim urcéuji sdruzené rozdéleni fetézce. Nabizi se otdzka, kdy systém lokalnich charakteristik ko-
rektné urcuje sdruzenou hustotu ndhodného pole. Na rozdil od markovskych Fetézcti nemtizeme cekat,
7e bychom mohli lokalni charakteristiky volit libovolné tak, aby sdruzené hustota existovala a byla jed-
noznaéné (viz cviceni). Nasledujici véta Fika, Ze podminénd rozdéleni dobfe definuji sdruzené rozdélen,
pokud jsou odvozena ze sdruzené hustoty urcitého tvaru.

Véta 26. (Hammersleyho-Cliffordova véta) Nahodné pole s hustotou spliiujici p(z) > 0 pro kazdé
z € ST je markovské pravé tehdy, kdy# existuji funkce g, : S¢ — R* takové, ze

p(z) = [ 9c(zc), ze€ S,
cec
kde C = {C C L:C je klika}.
Dikaz: Jednodussi implikace je zprava doleva. Pokud mé hustota pozadovany tvar, potom
p(2)

plzi | z_) = p(z—i) X Cegecgc(zc) x p(zi | zai)-

Ptedpokladejme nyni, ze ndhodné pole je markovské. Zvolme pevné konfiguraci w € S¥. Zavedme

Ua(za) = —logp(zawp\a) a Pa(za) = Z (-1 A=IBlg 5 (2 ).
BCA

Z lemmatu 27 plyne, 7ze U4(z4) = Y pc 4 P(2zRB). Pro hustotu p(z) dostavame

p(z) = exp(-¥r(zr)) =exp [ = Y @p(zp) | = [] 98(2n),

BCL BCL

kde gp(zp) = exp(—®p(2zp)). Zbyva tak ukizat, ze pokud B neni klika, tak g = 1, neboli &5 = 0.
Pokud B neni klika, tak existuji i,j € B, i ¢ j. Pro A C B\ {i,j} ozna¢me A; = AU{i}, A2 = AU{j},
As = AU {i,j}. Potom

Op(zp) = Y (-1)PI71AW 4 (24)
ACB

= Y (=) WA(za) = WA, (24,) = Va,(24,) + Va,(24,))
ACB\{i,j}

= Z (_1)|B\7\A\ log p(za, w4, )P(Za, W 4,)

ACB\{i,j} P(za, Wi\ a,)P(Z AW\ )

_ Z (_1)|B\—\A\ logp Zi | ZA'wL\Al)p(wi | ZAZwL\A3)

ACB\{ij} p(zi | zA2wL\A3)p(wi | ZA'wL\Al)

(
(
g e IR VR TRV

ACB\{i,j} p(zi | ZA'wL\Ag)p(wi | ZAWL\ A,)

Vyuzili jsme vztahu p(z; | zawp\a,) = p(2i | zawp\a,) = p(2i | 2a,wr\ 4,), ktery plyne z markovské
vlastnosti plyne a toho, ze i ¢ j.
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Poznamenejme, ze &5 = ¥y = —logp(w) a gy = e~ % = p(w) je normujici konstanta, kterd byva
obecné obtizné urcitelna.

O

Lemma 27. (Mobiova inverzni formule) Necht ®, ¥ jsou redlné funkce definované na potenéni mnoziné
mnoziny L. Pak plati

o(A) =Y (-)1FeB) vA =  ¥(4)=> B

BCA BCA

Dikaz: Nejprve ukazeme implikaci zleva doprava:

e =) > (nFPlemy =3 > (-1 (D) =v(4),

BCA BCADCB DCACCA\D

protoZe soudet ZCQA\D(—l)‘C‘ je rtizny od nuly pouze, kdyz A\ D = (). To si lze uvédomit z identity
o (M) (=1)F =0 pro n € N, ktera plyne z binomické véty.
k=0 \k y y
Opacna implikace se ukaze analogicky:

S (BB = SN (—pElgD) = N ST (—1)MI-IPEICle (D) = 9(A).

BCA BCADCB DCACCA\D

Definice 44. Rozdéleni ndhodného pole {Z;,i € L} s hustotou

p(z) = exp ( Z Doz ) (14)

ceC

se nazyva Gibbsovo rozdéleni. Ve statistické mechanice, kde hraje dtlezitou roli, se vétsinou zapisuje jako
p(z) = exp(—E/T), kde E znaéi celkovou energii a T teplotu. Pfitom T®c(z¢) predstavuje potencial
konfigurace z¢ a T (z¢) energii z¢.

Pozndmka: Hammersleyho-Cliffordova véta fika, ze kazdé nahodné pole s vSude kladnou hustotu ma
Gibbsovo rozdéleni. Misto abychom specifikovali podminéné rozdéleni pfimo, lze je zkonstruovat pomoci
volby potencidlovych funkci ®¢. Protoze vyjadieni

=[] 9c(zc)

cec

neni jednoznac¢né, nejsou ani potencialy jednozna¢né. Lokalni charakteristiky lze pomoci potencidlt za-

psat nasledovné:
p(2 | i) x exp (- > <I>c(zc)> . (15)
cec:ieC
Uvedme nékolik piikladi markovskych ndhodnych poli.

Priklad: Nejjednodussi netrividlni situaci tvoii dvouprvkovy stavovy prostor S = {0,1}. V obrazové
analyze predstavuji vrcholy miize L pixely, z; = 1 oznacCuje ¢ernou barvu a z; = 0 bilou. Definujeme-li

(pro C # 0)
_J =B, pokud C ={i,j}az =z
2olzc) = {0, jinak,

kde 8 > 0 je parametr (tzv. inverzni teplota), dostaneme sdruzenou hustotu

1
p(z)=—=exp |8 Y 1p—],
@ "\ A
1,j}rirvg
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kde
c(B) =

Z eXp B Z 1[zi22j] =%

ze{0,1}L {i,5}rirg

je normujici konstanta, ve statistické fyzice se nazyva partiéni suma (partition sum). Lokéalni charakte-
ristiky spliuji

exp (ﬁ > jeoi 1[Zj:11)
exp (5 2 jeos 1[Zj:1]) +exp (5 2o 1[Zf:°]) |

Pro 8 = 0 ma kazda konfigurace stejnou pravdépodobnost, jedna se o ndhodné prifazeni 0 a 1 vrcholim
miize. Pro 8 > 0 mé vétsi pravdépodobnost konfigurace, kde se sousedi pfitahuji. Pravdépodobnost,
7e dany pixel je Cerny za predpokladu, ze ma k &ernjch sousedt je imérna hodnoté e°*. Pro g — oo
prevlada v celé konfiguraci jeden stav. Na obrazku 16 jsou nasimulované realizace ndhodného pole na
pravidelné mfizi 25 x 25 pro rizné volby parametru (.
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Obrazek 16. Simulace ndhodného pole na pravidelné mtizi 25 x 25 pro 8 € {0;0,3;0,6;1}.
Takto definované nadhodné pole se nazyva Isingiv model (Ising model) [6]. Ve statistické fyzice
se vyuziva jako zékladni model pro feromagnetismus. Hodnoty ve vrcholech mfiZe reprezentuji spiny,

vétsinou se pouziva +1 pro orientaci nahoru a —1 pro orientaci doli.
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Isingtiv model (i obecnéjsi markovskd ndhodnd pole) lze rozsifit na nekoneénou miiz. Problém je,
7e mnozina vSech konfiguraci je potom nespodetnd a vyjadieni (14) tak nemd smysl. Lze vSak stale
uvazovat lokalni charakteristiky (pokud kazdy vrchol ma konecéné sousedtt) tvaru (15). Gibbsovo rozdéleni
se da definovat tak, Ze jeho podminéna rozdéleni jsou dané lokalni charakteristiky. Otazkou ztstava,
jak je to s existenci a jednoznacnosti takto definovaného rozdéleni. Ukazuje se, ze Gibbsovo rozdéleni
na nekoneéné miizi existuje (pokud mnozina stavii je kompaktni), ale neni obecné jednozna¢né. V tom
pfipadé se mluvi o fdzovém prechodu (phase transition). Pro konkrétnost uvazujme pravidelnou rovinnou
mifz Ly = {—N,...,N}2. Zajima nas chovani Isingova modelu pro N — oo, tj. Ly / Z2. Existuje
kritickd hodnota 3. = log(1 + v/2) = 0,881 (analyticky spoc¢tena Onsagerem [10]), pii které dochazi
k fazovému prechodu. Pro g < . je Gibbsovo rozdéleni jednoznacné, pro S > (. neni jednoznacné.
V ptipadé 8 > (. hodnoty na hranici miize Ly ovliviiuji marginlni rozdéleni Z gy, kdyz N — oo,
v konfiguraci jsou interakce dalekého dosahu, fyzikalné to znamena, Ze Castice je magnetizovana.

Pokud bychom v definici ®¢ pfipustili nenulové hodnoty pro jednobodové kliky (®y;(2:) = —Bhs),

tak celkova energie je
bE= _Zhi - Z L=z
€L figing

a sdruzena hustota p(z) = exp(—E/T) = exp(—(F). Fyzikalné lze hodnoty h; interpretovat jako vliv
vnéjsSiho magnetického pole. Dalsi mozné zobecnéni je pfipustit, ze sila interakce zavisi na poloze nebo
hodnoté pole v daném misté. Znamenad to, ze 3 je pak funkci ¢, j, z; a z;. Také se daji uvazovat i interakce
vyssich fadi nez jen parové.

Pies jednoduchou lokalni strukturu je Isingtiv model celkem komplikovany. Sdruzena hustota ob-
sahuje vypocetné slozitou normujici konstantu, takze napiiklad simulovat realizace modelu piimo je
prakticky nemozné a je tieba vyuzit metod MCMC.

Priklad: Vicebarevnym zobecnénim Isingova modelu je Pottstiv model (Potts model). Necht
S={0,1,...,n.— 1},

kde n. > 2 urcuje pocet barev. Potencidlové funkce ®¢ jsou definovany stejné jako v Isingové modelu.
Lokalni charakteristiky jsou

exp (5 Zjeai 1[zj:zi])
ne—1
k=0 ©XP (6 Zjeai 1[42’6])

p(zi | zoi) = , 2z €{0,...,n.—1}.

Priklad: V Pottsové modelu nezdlezi na usporadéani barev (prvkt mnoziny S). Pokud by ale stavy predsta-
vovaly rtizné odstiny Sedé, kde hraje usporadani roli, nabizi se napiiklad model s néasledujicimi lokalnimi
charakteristikami

ne — 1

p(2i | z0i) = ( l_ )w(z@i)zi(l — m(zgy))ne R

_ ("C; 1) (1 —7(za:))" " exp {Zi log (%) } 7

kde 7(zs;) jsou predepsané pravdépodobnosti. Znamena to, ze Z; | Zy; = zp; ma binomické rozdéleni
s parametry n. — 1 a 7(2zg;). Pfedpokladame-li, ze 7(zg;) splituji

log <7ﬁ(zm) ) =—0i — Z Bijzjs (16)

1-— F(Zai) jcoi

dostavame markovské nadhodné pole s potencialy ®y;3(z;) = fiz; — log ("jl), Oy (2iz) = Bijziz;
a ®c(z¢) = 0 pro |C| > 2. Vztah (16) je analogicky k modelu logistické regrese. Protoze veli¢iny Z;,
i € L, jsou na levé i pravé strané v (16), mluvi se o autologistickém modelu (autologistic model).
Priklad: Prejdéme nyni ke spocetné mnoziné hodnot: S = Ny. V praxi se tato situace vyskytuje, pokud
data urcuji poc¢ty néjakych udalosti, napt. pocty piipadi jisté nemoci v daném misté. Uvazujme model,
kdy tyto pocty maji Poissonovo rozdéleni s intenzitou A(zs;) zavislou na poctech v okolnich mistech:
ANzai)%
(et | 201) = exp(-Mz00) A8 — exp(-A(zo0) + zilog Azor) — log ).

7.

44



Tyto lokdlni charakteristiky se nazyvaji auto-Poissonovy (auto-Poisson). Abychom dostali Gibbsovo
rozdéleni ndhodného pole, pozadujme

log AM(z9:) = —fi — Z Bijzj.
jeai

Musime vsak jesté zajistit konecnost normujici konstanty

> exp | = (logz!+Biz)— Y Bz

zeSL €L {i,j}eC

D4 se ukazat, Ze suma je kone¢na praveé tehdy, kdyz 3;; > 0 pro v8echna i, j € L (viz cvifeni). Podminka
Bi; > 0 znamend, Ze velké hodnoty sousedi mista ¢ znamenaji malé hodnoty v i. Proto je praktické
pouziti auto-Poissonova modelu omezené.

4.2 Gaussovské modely

Nejznameéjsim piikladem markovskych nahodnych poli se spojitymi hodnotami jsou gaussovska markov-
ska ndhodné pole.

Definice 45. Necht Z = {Z;,i € L} ma n-rozmérné normalni rozdéleni se stfedni hodnotou p a regulérni
varianéni matici 3. Oznacéme ¢;; prvky matice Q = 7! a definujme relaci sousedstvi predpisem i ~ j <
¢ij # 0. Rekneme, ze Z je gaussovské markovské ndhodné pole (Gaussian Markov random field), jestlize
je markovské vzhledem k relaci ~.

Sdruzena hustota gaussovského markovského nahodného pole ma tvar

M) = T (-3e-wTs ), zern

Oznaéime-li déle r = ¥~y = Qu, tak podminénd rozdéleni Z; | Z; jsou normalni se stfedni hodnotou

T 1 1
— = — > iz =i — Y ai(z — )
qii qii jcoi i3 jevi

a rozptylem ql

Véta 28. Necht Z = {Z;,i € L} je gaussovské markovské ndhodné pole. Potom pro i # j jsou Z; a Z;
podminéné nezavislé pti Z _y; ;3 praveé tehdy, kdyz i ¢ j (neboli q;; = 0).

Diikaz: Pfipomeiime, Ze podminéna nezavislost Z; a Z; pii daném Z_y; j; znamenad, Ze p(z;, z; | z_i;) =
p(zi | z—ij)p(2zj | z—4j). Pfitom sdruzené rozdéleni Z je normalni, a proto i podminéné hustoty jsou
hustoty normalniho rozdéleni. Ze vztahu pro sdruzenou hustotu

1 1
)= 0 =P | 5 o — L
P (2m)"/2¢/det & P 2 ;( ke — ) Qe (21 — i)

zjistime, ze
p(zi, 2j | 2—ij) o< exp <_(2i — i) (2 — i) g — Y (2 — ) (zk — p)aie — (25 — 1) (21 — ul)qﬂ> :
kit 1£i

Pokud ¢;; = 0, potom

P(zir 2 | 2-ij) ocexp | = (zi — pa)(zk — p)ain | exp | = (25 — 1) (26 — i) | »
oy oy
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kde prvni ¢len je az na normujici konstantu p(z; | z—;;) a druhy p(z; | z—;;). Obréacens, pokud p(z;, z; |
z_ij) = p(zi | z—ij)p(2; | 2—ij), nevystupuje na pravé strané vyjadreni p(z;, z; | z—;) €lens (z;—pi)(z;—
,uj), tudiz qij = 0.

U

Gaussovské markovské ndhodné pole je tak gaussovské pole za dodateénych markovskych vlastnosti
(veli¢iny odpovidajici nesousednim vrcholim jsou podminéné nezdvislé). Relaci sousedstvi je mozno
specifikovat pomoci inverze varianéni matice (precision matriz). Jednoduchym pfikladem gaussovského
markovského ndhodného pole je gaussovska autoregresni posloupnost fadu 1 (viz cviceni). Vice informaci
o teorii i aplikacich gaussovskych markovskych ndhodnych poli lze nalézt v monografii [13].

Kromé pfistupu pres podminéna rozdéleni je mozné uvazovat prostorové gaussovské modely, pri
kterych je ndhodné pole definovano soubézné. Motivaci je zobecnéni modelu autoregresni posloupnosti
z Casovych ndhodnych procesi. Necht € = {g;,i € L} je posloupnost nezavislych ndhodnych veli¢in
s normalnim rozdélenim N (0, 0?). M&jme matici B = (b;;); jer s nulovymi diagonalnimi prvky (b;; = 0
pro kazdé i € L) a piedpokladejme, ze (I — B)™! existuje. Matice B nemusi byt nutné symetricka.
Definujeme ndhodné pole Z = {Z;,i € L} predpisem

(I-B)(Z-p) ¢ (17)

Ziejmé¢ EZ = p a varianéni matice Z je E(Z — pu)(Z — pu)T = o%(I — B)~Y(I — BY)~!. Protoze Z je
linedrni kombinaci e, je rozdéleni Z gaussovské. Vztah (17) lze ekvivalentné pfepsat

Zi—pi =Y biy(Zj—py)+ei, i€l
jeL

Odtud je vidét analogie s autoregresnim modelem casovych fad. Prvky matice B urcuji prostorové
zévislosti. Pokud b;; = 0, tak Z; a Z; jsou podminéné nezéavislé za Z_; ;;. Sdruzena hustota mé tvar

_detU=B) (LTI~ BYYI - B)(x - 2 € R”
)= S e (< ga(e— W) U B - B -m) . zeR"

Pro odhad parametrfi 1, B a 02 se tak nabizi pouzit{ metody maximalni vérohodnosti. Viimnéme si, ze
cov(e, Z) = 02(I — BT)~!, coz neni diagonalni matice (na rozdil od ¢asové autoregresni posloupnosti).

Podobné se dé uvazovat zobecnéni modelu klouzavych souc¢ttt nebo ARMA modeld na prostorové
modely.

4.3 Statisticka analyza

V minulych dvou podkapitolach jsme se vénovali modeltim. Nyni nas bude zajimat jejich statisticka
analyza. Zaméfime se na miru prostorové korelace a odhad parametri modeld z pozorovanych dat.

Mira prostorové autokorelace

Jak uz sdm nazev napovidd, oznacuji prostorové autokorelace (spatial autocorrelation) v ndhodném poli
{Z;,i € L} korelace mezi dvojicemi veli¢in Z; a Z; pro ¢,j € L. Zavedeme nékteré statistické miry, které
slouzi k posouzeni, do jaké miry jsou prostorova data korelovana.

Typicky se prostorové autokorelace projevuji pfedevsim u veli¢in odpovidajicim misttim, které jsou
v prostoru ,blizko“ sobé. U markovskych ndhodnych poli je ,blizkost“ v prostoru vyjadiena pomoci
relace ~. Kazdé dvojici (4,j) bodt miize L piifadime nezdpornou vahu w;;. Pozadujeme pfitom, aby
w;; = 0, pokud 7 = j nebo i ¢ j. Vahy w;; se oznac¢uji jako prostorové blizkostni vdhy (spatial prozimity
weights, spatial connectivity weights). Nejjednodussim piikladem jsou bindrni vdhy (binary weights)

wee = 4 b pokud i ~ j, i # j,
97710, jinak.

Dalsim pouzivanym piikladem jsou nasledujici prostorové vahy

1 . .
wij:{w7 j.eal.’
‘ 0, J&0oi
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kde |0i| zna¢i pocet prvki mnoziny 0i. VSimnéme si, ze nevyzadujeme symetrii, nemusi tedy platit
wi; = wj;. Oznacme W matici, jejiz prvky jsou w;;, 4,5 € L.

UvaZujme nejprve bindrni ndhodné pole. Mnozina stavii S = {0,1} je dvouprvkova. Stavy vétsinou
predstavuji to, zda v daném misté ¢ sledovany jev nastal (Z; = 1) nebo ne (Z; = 0). V analyze obrazu
typicky hodnota 1 odpovida ¢erné barvé pixelu ¢ a hodnota 0 bilé barvé.

Definice 46. Necht Z = (Z;,i € L) je ndhodné pole s mnozinou stavi S = {0, 1}. Definujeme tzv. Black-

Black join count statistic jako
1
pB=1Y S w2,
icL jeL

a Black-White join count statistic jako

BW = % DD wii(Zi - Z3)

i€L jeL

Pozndmka: Pro binarni vahy je BB pocet dvojic sousedu, které maji oba ¢ernou barvu. Obdobné BW
je pocet dvojic sousedil takovych, Ze jeden méa cernou a druhy bilou barvu.

Piedpokladejme, Ze z n bod miiZe je jich m ¢ernych (ndhodné pole nabyva hodnoty 1) a n—m bilych
(ndhodné pole nabyva hodnoty 0). Situaci, kdy neexistuji prostorové autokorelace v datech, si mazeme
predstavit tak, Ze erné a bilé hodnoty jsou bodim miiZe pfifazeny zcela ndhodné. Samoziejmé existuje
mnoho zpUsobi, jak toto ndhodné prifazeni provést. Nejprirozenéjsi jsou binomicky a hypergeometricky
vybérovy model. Pfi binomickém pfedpoklddédme, ze P(Z; = 1) = # = m/n, potom pocet Cernych
vrcholtt mé binomické rozdéleni s parametry n a . Ziejmé plati EBB = %71’2’(0 aEBW = n(1—m)w, kde
w=1TW1 = Yier ZJEL w;j. Pokud chceme zarucit, Ze pocet ¢ernych vrcholt bude prévé m, je vhodny

hypergeometricky vybér. V tom pfipadé P(Z; = 1) =m/nalP(Z; =1,Z; =1) = ﬁg?:ll)), a proto
EBB = 2. M
2 n(n-1)

Vzorecky pro rozptyl v obou modelech jsou o néco komplikovangjsi (viz [4]). Za pfedpokladu, ze

BB — EBB a BW —EBW
vvar BB v'var BW

maji asymptoticky norméalni rozdé€leni, mtizeme sestrojit asymptoticky test hypotézy, ze Z; jsou nekorelo-
vané. Pokud statistika BB spoctend z dat je vyrazné vétsi nez EBB svéddéi to pro pozitivni autokorelace,
sousedni vrcholy miize maji tendenci mit stejnou barvu. Naopak velké hodnoty BW odpovidaji negativ-
nim autokorelacim, nebot sousedni vrcholy m¥iZe jsou spiSe odlisné barvy. Pro realizace Isingova modelu
z obrazku 16 jsou hodnoty BW postupné (s rostoucim 3) 588, 489, 352 a 133. Pfitom teoretické st¥edni
hodnota pro pfipad 8 = 0 (nulové prostorové autokorelace — nezévislé rovnomérné ndhodné pfifazeni 0
a 1 vrcholim mfize) je 600. S rostoucim [ se vyraznéji projevuji pozitivni prostorové autokorelace.

Pro spojita data se jako mira podobnosti veli¢in v mistech i a j nejéastéji pouziva (Z; — Z)(Zj ~7)
nebo (Z; — Z;)?. Spojenim pifspévki téchto veli¢in pies viechny dvojice sousedii a normovanim odhadem
rozptylu dostaneme nésledujici indexy.

Definice 47. Necht {Z;,i € L} je ndhodné pole s konstantni stfedni hodnotou EZ; = p a konstantnim
rozptylem var Z; = 0. Moraniiv index (Moran’s I) je definovan piedpisem

n YicL ZjeL wij(Zi = Z)(Z; = Z)

I = —
w >ier(Zi = 2)

Gearyho index (Geary’s ¢) je dan vztahem

n—1er Y jer Wij(Zi — Z;)?
2w ZieL(Zi —7)2 '
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Veli¢iny z predchozi definice se pouZivaji pii testovani hypotézy, Ze v datech jsou nulové prostorové
autokorelace. Ozna¢me M jednu z definovanych testovych statistik (Morantiv nebo Gearyho index) a Mps
tuto testovou statistiku spoctenou z dat. Pro testovani se obvykle pouziva néktery z nasledujicich ctyiech
pristupd.

1. permutacni test (permutation test): Nulovou hypotézu nepfitomnosti prostorovych autokorelaci cha-
peme tak, Ze pozorovanym hodnotdm Z;, i € L, jsou body mfize pfifazeny zcela ndhodné. Pro n
vrcholi mfize mame celkem n! moznych pfifazeni. Spoc¢teme-li veli¢inu M pro n! pfifazeni, dosta-
neme jeji rozdéleni za nulové hypotézy. Potom je mozné zjistit pravdépodobnost, ze hodnota M
bude prekrocena. Velké nebo malé hodnoty této pravdépodobnosti svédéi proti nulové hypotéze
(pFi oboustranném testu). U tohoto pFistupu zaloZeného na zndhodnéni (randomization approach)
také mtizeme z rozdéleni testové statistiky za nulové hypotézy urcit jeji stfedni hodnotu a rozptyl,
oznac¢me je E,. M a var, M.

2. Monte Carlo test (Monte-Carlo test): I pro ne moc velkd n je poet moznych permutaci velky. Misto
vypoctu pro vSechna pfifazeni mizeme generovat k ndhodnjch pfifazeni a sestrojit empirické roz-
déleni M za nulové hypotézy. Cim vétsi k, tim lepsi je aproximace rozdéleni za nulové hypotézy.
Spojime k ziskanych hodnot s M,,s a spo¢teme poradi M,ps. Pro extrémni hodnoty pofadi je hypo-
téza nekorelovanosti zamitnuta. Napiiklad pro k = 999 zamitneme hypotézu na hladiné 5%, pokud
potadi M,ps je mezi 1 a 25 nebo mezi 976 a 1000.

3. Asymptoticky test zaloZeny na normdlnim rozdéleni (asymptotic test with Gaussian assumption):
Rozdéleni M je mozné urcit za predpokladu, Ze zname rozdéleni Z. Typickym predpokladem je
normalni rozdéleni s konstantni stfedni hodnotou a konstantnim rozptylem. Uvazujeme nulovou
hypotézu tvaru cov(Z;, Z;) = 0 pro i # j. Pak neni tézké vyjadrit stfedni hodnotu a rozptyl M za
nulové hypotézy, oznac¢me je E, M a vary M. Vzhledem k tomu, Ze ¢asto lze ukdzat asymptotickou
normalitu zvolené testové statistiky, staci porovnat

Mops — E,M

\/varg M

s kvantily normovaného normalniho rozdéleni.
4. Asymptoticky test zaloZeny na zndhodnéni (asymptotic test under randomization): V tomto piipadé
porovnavame
Mobs - ETM

vvar, M

s kvantily normovaného normalniho rozdéleni. Pfitom E, M a var, M jsou ziskané z pfistupu zalo-

Zeného na zndhodnéni (jako v permutaénim nebo Monte Carlo testu).

Da se ukdzat, ze E, ] = E, I = —ﬁ aEyc = E,c = 1. Vyjadfeni rozptylu za pfedpokladu normality
a zndhodnéni se uz oviem lisi (viz [4]). Moranovu a Gearyho statistiku lze interpretovat nasledovné:
pokud I > EI nebo ¢ < Ec, tak vrchol mfize ma tendenci byt spojen s vrcholem mfize, ktery ma
podobnou hodnotu pole, prostorova autokorelace je kladna. Naopak, pokud I < EI nebo ¢ > Ec¢, maji
hodnoty ve dvou sousednich vrcholech mfize tendenci byt odlisné. Mizeme tak uvazovat jednostranné
testy proti alternativé, ze autokorelace je kladné nebo naopak zaporna.

Predpoklad konstantni stfedni hodnoty a konstantniho rozptylu ndhodného pole je dilezity. Jinak by
totiz hodnoty v blizkych mistech mohly byt podobné ne kviili kladné prostorové autokorelaci, ale proto,
Ze se jedna o nezavislé realizace z rozdéleni s podobnou stfedni hodnotou. Podobné hodnoty v bodech,
které jsou v prostoru vzdalené, by se mohly jevit odlisné proto, ze se méni stiedni hodnota ndhodného
pole.

Odhad parametru

Uvazujme markovské ndhodné pole {Z; : i € L} s hustotou pg(z) parametrizovanou koneéné rozmérnym

vektorem 6. Pro diskrétni data je hustota pg(z) rovna sdruzené pravdépodobnosti P(Z; = z;,i € L),

z = (2;,1 € L). Pro spojita data jde o sdruzenou hustotu vzhledem k n-rozmérné Lebesgueové mife.
Pro odhad parametri je ve statistice nejpopularnéjsim postupem metoda maximalni vérohodnosti.

Pro dand data z = (z;,i € L) hleddme hodnotu 6, kter4 maximalizuje vérohodnostni funkci L(0) = py(2).
Pro markovské ndhodné pole s Gibbsovym rozdélenim je

) _ o (— Y cec:oro ®o(zo, 9))
Jexp (— Y oec.oz0 Bolze, 9)) Vd2)

L(0) = po(2) = exp <— > ®o(zc,0)

ceC
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Problém je, Ze normujici konstanta zavisi na 6 a obvykle je velmi komplikovana. Existuji metody, kterymi
je mozné normujici konstantu aproximovat pomoci simulaci (vétsinou MCMC), a potom maximalizovat
takto aproximovanou vérohodnost.

Jednodussi moznost je uvazovat tzv. pseudovérohodnost (pseudolikelihood)

exp (— Zcec:c;ﬁ@,iec Do(zc, 9))
C(Zai, 9)

Lp(0) = [ po(zi | zoi) = ||

= i€l

Tentokrat lze normujici konstantu ¢(zp;,0) ¢asto vyjadrit (v diskrétnim piipadé jde o sumu |S| ¢lentt).
Pokud bychom ocislovali prvky L pomoci 1,...,n, tak vérohodnost lze zapsat jako

L(0) =po(z1 | z2,...,2n)p0(22 | 23, .., 2n) - Do (2n—1 | 2n)po(2n).

KdyZ nahradime podminéné hustoty pg(zx | 2k+1,---,2n) PIné podminénymi hustotami pe(zx | z—x),
které jsou diky markovské vlastnosti rovny pg(zx | zar), dostaneme pseudovérohodnost Lp(0).

Odhad metodou maximalni pseudovérohodnosti patti do tf¥idy odhad, které jsou ve statistice ozna-
¢ovany jako M-odhady. Obecné je M-odhad parametru 6 fesenim tlohy maximalizace kontrastni funkce
o(Z,6). V klasické situaci maximalni vérohodnosti pro posloupnost nezavislych stejné rozdélenych na-
hodnych veli¢in je

0(z,0) =Y logpe(2:,0).
1=1

V nasem piipadé je
o(z,0) =Y logpe(zi | zas)-

icL

4.4 Rekonstrukce obrazku

Na zavér krétce zminime pouziti ndhodngch poli na m¥izich v analyze obrazu (image analysis). V nékte-
rych oborech (napf. medicinskd diagnostika, astronomie nebo materidlové védy) jsou ¢asta data ve formé
obrazki (at uz satelitnich nebo mikroskopickych). MiZzeme rozlisit dva zdkladni typy tloh ve zpracovani
obrazu. Prvni druh je oznacovan jako low level tasks. Cilem je snaha o vylepSeni kvality obrazku po-
moci lokélnich akei (nap¥. odstranéni Sumu v satelitnich obrazcich). Ulohy, které berou do tivahy globalni
vlastnosti obrazku, se nazyvaji high level tasks. Jde napf. o lokalizovani nebo rozeznani zadanych objekta
v obrazku.

Obrazek je mozné nejcastéji popsat pomoci ndhodného pole na pravidelné rovinné miizi. Vrcholy
miiZze jsou pixely. Jako struktura sousedstvi se typicky voli 4, 8 nebo 12 nejblizsich sousedii (viz obrézek
17).

Obrazek 17. Znéazornéni tii raznych voleb relace sousedstvi v pravidelné rovinné mfizi.

Budeme se zabyvat problémem rekonstrukce obrazku (image restoration). Necht Z = {Z;,i € L} je
ptvodni neporuseny obrazek, ktery ovsem neni pozorovatelny. Misto toho pozorujeme rozmazany obrazek
Y = {Y,,i € L}. Souvislost mezi Z a Y je ddna vztahem

Yi=) 20,07 +ei, i€L,
JEL

49



kde v je tzv. bodovd rozsifovact funkce (point spread function) a {e;,i € L} jsou nezavislé stejné rozdélené
nahodné veli¢iny, nezavislé na Z. Piedpokladejme, ze v(i,j) = (i — j) a & ~ N(0,02). Ozna¢me
N; ={j € L :~(i,7) # 0}. Potom podminénd hustota Y | Z mé tvar

R e e U SEICIE B | FA !

zEL JEN; i€l

Specidlnim pfipadem je situace, kdy obrazek Z neni rozmazan pomoci funkce 7y, pouze se projevuje
aditivni gaussovsky Sum, signadl Y ma pak tvar V; = Z; +¢;, ¢ € L.

Rekonstrukce obrazku Z z pozorovani Y je ptrikladem inverzniho problému. Z pozorovanych dat y =
(yi,i € L) chceme ziskat parametry modelu. Pokud bychom nezndmé hodnoty z = (z;,7 € L) povaZzovali
za neznamé parametry, dostaneme metodou maximalni vérohodnosti odhad 2, ktery maximalizuje funkci

= log f(yi | zn,)-

ieL

To ale nevede k pouzitelnému odhadu, protoze pocet nezndmych parametrii je stejny jako pocet pozoro-
véani. Naptiklad pro situaci Y; = Z; + €; mame

log f(y: | zi) = 552 Z logZﬂ'a
e i€L

a proto maximéalné vérohodny odhad je Z; = y;.

Nejsmysluplnéjsi pristup k rekonstrukci obrazku je vyuziti apriorni informace. D& se oc¢ekavat, ze
sousedni hodnoty si budou podobné. To vede k bayesovskému piistupu. Uvazujme proto apriorni rozdéleni
pole Z, které je dané hustotou p(z). Z Bayesovy véty pak dostdvame aposteriorni rozdélent

p(z |y) x<p(z) [ Fwi | 2n).

i€L

Jako odhad z miizeme pouzit modus tohoto aposteriorniho rozdéleni (zkracené MAP — mazimum a po-
steriori), neboli hodnotu 2, pro kterou nabyva funkce logp(z | y) = logp(2z) + I(z) + ¢ svého maxima.
Jind moznost je odhadnout z pomoci aposteriorni stfedni hodnoty

E[Z |Y =y] = / /ZmZIy IT a5

jeL

Rozdil mezi maximalizaci logaritmické vérohodnostni funkce I(2z) a logaritmu aposteriorni hustoty je ve
¢lenu log p(z). Znamena to, ze konfigurace s nizsi apriorni hustotou jsou penalizovany.
Vhodnou volbou apriorniho rozdéleni je markovské ndhodné pole se specialnim Gibbsovym rozdéle-

| p(z) cexp =Y _@(z)— P2 Y. 9<Zigzj)

i€L {i.j}eing

12

Funkce o je suda a takova, Zze o(0) = 0 a o(z) > 0 pro = # 0. Piiklady obvyklych voleb jsou o(z) = %,

o(z) = {x2/2, pro |z| <1,
|{E|—1/2, pro |$| 217
nebo o(x) = Lﬁ% Pro 2 > 0 jsou pak v apriornim rozdéleni upfednostnovany konfigurace, ve kterych
jsou hodnoty v sousednich pixelech podobné. Volba funkce g ovliviiuje, jak silné jsou rozdilné sousedni
hodnoty potlacovany. Prvni dvé uvedené funkce p jsou konvexni, tfeti je omezena a konvexni na intervalu
obsahujicim nulu. Volba konvexnich funkci je vyhodné z vypocetniho hlediska. Funkce ¢ se vétsinou
voli jako nulové, coz znamend, ze kazda hodnota je apriorné stejné pravdépodobna. Pokud je vSak S
neomezend, vede to k nevlastni hustoté p(z).
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Mtizeme se ptat, jestli aposteriorni rozdéleni opét odpovida markovskému ndhodnému poli. Vypo-
Ctem zjistime

pzi | zoiy) o p(2) [[ sl 2n) < [ go(ze) I Fwilzw,).

jeL Cec:ieC JELHEN;

Prava strana zavisi pouze na téch zx, pro které bud k ~ i nebo existuje j takové, ze i € N; i k € N;.
Pokud N; C 95 U{j} pro kazdé j (tj. rozmazani zahrnuje pouze sousedy), potom dostdvame markovské
ndhodné pole ovSem k nové (obohacené) relaci sousedstvi: k& je sousedem s i, pokud bud k ~ i nebo
existuje j takové, ze i € N; i k € N;. V pfipadé, kdy neni z4dné rozmazani (y(z,i) =1 a v(i,5) = 0 pro
1 # j), jsou relace sousedstw v apriornim i aposteriornim ndhodném poli stejné, coz usnadnuje vypocet
odhadu 2.

Pokud ptedpokladame, Ze parametry o2, 31, 32 a § jsou znamé, je v gaussovském piipadé maxi-
malizace aposteriorni hustoty (vypocet MAP odhadu) vzhledem k z celkem jednoduchou tlohou. Pro
jina rozdéleni je vétsinou tieba uzit slozitéjSich postupi, napfiklad iterativni metody nebo simulované
zihani. Metody MCMC umoziiuji provadét simulace z aposteriorniho rozdéleni. Kdyz nés zajima néjaka
kvantitativni informace souvisejici s obrazkem (ozna¢me ji g(Z)), miZzeme aposteriorni stiedni hodnotu
E[g(Z) | Y = y] aproximovat ergodickym pramérem MCMC vystupu. Podobné mizeme aproximovat
napiiklad kvantily aposteriorniho rozdéleni a ziskat tak intervaly spolehlivosti.

Pokud jsou parametry neznamé, existuji pfistupy zaloZzené na vérohodnosti (pseudovérohodnosti)
nebo lze pouzit plné bayesovsky piistup. V bayesovském pifstupu povazujeme o2, 31, B2, § za ndhodné
veli¢iny, pfedepiSeme jejich apriorni rozdéleni a pracujeme s plnym aposteriornim rozdélenim

p(z70§56176256 | y) X f(y | Z,0‘3761,62,5)})(2,0'?,61,62,5)
= f(y | z70§76176275)p(z | ﬁ17ﬁ276)p(ﬁ176275)p(0§)7

kde piedpokladdme nezavisla apriorni rozdéleni pro (81, 32,8) a o2. Z apriorni hustoty p(z | (1, 52,9)
se do vyjadfeni aposteriorni hustoty dostane normujici konstanta zavisejici na 31, 2 a §. Ta ponékud
komplikuje zvladnutelnost prace s aposteriornim rozdélenim. Vétsinou je tfeba pouzit specialni MCMC
algoritmy.

Doposud jsme uvazovali, ze Y; ma spojité rozdéleni, ackoli Z; mohlo nabyvat diskrétnich hodnot.
V piipadé ¢ernobilych obrazkt nabyva Z; pouze hodnot 0 (bild) nebo 1 (Gernd). Nejjednodussi model,
kdy i Y; je ¢ernobily obrazek, dostaneme, pokud pravdépodobnost, Ze je pozorovana Spatné barva, ma
alternativni rozdéleni. Mluvime pak o bindrnim Sumu (binary noise, flip noise). Pro p € (0,1) je tedy
Y; = Z; s pravdépodobnosti 1 — p a Y; # Z; s pravdépodobnosti p, neboli

1—p
logp(yi | 2i) = 11y, log — log p.

Pro p = 1/2 nedava Y Zadnou informaci o Z. Apriorni rozdéleni mizeme volit napfiklad jako markovské
nahodné pole s hustotou (Isingtiv model)

p(z)ocexp (B > 1
{t,5}i~g

Aposteriorni rozdéleni tak je

{i.j}rinvi i€L

kde v = log 1=2

Pro binarni obrazky nedava aposteriorni stfedni hodnota rozumny odhad. Kromé MAP odhadu
se obvykle pouzivd odhad MPM (marginal posterior modes), ktery minimalizuje aposteriorni st¥edni
hodnotu poctu Spatné klasifikovanych pixela. Kazda slozka tohoto odhadu je modus aposteriorniho mar-
ginalniho rozdéleni. V nasem priipadé binarnich obrazku tak plati

g 1, kdyzP(Z;,=1]Y) > 1/2,
¢ 0, kdyzP(Z;,=1|Y) <1/2.

K vypoctu tohoto odhadu muzeme generovat N realizaci z aposteriorniho rozdéleni a pokud pocet
piipadit Z; = 1 je vétsi nez N/2, polozime Z; = 1, jinak polozime Z; = 0.
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5. Dodatky

5.1 Nahodné cenzorovani

Predpokladejme, ze T, ..., T, jsou nezavislé stejné rozdélené nezdporné nadhodné veliciny s distribucni
funkci F'. Nasim cilem je ziskat odhad distribu¢ni funkce F'. V pfipadé, kdy pozorujeme vSechny sledované
veli¢iny 77, ...,T,, je pfirozenym odhadem F' empiricka distribu¢ni funkce

Fn(t) =

SN

Zl[TiSt]v t>0.
i=1

V nékterych situacich, ale nemame k dispozici pozorovani vSech T;. Mize tomu byt naptiklad proto,
7e nékterd méteni sledované velic¢iny byla predcasné ukoncena. Prikladem je medicinska studie, ve které
se zkoumé vliv urcité lécby na preziti skupiny pacientti, n€kterd pozorovani nejsou uplnda, protoze se
pacient odstéhoval nebo ¢as vyhrazeny pro studii uplynul. Jiny pfiklad pochéazi z teorie spolehlivosti,
kde je méfena doba do poruchy urcitého vyrobku. Kromé ndhodnych veliéin T; (tzv. ¢asy preziti nebo
doby zivota) jesté uvaZzujeme ndhodné veli¢iny C1, ..., C), (tzv. ¢asové cenzory). Pfitom pozorujeme jen
ndhodny vybér (Tl, Dy),..., (Tn, D,,), kde T, = min(T;, C;) jsou cenzorované Casy preziti a D; = 1ir,<¢,
jsou indikatory necenzorovani. Pro D; = 1 méame k dispozici skutecné pozorovani T;. Naopak pokud je
D; = 0 (nastalo cenzorovini), mame pouze ¢asteénou informaci, ze T; > T,. V ptipadé nédhodného
cenzorovani predpokladame, ze C1, ..., (), jsou nezavislé stejné rozdélené ndhodné veli¢iny a nezavislé
na Tl,.. .,Tn.

5.2 Besselovy funkce

Besselova funkce pruniho druhu (Bessel function of the first kind) ¥adu v je definovana jako

N (DR 2\ 2kt
Ju(2) _;klr(k+u+1) (E) '

Jedné se o feseni Besselovy diferencialni rovnice
1 v?
v+ -y + <1——2>y—0.
z z

Existuji dva druhy modifikovanigch Besselovych funkci (modified Bessel functions). Jedna se o FeSeni
modifikované Beseelovy rovnice

Modifikovana Besselova funkce prvniho druhu fadu v je

—y N —lun N = 1 z\ 2k+v
L(z) = i7", (#0) = e 73 Jv“l*%m@

a modifikovana Besselova funkce druhého druhu fadu v mé tvar

oy(2) - L,(z)'

sin v

K, () =3
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