
ROBUST 2010 Poster Section 2010 c© JMF
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Abstrakt: Poster představ́ı definici Rousseeuwovy regresńı hloubky a “hloubkových” regresńıch kvantil̊u. Oba tyto pojmy vycháźı z klasické definice jednorozměrných kvantil̊u a jsou jej́ım přirozeným zobecněńım na lineárńı regresńı
model za účelem odhadu kvantil̊u odezvy při dané hodnotě regresor̊u, tedy podmı́něných kvantil̊u. Nejhlubš́ı regresńı př́ımka je robustńım odhadem v regresi a oproti odhadu založenému na minimalizaci L1 normy (kvantilová regrese) je
velice málo citlivá na odlehlá pozorováńı. Stejnou vlastnost maj́ı i regresńı kvantily založené na této hloubce. S př́ıhlednut́ım k daľśım vlastnostem jako je ekvivariance v̊uči afińım transformaćım, knzistence, atd. jsou tyto metody velmi
zaj́ımavou alternativou k dnes velmi často použ́ıvané kvantilové regresi. Druhá část posteru je věnována lokalizaci regresńı hloubky, která nám umožńı odhad podmı́něných kvantil̊u v neparametrické regresi. Na tuto metodu m̊užeme
nahĺı̌zet jako na rozš́ıřeńı jádrových odhad̊u kvantil̊u.

ÚVOD
Předpoklady: Uvažujme náhodný vektor (Y,X) se spojitým rozděleńım PY X , kde
Y ∈ R a X ∈ Rp. Dále mějme data

(Y1, X1), . . . , (Yn, Xn), kde (Yi, Xi) ∼ PY X, i = 1, . . . , n.

Ćıl: Chceme na základě dat odhadnout ξτ(x) podmı́něný τ -kvantil Y při dané hod-
notě X = x. Hledáme tedy pro všechna x ∈ Rp takovou hodnotu ξτ(x) pro kterou plat́ı

P(Y ≤ ξτ(x)|X = x) = τ.

REGRESNÍ HLOUBKA, REGRESNÍ KVANTILY
V lineárńım modelu

Yi = β0 + βT1 Xi + ei, i = 1, . . . , n,

kde ei jsou náhodné velčiny, máme hned několik možnost́ı. Prvńı z nich je kvantilová
regrese, viz např. [2]. Klasický jednorozměrný τ -kvantil pro Y lze źıskat minimalizaćı

min
a∈R

n∑
i=1

ρτ(Yi − a), kde ρτ(u) = u(τ − I{u < 0}).

Přeneseńım této definice do lineárńı regrese, tedy řešeńım minimalizace

β̂(τ ) := arg min
(b0,b1)∈Rp+1

n∑
i=1

ρτ(Yi − b0 − bT1Xi),

źıskáme odhad podmı́něného kvantilu při daném X = x jako ξτ(x) = β̂0(τ ) + β̂T1 (τ )x.
Tento odhad má mnoho pěkných vlastnost́ı, jeho největš́ı nevýhodou je poměrně vysoká
citlivost na odlehlá pozorováńı.

Regresńı hloubka:
Druhou možnost́ı jak definovat jednorozměrný τ -kvantil je jako takovou hodnotu pod
kterou lež́ı bnτc pozorováńı. Z této definice vycháźı regresńı hloubka. V jednorozměrném
př́ıpadě lze medián definovat jako bod u kterého muśıme z výběru odstranit největš́ı
počet pozorováńı, aby se ocitl na okraji výběru (odstrańıme polovinu pozorováńı). Tuto
“krajńı” pozici budeme nazývat nonfit poloha. Uved’me si nejdř́ıve jak rozš́ı̌reńı této
definice bude vypadat pro Xi ∈ R, i = 1, . . . , n.

NONFIT POLOHA PRO Xi ∈ R
Pro dané koeficienty θ = (θ0, θ1)

T označme residua regresńıho modelu jako
θ = (θ0, θ1)

T jako ri(θ) = Yi − θ0 − θ1Xi, i = 1, . . . , n. Pak θ = (θ0, θ1) na-
zveme v nonfit poloze pokud existuje č́ıslo v ∈ R, které je r̊uzné od všech Xi

a takové, že bud’

ri(θ) < 0 ∀xi < v a zároveň ri(θ) > 0 ∀xi > v
nebo

ri(θ) > 0 ∀xi < v a zároveň ri(θ) < 0 ∀xi > v.

vu
Obr. 1: červená p̌ŕımka je v nonfit po-

loze, modrá p̌ŕımka má regresńı hloubku 2.

JINÝMI SLOVY:
Př́ımka určená koeficienty (θ0, θ1) je
v nonfit poloze pokud při jej́ı rotaci
do vertikálńı polohy neprojdeme žádným
bodem.

Na obrázku 1 je červeně zobrazena př́ımka
v nonfit poloze. Nalevo od bodu v jsou
jen kladná rezidua, napravo jen záporná.
To je ekvivalentńı s t́ım, že ve žlutě vy-
značených oblastech, které muśıme proj́ıt
při jej́ı rotaci do horizontálńı polohy, nelež́ı
žádný bod. Nyńı můžeme definovat regresńı
hloubku.

REGRESNÍ HLOUBKA
Regresńı hloubka př́ımky dané koeficienty θ
je definována jako nejmenš́ı počet pozorováńı
(Yi, Xi), které je potřeba odebrat, aby θ byla
v nonfit poloze.

Modrá př́ımka na obrázku 1
má regresńı hloubku 2. Je
nutné odebrat 2 modře vy-
značené body, aby zaujmula
nonfit polohu. Poté napravo
od bodu u budou jen kladná
rezidua. Formálně lze definici
hloubky zapsat

D(θ) = min
v∈R

min

 ∑
i: ri(θ)<0, Xi≤v

1 +
∑

i: ri(θ)>0, Xi>v

1,
∑

i: ri(θ)>0, Xi≤v
1 +

∑
i: ri(θ)<0, Xi>v

1


Je okamžitě vidět velmi ńızká citlivost na odlehlá pozorováńı, jelikož bereme v potaz

jen počty pozorováńı nad / pod regresńı př́ımkou a nikoliv jejich vzdálenosti od př́ımky.
Pro v́ıcerozměrné regresory Xi ∈ Rp je definice regresńı hloubky stejná. Jen je

nutné nějakým zp̊usobem zobecnit definici nonfit polohy pro jednorozměrné regresory
na regresory o v́ıce složkách.

NONFIT POLOHA PRO Xi ∈ Rp

θ = (θ0, θ
T
1 )T ∈ Rp+1 nazveme lež́ıćı v nonfit poloze, pokud existuje nadrovina V

v prostoru hodnot náhodné veličiny X taková, že v ńı nelež́ı žádné Xi a taková,
že ri(θ) = Yi − θ0 − θT1Xi > 0 pro všechna Xi lež́ıćı v jednom poloprostoru pro-
storu hodnot X , který odděluje nadrovina V a ri(θ) < 0 pro všechna Xi lež́ıćı v
poloprostoru druhém.

JINÝMI SLOVY:
Plocha určená koeficienty θ je v
nonfit poloze pokud při jej́ı ro-
taci do polohy kolmé k prostoru
hodnot X neprojdeme žádným bo-
dem.

V teoretickém př́ıpadě je regresńı hloubka
definována jako nejmenš́ı pravděpodobnostńı
masa, která muśı být odebrána, aby se regresńı
plocha dostala do horizontálńı polohy. Např.
pokud med ei = 0, i = 1, . . . , n potom je nej-
hlubš́ı regresńı plocha rovná ploše určené koefi-
cienty (β0, β

T
1 ).

Nejhlubš́ı regresńı plocha nejlépe vystihuje data, naopak plochy s malou hloubkou data
moc dobře nevystihuj́ı. Vlastnosti jako je konzistence, robustnost, ekvivariance apod.
jsou dokázané v [3].

Regresńı kvantily založené na hloubce:
Podobně jako při odhadu v kvantilové regresi můžeme pro výpočet kvantil̊u použ́ıt váhy
τ a 1− τ . Počet kladných rezidúı převážit váhou τ a počet záporných záporných rezidúı
váhou 1 − τ . Nejhlubš́ı regresńı plochou bude v tomto př́ıpadě konzistentńı (viz [1])
odhad podmı́něného τ -kvantilu.
Formálńı definici dostaneme přepisem definice hloubky D(θ), mı́sto váhy rovné 1
použijeme váhu τ , resp. 1− τ :

REGRESNÍ KVANTILY
Pro regresńı koeficienty θ a nadrovinu V v prostoru hodnot X označme L(V ) a
P (V ) dva poloprostory, které tato nadrovina odděluje. Regresńım τ -kvantilem na-
zveme takovou hodnotu koeficientu θ pro kterou je následuj́ıćı výraz maximálńı

Dτ(θ) = min
V

min

{ ∑
i: ri(θ)>0, Xi∈L(V )

τ +
∑

i: ri(θ)<0, Xi∈P (V )

(1− τ ),

∑
i: ri(θ)>0, Xi∈P (V )

τ +
∑

i: ri(θ)<0, Xi∈L(V )

(1− τ )

}

Očividně volbou τ = 1/2 dostaneme nejhlubš́ı regresńı př́ımku. Pro úplnost ještě
uved’me jak tato definice vypadá v př́ıpadě výpočtu klasického jednorozměrného
mediánu. τ -kvantilem bude hodnota Y(k0), kde k0 je řešeńım maximalizace

max
k=1,...,n

(min{τ (n− k), (1− τ )k}).

Tedy klasický jednorozměrný kvantil.

O ODHADU PODMÍNĚNÝCH KVANTILŮ
Nyńı se oprost́ıme od předpokladu linearity modelu.
Učińıme pouze předpoklad: Funkce ξτ(x), která udává hodnotu podmı́něného
kvantilu veličiny Y při daném X = x je spojitou funkćı.

Nejčastěji použ́ıvané metody
Většina dnes rozš́ı̌rených metod použ́ıvá ideu jádrových odhad̊u, tedy pro odhad
podmı́něného kvantilu při dané hodnotě X = x bereme převážně informaci jen z bod̊u
v okoĺı x.

• Prvńı možnost́ı je použ́ıt jádrový odhad kvantilu či odhad kvantilu založený na k
nejbližš́ıch sousedech . Tato jednoduchá a intuitivńı metoda je popsána např. v [4].
Má mnoho dobrých vlastnost́ı (robustnost, ekvivariance vzhledem k monotonńım
transformaćım odezvy, rychlost výpočtu, konzistence, ...). Je s podivem, že - zřejmě
pro jej́ı př́ılǐsnou jednoduchost - neńı dnes téměř použ́ıvána a dodnes neńı pořádně
implementována ve statistických programech. Náš př́ıstup lze chápat jako rozš́ı̌reńı
této metody s ohledem na to, že pro odhad kvantilu v daném jádře mı́sto konstanty
použijeme polynom.

• Asi nejv́ıce použ́ıvanou metodou je lokálńı polynomická kvantilová regrese, ta je im-
plementována v programu R jako součást baĺıku Quantile regression (quantreg).
Autorem je R. Koenker. Idea je použ́ıt jádrový odhad na ztrátovou funkci ρτ z lineárńı
kvantilové regrese. Obecně v každém okně odhadujeme kvantil jako polynom a za od-
had ξτ vezmeme hodnotu tohoto polynomu v bodě x. My se budeme držet podobného
postupu. Lokálńı polynomickou kvantilovou regresy lze opět chápat jako rozš́ı̌reńı
jádrových odhad̊u kvantil̊u. Postup je popsán v [2].

• Daľśı možnost́ı je využ́ıt nedávno vzniklého baĺıčku v R s názvem kernlab. O me-
todách použ́ıvaných v tomto baĺıčku se můžeme doč́ıst v poměrně obsáhlém článku
[5]. Postup stav́ı na použit́ı ztrátové funkce ρτ , kde se kvantilová funkce ξτ hledá
mezi prvky Hilbertova prostoru s reprodukčńım jádrem pro nějaké vhodně zvolené
jádro. V kvalitě odhadu tato metoda zřejmě předč́ı lokálńı polynomickou kvantilovou
regresi. V čem ji ale nepředč́ı je jej́ı i přes opačné tvrzeńı autor̊u výrazná časová a
pamět’ová náročnost výpočtu a nutnost nastaveńı mnoha neintuitivńıch parametr̊u.

LOKÁLNÍ REGRESNÍ KVANTILY

τ

1− τ

w

xv

ξ̂τ (x)

Obr. 2: Jádrový (lokálně lineárńı) odhad

regresńıch kvantil̊u

Myšlenka je totožná s jádrovými odhady
kvantil̊u, jen mı́sto konstanty budeme kvantil
odhadovat polynomem.

Mějme váhovou funkci w : R2 → [0,+∞).
w(Xi, x) přǐrad́ı váhu bodu Xi vzhledem k po-
loze bodu x. Užitečnou volbou může být

w(Xi, x) =


1, pokud Xi patř́ı mezi

k nejbližš́ıch soused̊u x

0, jinak.

Nebo Gaussovská váha

w(Xi, x) = e−
1
h(Xi−x)2.

Pro odhad podmı́něného kvantilu ξτ v bodě x použijeme modifikaci vzorce pro Dτ(θ)
pro výpočet kvantilu. Ke kladným, resp. záporným rezidúım přidáme váhy v závislosti
na vzdálenosti pozorováńı od bodu x.

JÁDROVÉ REGRESNÍ KVANTILY
Necht’ θ̂(τ ) je taková hodnota koeficientu θ ∈ Rp+1 pro kterou je následuj́ıćı výraz
maximálńı

min
V

min

{ ∑
i: ri(θ)>0, Xi∈L(V )

τ w(Xi, x) +
∑

i: ri(θ)<0, Xi∈P (V )

(1− τ ) w(Xi, x),

∑
i: ri(θ)>0, Xi∈P (V )

τ w(Xi, x) +
∑

i: ri(θ)<0, Xi∈L(V )

(1− τ ) w(Xi, x).

}

Pak za odhad podmı́něného kvantilu Y při daném X = x vezmeme

ξ̂τ(x) = θ̂0(τ ) + θ̂T (τ )x.

Př́ımočarý výpočet má časovou
náročnost O(np+2), existuje však
přibližný algoritmus s náročnost́ı
výrazně nižš́ı.

V následuj́ıćım textu se zaměř́ıme na od-
had ξτ pro jednorozměrné regresory.
Pro v́ıcerozměrné proměnné se budeme
muset spokojit s tvrzeńım, že následuj́ıćı
postup lze rozš́ı̌rit i pro regresory o v́ıce
složkách.

Lokálně polynomické regresńı hloubkové kvantily
Podmı́něný kvantil budeme v jádře odhadovat polynomem stupně k.

Odhad kvantilu źıskáme aplikaćı vzorce pro výpočet jádrových regresńıch kvantil̊u
pro odezvu Yi a regresory (Xi, X

2
i , . . . , X

k
i , ), i = 1, . . . , n.

Je zřejmé, že volbou k = 0 źıskáme klasický jádrový odhad kvantil̊u. Pro většinu odhad̊u
si bohatě vystač́ıme s volbou k = 1 či k = 2.

Odhad parametru podmı́něných kvantil̊u neńı jednoznačný. Dvě plochy (resp. 2 r̊uzné
vektory regresńıch koeficient̊u) maj́ı stejnou hloubku (hodnotu výrazu pro výpočet kvan-
til̊u) pokud mezi nimi nelež́ı žádný bod. Prakticky tedy při odhadu použijeme jen ty
koeficienty θ které jsou určené všemi (k+ 1)-ticemi bod̊u (Xi, X

2
i , . . . , X

k
i , ). To zp̊usob́ı

nespojitost ξ̂τ a tedy výslednou “kostrbatost” odhadu. Tomu lze zamezit přidáme–li si
podmı́nku na spojitost odhad̊u:
Mějme śıt’ bod̊u x0, x1, . . . , xl v kterých chceme źıskat odhad. Poté odhad v bodě xi
budeme hledat přes množinu všech koeficient̊u θ, které splňuj́ı

ξ̂τ(xi−1) = θ0 + θ1xi−1 + θ2x
2
i−1 + . . . + θkx

k
i−1.

Nevýhodou je nutnost určeńı počátečńıho odhadu v bodě x0, naopak výhodou je sńıžená
výpočetńı náročnost o jeden řád.

Vlastnosti: lokalizovaná verze poděd́ı většinu vlastnost́ı verze nelokalizované,
př́ıkladem budiž:

• Robustnost.

• Ekvivariance vzhledem ke změně měř́ıtka odezvy.

• Ekvivariance vzhledem k afinńım transformaćı při použit́ı metody k nejbližš́ıch sou-
sed̊u.

• ...

OBRÁZKY
Na závěr pár obrázk̊u na simulovaných datech. Na všech následuj́ıćıch obrázćıch jsou
zelenou barvou vyznačeny teoretické podmı́něné kvantily a červeně jejich odhady.

●

●
●

● ●

●

●

●

●
●

●

●

●

●

●

●

●

●

●

●

●
●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●●

●

●

●

●

●

●

●
● ●

●

●

● ●
●

●

●

●
●

●
● ●●

●

●

●

●

●

●

●

●

●

●
●

●

●

●
●

● ●

●

●

●

●

●●

●

●

●

●

●

●

●●
●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●
●

●

●

●

●

●

●
●

●

●

●

●

●

●
●

●

●

●

●

●

●

●

●

●

●

●

●

●
●

●

●

●

● ●

●

●●

●

●

●

●

●

●

●

●

●
●●

●

●
●

●

●

●●
●

●

●

●

●

●

●

●

●

●

●
●

● ●

●

●

● ●●

●

●

●●

●

●
● ●

●
●

●

●●

●

●

●

●

●●
●

●

●

●

●

●

●

●

●

●●

●

●

●

●

●

●

●

●
●

●

●

●

●

●

●

●

●

●

●

●

●●

●

●

●
●

●●
●

●

●

●●
●

●

●

●

●

●

●

●

●

●

●

●

●

●

● ●

●

●

●

●

●

●

●

● ●
●

●

●

●

●

●

●
●

●

●

●
●

●

●

●

●

●

●●

● ●

●●

●

●

●
●

●

●

●

●

●

●

●

●

●

●

●

●
●

●

●
●

●

●

●
●

●

●

●

●

●
●

●

●

●
●● ●

●

● ●

●

●
●

●

●

●

●

●

●

●
●

●
●

●

●

●●

●

●

●

●

●●

●

●
●

●

●

●

●

●
●

●

●

●

●

●

●●

●

●

●

●
●

●

●

●

●

●

●
●

●

●
●

●

●

●

●

●

●

●

●

●

●

●

●

●

●
●

●

●

●

●

●

●

●
●

●

●

●

●

●

●

●

●

●

●

●

●●

●

●

●

●

●
●

●

●

●

●

● ●

●

●

●

●

●

●

●
● ●

●

●
● ●

●

●

●

●

●

●

●●

●●

●

●

●

●

●

●

●

●●

●

●

●

●
●

●

●

●

●

●●

●

●

●

●

●

●

●

●●

●

●

●

●

●

●

●

●

● ●

●

●

●
●

●

●

●
●

●

●

●

●

●

●
●

●

●

●

●

●

●

●

●

●

●
●

●

●●

●

●

●

●
●
●

●
●

●

●

●

●

●

●●

●

●

●

●

●

●

●

●
●

●

●

●

●

●

●

●

●
●

●
●

●

●

●

●

●

●

●
●

●

●
●

●

●

●

●

●

●

●

●

●
●

●

●

●

●

●

●

●

●

●
●

●

●

●

●

●

●

●

●

●
●

●

●

●

●

●

●
●

●
●

●

●

●

●

●

●

●

●

●

●

●

●

●
●

●

●
●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

● ●

●

●

● ●

●

●

●

●

●

●

●

●

●

●

●
●

●

●

●

●

●

●

●

●

●

●

●

●
●

●
●

●
●

●

●

●●●

●
●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●
●

●

●

●

●

●
●

●
●

●●

●
●

● ●

●

●

●

●

●
●

●

●

●

●

●

●
●

●

●

●

●

●

0 2 4 6 8 10

−
4

−
2

0
2

4
6

x1

y1

Obr. 3: Odhad 0.1, 0.5, 0.9 kvantil̊u pro heteroskedastická data s asymetrickým rozděleńım chyb. Rozsah

výběru 500, použita metoda 100 nejbližš́ıch sousedů a polynom stupně 1 s podḿınkou na spojitost.
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Obr. 4: Rozsah výběru 50, odhad 0.5 kvantilu. V horńı řadě odhad lineárńı funkćı bez a s podḿınkou

na spojitost, použita metoda 20 nejbližš́ıch sousedů. V dolńı řadě odhad kvadratickou funkćı bez a

s podḿınkou na spojitost, použita metoda 25 nejbližš́ıch sousedů. Pro 20 nejbližš́ıch sousedů by byl odhad

p̌ŕılǐs “kostrbatý”. Vyš̌śı volba počtu nejbližš́ıch sousedů zde neńı na škodu z důvodu, že kvadratická funkce

má věťśı možnosti v každém jáďre lépe vystihnout data.
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Obr. 5: Data, která v praxi žrejmě potkáte jen těžko. Rozsah výběru 1000. Odhad 0.05, 0.5, 0.95 kvantil̊u

metodou 100 nejbližš́ıch sousedů, p̌ri odhadu opět použita podḿınka na spojitost a lineárńı funkce.

ZÁVĚREM..
Pokud by se vytrvalý čtenář tohoto posteru zamýšlel nad t́ım, zda má smysl věnovat
energii na aplikaci zde popsaných metod na nějaká data, může mu být nápomocno pár
následuj́ıćıch řádk̊u.
Kdy je to výhodné použ́ıt?
• Když máme podezřeńı na odlehlá pozorováńı.

• Když se nám zdá jádrový odhad jako moc hrubý nástroj pro naše data d́ıky tomu,
že v okně / jádře použ́ıvá pro odhad polynom stupně nula (konstantu).

• Když jsme zoufaĺı z honby za korektńım a smysluplné výsledky vyplivuj́ıćım nasta-
veńım parametr̊u některých metod implementovaných ve statistických softwarech.

• Když v námi použ́ıvaném softwaru neńı naprogramována žádná z metod na odhad
podmı́něných kvantil̊u a máme zrovna volné odpoledne.

• Když potřebujeme udělat poster na téma odhad podmı́něných kvantil̊u...

Kdy je to nevýhodné použ́ıt?
• Když máme hodně dat a málo času.

• Když potřebujeme metodu s propracovaným teoretickým pozad́ım (asymptotika,
testy, ...).

• Když v námi použ́ıvaném statistickém programu máme rovnou k dispozici již imple-
mentovanou metodu pro odhad podmı́něných kvantil̊u se kterou jsme spokojeni.

• ... Najde se toho jistě v́ıce.

Poděkováńı. Autor děkuje doc. Danielovi Hlubinkovi, jenž má nemalý pod́ıl na for-
mováńı myšlenek obsažených na tomto posteru. Poster je financován granty 1M0572 a
MSM0021620839.
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