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Klasifikácia viacrozmerných pozorovaní do dvoch tried je dôležitý problém. Existuje niekol’ko klasifikačných metód na zatriedenie
pozorovaných vektorov do jednej z dvoch tried, avšak v reálnom živote sú vektory pozorovaní zašumené. Riešením klasifikácie
zašumených dát je robustná formulácia vychádzajúca z metódy oporných bodov. Formulácia je konvexný optimalizačný problém,
ktorý je súčast’ou problematiky kónického programovania druhého rádu. V robustnej formulácii sa predpokladá elipsoidálny model
šumu. Nie je nutný predpoklad typu rozdelenia pozorovaných dát, predpokladá sa len konečnost’ momentov druhého rádu.
Robustnú klasifikačnú metódu aplikujeme na analýzu vydychovaných plynov, kde sa budeme venovat’ klasifikácii dobrovol’níkov do
skupiny fajčiarov a nefajčiarov.

Predpokladajme, že naše namerané dátaX ∈ RN sú zašumené a skutočná hodnota je
nejaký bod v špecifikovanom elipsoide, teda predpokladáme elipsoidálny model zašu-
menia. Nech

B(X, Σ, γ) = {X : (X − X)
′
Σ−1(X − X) ≤ γ2}

je elipsoid,Σ je pozitívne semidefinitná matica aγ ≥ 0. Riešením klasifikácie zašu-
mených dátX ∈ B(X, Σ, γ) je nájdenie rozhodovacej funkcie

g(X) = sign(〈w,X〉 + b) ,

kde parametrew, b sú optimálne parametre pri hl’adaní dvoch paralelných hyper-
rovín ku g(X), ktorých rozpätie (margin) je 2/||w||. Ide o maximalizáciu rozpä-
tia tak, aby bolčo najmenší pǒcet zle klasifikovaných pozorovaní, teda minimálna
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pre∀X ∈ B(X, Σ, γ) a i = 1, . . . n, kde parameterC je regularizǎcná konštanta, ktorá
rieši kompromis medzi maximalizáciou rozpätia a stratou. Optimalizǎcná podmienka
sa využitím Karush-Kuhn-Tuckerových podmienok dá prepísat’ na tvar yi 〈w,Xi〉 =
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i w||. Potom nasledovná robustná formulácia je ekvivalentná s pred-
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pre i = 1, . . . n, kde robustnou ju robí nelineárny̌clen ||Σ
1
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i w|| nachádzajúci sa
v obmedzujúcich podmienkach. Optimalizačná úloha sa rieši ako úloha kónického pro-
gramovania druhého rádu (second order cone programing, SOCP)
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pre i = 1, . . . n, kdečlen ||w|| je presunutý do podmienky a ohraničený zhora konštan-
touW , ekvivalentnou s konštantouC.
Robustnú klasifikǎcnú metódu aplikujeme v analýze vydychovaných plynov (Breath
analysis) na klasifikáciu dobrovol’níkov do skupiny fajčiarov a nefaǰciarov (54 faǰciarov
a 178 nefaǰciarov). Pre každý subjekt (i = 1, . . . , n) sú namerané koncentrácie pr-
chavých organických zložiek s molekulovou hmotnost’ou od 21 do 230 (N = 208) v jed-
notke pǒcet molekúl na miliardu (particles per billion, ppb) pomocou on-line metódy

hmotnostnej spektrometrie s protónovou prenosovou reakciou (proton transfer reaction
mass spectrometry, PTR-MS).
Ďalej sledujeme závislost’ empirickej pravdepodobnosti zlej klasifikácie subjektov sku-
piny fajčiarov a nefaǰciarov pri trénovaní a testovaní klasifikačnej metódy pre kombiná-
cie parametrovC = 0.1:0.1:1 aγ = 0:0.1:1. Výsledky sú priemery pravdepodobností
chýb zo 100-krát náhodne rozdelenej databázy jednotlivýchskupín na trénovaciu a tes-
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tovaciu množinu v pomere 3:2. Predpokladáme
Σi = σ2I, kdeσ2 predstavuje minimálny rozdiel
medzi najvyššou a najnižšou nameranou koncen-
tráciou zložiek v trénovacej množine. Z grafu
vidiet’, že klasifikǎcná metóda prednostne za-
tried’uje subjekty z pǒcetnejšej skupiny. Pre
rastúci parameterC chybovost’ trénovania klesá
a zárověn rastie pri testovaní. Pri vyšších hod-
notáchC dochádza k pretrénovaniu (overfitting)
klasifikátora. Pre naše dáta sme za optimálny zvo-
lili parameterC = 0.2, nakol’ko pravdepodobnost’
zle zatriedených fajčiarov z trénovacej množiny
pre všetky parametreγ je najnižšia. Z grafu
d’alej vidiet’, že pravdepodobnost’ zlého zatriede-
nia subjektov z testovacej množiny pri zvyšujú-
com sa šume (parameterγ) pomaly klesá. Tým
sme dokázali, že pravdepodobnost’ zlého zatriede-
nia pri testovaní sa znižuje pri predpoklade, že ap-

likované dáta sú zašumené.
Pri vel’kej hodnote parametraγ môže dochádzat’ k situácii, že dáta nie sú lineárne
oddelitel’né. Preto sme pre parameterC = 0.2 zostrojili d’alšiu simulǎcnú metódu,
kde pravdepodobnost’ zlej klasifikácie bola odhadnutá na základe 100-krát náhodne
rozdelenej skupiny fajčiarov a nefaǰciarov na trénovaciu a testovaciu v pomere 3:2 pre
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parameterγ = 0:500. Najlepšie výsledky dosahovala metóda pre parameter γ = 0.7
(PtestF = 0.31, PtestN = 0.08). Preγ ≥ 20 klasifikǎcná metóda nebola schopná oddelit’
jednotlivé skupiny, preγ ≥ 300 zatried’uje všetky subjekty do početnejšej skupiny.

Plány:
Coverova veta hovorí, že pravdepodobnost’, že triedy sú lineárne oddelitel’né rastie, ked’
sú premenné nelineárne mapované do priestoru s vyššou dimenziou. Implementovaním
nelineárneho mapovania premenných zašumených dát do priestoru s vyššou dimenziou,
by klasifikǎcná metóda mala dosiahnut’ lepšie výsledky zatriedenia testovaných subjek-
tov.
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